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画像共有サービスに投稿される画像の観光名所に関するカテゴリー

分類
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Category Classification of Tourism Images in Image Sharing Services

Naoki SAITO†a), Takahiro OGAWA†, Satoshi ASAMIZU††, and Miki HASEYAMA†

あらまし 本論文では，画像共有サービスに投稿される画像の観光名所に関するカテゴリー（観光カテゴリー）
の分類手法を提案する．提案手法では，画像共有サービスにおいて画像とともに投稿される様々なデータの中で，
位置座標が観光カテゴリーの分類に最も効果的であることに注目する．更に，このデータに基づいた分類におい
て誤りが発生する場合を，分類結果から導出される確信度に基づいて判定する．誤分類と判定された場合，提案
手法では，画像及びタグの特徴に基づいた分類結果を求め，それらを各々の分類精度に注目して統合することで，
最終的な分類結果を高精度に推定可能とする．このとき，位置座標による分類結果に基づいて分類候補の観光カ
テゴリーを限定することで，多クラス分類問題におけるクラス数を減少させ，より正確な分類を可能とする．以
上の提案手法によって，異なる種類のデータの分類精度が互いに大きく異なる場合に従来手法では困難であった
高精度な最終分類結果の取得が可能となる．

キーワード 画像共有サービス，観光カテゴリー分類，確信度推定，分類結果統合

1. ま え が き

近年，スマートフォン等の携帯端末の普及により，

観光客が観光情報を容易に収集することが可能となっ

ている．しかしながら，ユーザが必要とする情報は多

様であり，それらの中からユーザが真に望むものを正

確に見つけ出すことは容易ではない．このような問題

に対して，ユーザが望む観光情報を自動で推薦する手

法が種々提案されている [1]～[3]．また，高精度な自動

推薦を可能とするためには，事前にユーザが訪れた美

術館や自然公園などの観光名所について，それらを種

類（観光カテゴリー）ごとに分類し，ユーザの傾向を

捉えることが必要である．

一方，近年，Flickr（注1）などの画像共有サービスが普

及し，世界各国のユーザがこのサービスへ多くの観光
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名所に関する画像（観光画像）を投稿している．した

がって，ユーザによって上記のサービスに投稿された

観光画像を観光カテゴリーごとに分類することで，上

記課題の解決が期待できる．

観光カテゴリーの分類に関連する従来研究として，

画像共有サービスへ投稿された観光画像から，撮影

した観光名所の分類を行う手法が種々提案されてい

る [4]～[9]．これらの手法では，画像だけではなく，画像

とともに投稿されている撮影地点の位置座標や，画像

の意味内容を示すタグなど，異なるデータを同時に用

いて分類を実現している．また，文献 [10]では，画像

中から得られた複数のデータを同時に用いたAdaptive

Weighted Fusion Approach (AWFA) と呼ばれる画

像分類手法が提案されている．この手法では，テスト

データと訓練データの特徴ベクトル間の距離に注目す

ることで，各データが分類精度向上に貢献するスコア

を算出し，これに基づいて，最終的な分類結果を取得

可能としている．更に，AWFAでは，あらかじめ設定

するパラメータが不要であることも利点としている．

しかしながら，現在までに提案されている従来手法の

（注1）：https://www.flickr.com
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多くは，各データの分類精度が大きく異なる場合，高

精度な統合が困難となる問題が存在した．

ところで，文献 [11]では，画像分類が正しく行われ

た度合を確信度として定義し，分類結果から推定され

る確信度を観察することで，誤分類の発生を高精度に

検出可能な手法を提案している．また，確信度に基づ

いた多段の分類により，極めて効率的に分類精度の向

上を実現している．このような確信度推定の考え方を，

観光カテゴリーの分類に導入することが可能となれば，

分類精度が互いに大きく異なるデータを用いた高精度

な分類が期待できる．

そこで，本論文では，分類結果の確信度推定と統合

処理を導入することで，画像共有サービスへ投稿され

た観光画像を観光カテゴリーごとに高精度に分類す

る手法を提案する．提案手法ではまず，画像共有サー

ビスに画像とともに投稿されるデータの中で，観光カ

テゴリーの分類に最も有効な「撮影地点の位置座標」

に注目し，分類を行う．また，分類の際の出力値に基

づいて，分類結果の確信度を推定し，これを観察する

ことで，誤分類の発生の検出を可能とする．ここで，

誤分類と判定された場合，画像及びタグに基づいて

分類を行い，得られた複数の分類結果を各々の精度に

注目して統合することで，最終分類結果を取得する．

具体的に提案手法では，Multiple Annotator Logistic

Regression モデル [12] を，訓練データ数の不均衡性

を考慮したモデルに拡張し，これを用いて分類結果の

統合を行う．このとき，位置座標による分類結果に基

づいて分類候補の観光カテゴリー数を減少させ，分類

問題を簡単化することで，より高精度な分類を可能と

する．以上により，提案手法では，従来手法において

生じていた問題の解決を可能とする．

本論文の構成は以下のとおりである．まず 2.では，

提案手法について説明する．次に，3.では，提案手法

の有効性を確認するため，実際に画像共有サービスへ

投稿された画像を用いた実験を行い，その結果につい

て考察を行う．最後に，4.にまとめを示す．

2. 分類結果の確信度推定と統合処理を導
入した観光カテゴリー分類

本章では，分類結果の確信度推定と統合処理を導入

することで，画像共有サービスへ投稿された観光画

像を高精度に観光カテゴリーへ分類する手法を提案

する．図 1に，提案手法の概略図を示す．投稿画像を

撮影した地点の位置座標は観光画像の分類において

最も有効な特徴であることから，提案手法ではまず，

位置座標の特徴に対して Fuzzy K-Nearest Neighbor

(FK-NN)アルゴリズム [13]を用いた分類を行い，分

類結果を取得する．このとき，得られる分類結果の確

信度を算出し，この確信度が十分に高ければ，位置座

標による分類結果を最終的な分類結果として出力する

（図 1の第 1段階目）．一方，確信度が低い場合，分類

候補の絞り込みを行い，画像，タグ及びそれらを統合

した特徴をそれぞれ用いた Support Vector Machine

(SVM) [14]による分類結果を統合し，最終的な分類結

果を推定する（図 1の第 2段階目）．具体的には，文

献 [12]で提案されている複数の分類結果の統合手法を，

訓練データ数の不均衡性を考慮したモデルに拡張して

用いることで，その実現を可能とする．以上の 2段階

の分類で構成される提案手法は，分類性能が大きく異

なる特徴を効果的に用いて高精度な分類結果の取得を

実現する．なお，提案手法では，分類の際に撮影地点

の位置座標を用いるため，分類対象の画像に GPS情

報が付与されていることを前提条件とする．

本章ではまず，2. 1において，提案手法の前処理と

して位置特徴ベクトル，画像特徴ベクトル，及びタ

グ特徴ベクトルの算出方法について説明する．次に，

2. 2では，1段階目の分類である，位置特徴を用いた

FK-NNアルゴリズムによる分類手法について説明す

る．更に，2. 3では，FK-NNアルゴリズムに基づい

た分類結果に関する確信度推定と，2段階目の分類に

おける精度向上のために導入する分類候補の削減につ

いて説明する．最後に，2. 4では，2段階目の分類で

ある複数の特徴による分類結果の統合手法について説

図 1 提案手法の概略
Fig. 1 Overview of the proposed method.
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明する．

2. 1 特徴ベクトル算出手法

本節では，提案手法で算出する特徴ベクトルについ

て説明する．提案手法では，位置特徴ベクトル，画像

特徴ベクトル，及びタグ特徴ベクトルを，画像共有

サービスに投稿された画像及びそのメタデータからそ

れぞれ算出する．以降，各特徴ベクトルの算出手法に

ついて説明する．

位置特徴ベクトル

投稿画像に付与されている GPS情報から画像の撮影

地点の緯度と経度を取得し，それら二つの値を要素に

もつベクトルを位置特徴ベクトルとする．

画像特徴ベクトル

投稿画像より Speed Up Robust Feature (SURF)特

徴量 [15] を算出し，得られる複数の特徴量から Bag-

of-Features ベクトル [16] を求め，これを画像特徴ベ

クトルとする．

タグ特徴ベクトル

各々のタグが各要素に対応するベクトルを用意し，投

稿画像に付与されているタグについては 1，それ以外

の値を 0としたタグ特徴ベクトルを得る．

以上の 3種類の特徴ベクトルを用いて，提案手法では

観光カテゴリーの分類を行う．

2. 2 位置特徴ベクトルを用いた FK-NN アルゴ

リズムによる観光カテゴリー分類

本節では，位置特徴ベクトルを用いた FK-NNアル

ゴリズムによる観光カテゴリーの分類（図 1の第 1段

階目）について説明する．FK-NN アルゴリズムは，

特徴空間における最も近い訓練データに基づき，テス

トデータに対して分類候補のクラスに関するメンバー

シップを割り当て，最も高いメンバーシップをもつク

ラスに分類を行う手法である [13]．本文に示す観光カ

テゴリーの分類では，分類対象の画像が撮影された位

置座標の近隣に存在する「他のユーザによって投稿さ

れた画像の観光カテゴリー」に基づいて分類を行うこ

とが有効であると考えられるため，FK-NNアルゴリ

ズムを採用している．更に，分類結果を取得する際に

算出されるメンバーシップを次節に示す分類結果の確

信度推定に利用可能であることも，FK-NNアルゴリ

ズムを採用した理由である．

提案手法では文献 [13]に基づき，i (= 1, 2, ..., N ;N

は訓練データ数)番目の訓練データにおける分類候補

クラス j (∈ {1, 2, ..., J};J は分類候補のクラス数)の

メンバーシップ uij(i = 1, 2, ..., N ; j = 1, 2, ..., J) を

次式により算出する．

uij =

{
0.51 + (nij/K) · 0.49 if j = gi

(nij/K) · 0.49 otherwise
(1)

ただし，K は FK-NNアルゴリズムで考慮する近傍数

を表し，nij(≤ K) は i 番目の訓練データの近傍に存

在する他の訓練データ K 個のうち，クラス j に属す

るデータ数を表す．また，gi は i番目の訓練データが

属するクラスを表す．

以上で算出された訓練データにおける分類候補クラ

スのメンバーシップ uij 及びテストデータの位置特徴

ベクトル x̂を用いて，FK-NNアルゴリズムでは，次

式によりテストデータのメンバーシップ uj(x̂)を算出

する．

uj(x̂)=

∑K

k=1
ūkj(1/||̂x−xk||2)∑K

k′=1
(1/||̂x−xk′||2)

(j =1, 2, ..., J) (2)

ただし，ūkj(k = 1, 2, ..., K) は，テストデータの

K 近傍に存在する訓練データの分類候補クラス j の

メンバーシップを表す．また，xk は，K 近傍に存在

する訓練データの位置特徴ベクトルである．提案手法

の 1 段階目では，以上の位置特徴ベクトルを用いた

FK-NNアルゴリズムにより，メンバーシップが最大

となるクラスを分類結果として取得する．

2. 3 確信度推定及び分類候補の削減

本節では，FK-NNアルゴリズムによる分類結果に

関する確信度推定と，2段階目の分類における精度向

上のために導入する分類候補の削減について説明する．

文献 [11]では，SVMによる分類で得られた出力値の

最大値と 2番目に大きな値の差を分類結果の確信度と

定義している．そこで提案手法では，文献 [11]の考え

方に基づいて，位置特徴ベクトル x̂を用いた FK-NN

アルゴリズムによる分類結果の確信度 C を次式で定

義する．

C = max
j

uj(x̂)− second max
j

uj(x̂) (3)

ただし，maxj uj(x̂)及び second maxj uj(x̂)は，そ

れぞれメンバーシップ uj(x̂) (j = 1, 2, ..., J) の最大

値と 2番目に大きな値を表す．

以下では，新たに定義した分類結果の確信度 C の

有効性を確認するために行った予備実験の結果を示

す．予備実験では，画像共有サービスの一つである

Flickr へ実際に投稿された観光画像 49760枚をデー
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タセットとして，位置特徴ベクトルを用いた FK-NN

アルゴリズムによる観光カテゴリーの分類を行い，得

られた分類結果に対して確信度を算出した．ただし，

予備実験で用いるデータセットは 3. の実験における

パリの観光画像のデータセットであるため，詳細につ

いては 3. に示す．ここで，データセットを訓練画像

39808枚，テスト画像 9952枚に分割して確信度の評

価を行った．また，FK-NNアルゴリズムの近傍数は，

K = {5, 50, 100}として分類を行った．次に，分類結
果の確信度 C がしきい値 T 以上の場合，その分類結

果は正しく分類されたと判定し，そうでなければ，誤

分類されたと判定する．予備実験では，次式に示す判

定結果の正解率をしきい値 T を変化させて観測した．

正解率 =
正しく正誤判定されたテスト画像数

テスト画像数
(4)

確信度 C に関する予備実験の結果を図 2 に示す．た

だし，図 2 の横軸は，正誤判定に用いた確信度 C の

しきい値 T を示し，縦軸は，確信度 C による分類結

果の正誤判定の正解率を示す．図 2では，確信度 C の

しきい値 T を 0から増加させると，正誤判定の正解率

も上昇している．また，このしきい値が増加し続ける

と，上記の正解率は減少していく．確信度 C のしきい

値 T を 0 に設定したとき，全ての分類結果が「正し

い」と判定され，誤分類の発生を検出することができ

ない．一方，このしきい値 T を増加させると，誤分類

の発生を検出可能となるため，予備実験における分類

結果の正誤判定の正解率が上昇する．更に，しきい値

T を増加させ続けると，正しく分類されたにもかかわ

らず，誤分類と判定されてしまう場合が増加するため，

正解率が減少する．

図 2 確信度 C に関する予備実験結果
Fig. 2 Preliminary experimental results of confidence

measure C.

図 2より，近傍数 K = 5の FK-NNアルゴリズム

による結果に注目すると，確信度 C のしきい値 T を

適切に設定することで，分類結果の正誤判定の正解率

が 0.903になることが確認できる．したがって，提案

手法による分類精度が「第 1段階の FK-NNアルゴリ

ズムによる分類結果」及び「第 2段階の分類結果統合

による分類結果」の精度を上回るために，上記の正解

率は十分に高いと考える．なお，その妥当性は，3.の

実験で確認する．

提案手法では，位置特徴ベクトルを用いた FK-NN

アルゴリズムによる分類結果から推定される確信度が

しきい値 T 以上である場合，最終分類結果として確

定し，2段階目の分類を行わない．一方，確信度がし

きい値 T より低い場合，2段階目の分類を行う前に分

類候補クラスの削減を行う．提案手法では，メンバー

シップが低いクラスは正しいクラスの候補とすべきで

はないと考え，メンバーシップがあらかじめ設定した

しきい値よりも低いクラスを分類候補から除外する．

加えて，テスト画像が撮影された地点の近隣で撮影さ

れた訓練画像が属していないクラスについても正しい

クラスの候補にすべきではないと考え，分類候補から

除外する．具体的に提案手法では，以下に示すとおり，

新たな分類候補クラスの集合 Qを定義する．

Q = {j|uj(x̂) > h1 ∨ pmin
j (x̂) < h2} (5)

ただし，pmin
j (x̂)は，クラス j の訓練データとテスト

データ間の位置特徴ベクトルの距離の最小値を表す．

また，h1 及び h2 は，メンバーシップ及びテストデー

タと訓練データ間の距離についてあらかじめ設定する

しきい値である．

ここで，パラメータ h1 及び h2 には，以下に示す二

つの性質が存在する．
• パラメータの値を高く設定すると，正解クラス

を除外してしまう可能性がある．
• パラメータの値を低く設定すると，分類候補ク

ラス数を削減することができず，第 2段階の分

類問題の簡単化が困難となる．

提案手法では，上記の性質を考慮しながら h1 及び h2

を実験的に決定した．これにより，提案手法では，正

解クラスを残したまま，第 2段階の分類問題の簡単化

が可能となるため，高精度な分類の実現が期待できる．

なお，しきい値 h1 及び h2 は最終分類結果の精度が最

大となるように実験的に決定しているため，これらの

しきい値を自動で決定する方法の確立が今後の課題と
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してあげられる．

2. 4 分類結果統合による観光カテゴリー分類手法

本節では，図 1の第 2段階目である分類結果統合に

よる観光カテゴリーの分類手法について説明する．提

案手法の分類結果統合では，観光画像に関する画像特

徴ベクトル，タグ特徴ベクトル，及びこれらを統合し

た特徴ベクトルと，2. 2で得られた FK-NNアルゴリ

ズムによるメンバーシップを用いる．以降，2. 4. 1で

は，各々の特徴ベクトルに対する分類結果を得るため

の SVMに基づいた分類法について説明し，2. 4. 2で

は，分類結果の統合手法について説明する．

2. 4. 1 SVMによる分類

提案手法では，画像特徴ベクトル，タグ特徴ベクト

ル，及びこれら 2種類の特徴ベクトルを統合すること

で得られる統合特徴ベクトルをそれぞれ用いて，SVM

による分類を行う．ただし，画像特徴ベクトル及びタグ

特徴ベクトルには，2. 1で求めた特徴ベクトルに対し

て，観光カテゴリーをクラスラベルとしてminimum-

Redundancy-Maximum-Relevance (mRMR)アルゴ

リズム [17] を適用し特徴選択を行った結果を用いる．

この特徴選択により，分類精度を低下させる冗長な特

徴を除外し，観光カテゴリーと関連性が高く分類に有

効な特徴を得る．また，統合特徴ベクトルは，2. 1で

求めた画像特徴ベクトルとタグ特徴ベクトルを一列に

並べたベクトルに mRMRアルゴリズムを適用するこ

とで選択された特徴により構成される．これらの特徴

ベクトルを用いることで，提案手法では SVMにより

3種類の分類結果を得る．

2. 4. 2 分類結果統合手法

提案手法では，Multiple Annotator Logistic Re-

gression モデル [12] に基づいて分類結果統合による

最終的な分類結果を取得する．文献 [12] のモデルは，

各々の分類精度に注目した統合が可能であることから，

提案手法ではこれを採用している．ここで，画像共有

サービスの投稿画像を訓練データとする際，観光カテ

ゴリーによって訓練データ数が大きく異なることが予

想される．そこで，提案手法では，訓練データ数が観

光カテゴリーごとに異なる場合でも，高精度な分類結

果統合を可能とするため，文献 [18]に基づいて，訓練

データ数の不均衡性を考慮したモデルの拡張を行う．

提案手法では，次式に示すロジスティック回帰モデ

ルを用いてクラス事後確率 P (j|z, W )を算出し，最も

事後確率が高いクラスを最終分類結果として取得する．

P (j|z, W ) =
exp(wT

j z)∑J

j′=1
exp(wT

j′z)
(6)

ただし，z は，分類結果から算出される特徴ベクト

ルを示し，W (= [wj ]
J
j=1;wj は重みベクトル)は，重

み行列を示す．ここで，提案手法では，特徴ベクトル

z を以下のように求める．まず，文献 [19] に基づき，

2. 4. 1 で各々の特徴を用いた SVM により得られる

「分類候補のクラスに属する事後確率」を算出し，これ

らを一列に並べたベクトル（3J 次元）を得る．次に，

近傍数K を変化させ，位置特徴ベクトルから FK-NN

アルゴリズムにより得られるメンバーシップを一列に

並べたベクトル（E ·J 次元; E は特徴ベクトル z 算出

時に用いた FK-NN アルゴリズムの近傍数 K の組合

せの数）を取得する．最後に，これらを一列に並べた

ベクトル（(3 + E) · J 次元）に対してmRMRアルゴ

リズムを適用し，選択された特徴を一列に並べること

で特徴ベクトル z を得る．識別器からの出力値は高次

の特徴として利用可能であると考えられるため，提案

手法では，上記のとおり，特徴ベクトル z を定義する．

式 (6) のモデルを決定するためには，重み行列W

を決定する必要がある．以下では，式 (6) のロジス

ティック回帰モデルの重み行列Wの算出法を示す．

識別器 r（∈ {V, T, F};V, T, F はそれぞれ画像特徴

ベクトルによる識別器，タグ特徴ベクトルによる識

別器，及び統合特徴ベクトルによる識別器を示す）

において，y
(r)
i を i 番目の訓練データを分類した際

に得られた分類結果とする．更に，s
(r)
i を y

(r)
i が

ground truthと一致すれば 1，そうでなければ 0とな

る値とするとき，訓練段階では，訓練データセット D
(= [y

(V )
i , y

(T )
i , y

(F )
i , s

(V )
i , s

(T )
i , s

(F )
i , zi]

N
i=1) が与えら

れたときのゆう度 P (D|W ) を最大化することで重み

行列W を求める．具体的に，各訓練データが独立同

一分布に従うと仮定するとき，ゆう度 P (D|W )は次

式により定義される．

P (D|W ) =

N∏
i=1

P (Li|zi, W ) (7)

ただし，Li = [y
(V )
i , y

(T )
i , y

(F )
i , s

(V )
i , s

(T )
i , s

(F )
i ] とす

る．更に，πr を識別器 r を用いて訓練データの交差

検定を行うことで得られる正解率とするとき，ゆう度

P (D|W )は次式のように書き換えられる．

852



論文／画像共有サービスに投稿される画像の観光名所に関するカテゴリー分類

P (D|W )=

N∏
i=1

∏
r∈{V,T,F}

[
P (y

(r)
i |zi, s

(r)
i , W )

· P (s
(r)
i |πr)

] (8)

ここで，文献 [12] では，分類結果統合の際に，誤っ

て分類された結果は，一様分布に従い生成されてい

ると仮定して最終的な分類結果を取得している．し

たがって，提案手法では，文献 [12] と同様に y
(r)
i が

正解と異なる場合の事後確率を 1/K として算出し，

P (y
(r)
i |zi, s

(r)
i , W )及び P (s

(r)
i |πr)を以下のように定

義する．

P (y
(r)
i |zi, s

(r)
i , W ) =

[
P (y

(r)
i |z, W )s

(r)
i

·
(

1

K

)1−s
(r)
i

] (9)

P (s
(r)
i |πr) = (πr)

s
(r)
i · (1− πr)

1−s
(r)
i (10)

以上の式 (9)及び (10)より，式 (8)は次式のように書

き換えられる．

P (D|W )=

N∏
i=1

∏
r∈{V,T,F}

[
πrP (y

(r)
i |z, W )

]s
(r)
i

·
[

1

K
(1− πr)

]1−s
(r)
i

(11)

したがって，訓練データの対数ゆう度は，次式のとお

りとなる．

lnP (D|W)=

N∑
i=1

∑
r∈{V,T,F}

[
s
(r)
i ln

{
πrP (y

(r)
i |z, W )

}

+ (1− s
(r)
i ) ln

{
1

K
(1− πr)

}] (12)

ただし，式 (12) の第 2 項には重み行列W が含まれ

ず，省略可能であるため，以下のとおりに書き換えら

れる．

lnP (D|W)=

N∑
i=1

∑
r∈{V,T,F}

[
s
(r)
i ln

{
πrP (y

(r)
i |z,W)

}]
(13)

提案手法では，更に，文献 [18] に基づいて，訓練

データ数の不均衡性を考慮し，重み行列WML を次式

の最適化問題を解くことで求める．

WML =arg max
W

[
ln P (D|W ) + N · ζ

J∑
j=1

Rj

− λ||W ||2F
] (14)

ただし，ζ (∈ [0, 1])は訓練データ数の不均衡性を考慮

するための項の重みを表す．また，第 3項は，正則化

項を表し，λ (≥ 0)は正則化パラメータ，|| · ||F はフロ
ベニウスノルムを表す．更に，Lj をクラス j に属す

る訓練データの特徴ベクトル zi の集合とし，|Lj | を
集合 Lj に含まれる要素数とするとき，Rj は次式で定

義される．

Rj =
1

|Lj |
∑

zi∈Lj

P (j|zi, W ) (15)

式 (14) の第 2 項目によって，訓練データ数が少な

いクラスの事後確率 P (j|z, W ) (j = 1, 2, ..., J) が

他のクラスと比べて低くならないように重み行列

WML を算出することにより，訓練データ数の不均

衡性を考慮した分類結果統合が可能となる．ここ

で，式 (14)の最適化問題は直接解くことが困難である

ため，Limited memory-Broyden-Fletcher-Goldfarb-

Shanno (L-BFGS) 法 [20] に基づく準ニュートン法

により最適化を行う．具体的には，次式のとおり，

τ ステップ目の更新により得られる重み行列Wτ

(= [w
(τ)
1 , w

(τ)
2 , ..., w

(τ)
J ] ∈ R

dz×J ; w
(τ)
j ∈ R

dz ; dz

は特徴ベクトル z の次元数)を算出する．

Wτ ←Wτ−1 + ηH−1
τ−1Gτ−1 (16)

ただし，η はステップ幅を表す．また，Gτ (=

[g
(τ)
1 , g

(τ)
2 , ..., g

(τ)
J ] ∈ R

dz×J ; g
(τ)
j は τ ステップ目

の更新で得られるクラス j に対応する勾配ベクトル)

は τ ステップ目の更新により得られる勾配行列を示し，

g
(τ)
j (∈ R

dz )は，次式で定義される．

g
(τ)
j =

N∑
i=1

∑
r={V,T,F}

[
s
(r)
i

{
a
(r)
ij−P (j|zi, Wτ)

}
zi

]

+N ·ζ
J∑

q=1

[
1

|Lj |
∑

zi∈Lq

J∑
l=1

{
(b(l)q−P (q|zi,Wτ))

· P (l|zi, Wτ)zi

}
−2λw

(τ)
j

]
(17)
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ただし，a
(r)
ij 及び b

(l)
q は，以下で定義される．

a
(r)
ij =

{
1 if y

(r)
i = j

0 otherwise
(18)

b(l)
q =

{
1 if q = l

0 otherwise
(19)

更に，H−1
τ (∈ R

dz×dz ) は τ ステップ目の更新によ

り得られるヘッセ行列の逆行列を示し，次式で近似さ

れる．

H−1
τ+1 ←LT

0 H−1
0 L0 +

τ−1∑
t=0

[
ρtL

T
t+1ΞtΞ

T
t Lt+1

]
+ρτΞτΞ

T
τ

(20)

Lt = Λτ−ν+t ·Λτ−ν+t+1 · ... ·Λτ (21)

ただし，H−1
0 (∈ R

dz×dz )は，ヘッセ行列の逆行列の

初期値を示し，ν は，ヘッセ行列の逆行列H−1
τ を近

似するために重み行列と勾配行列を保持しておく過去

のステップ数を示す．また，Ξτ (∈ R
dz×J)，ρτ 及び

Λτ (∈ R
dz×dz )は次式で定義される．

Ξτ ←Wτ −Wτ−1 (22)

ρτ ← 1

(g̃τ − g̃τ−1)Tξ̃τ

(23)

Λτ ← I − ρτ (Gτ −Gτ−1)Ξ
T (24)

ただし，g̃τ = [g
(τ)T
1 , g

(τ)T
2 , ..., g

(τ)T
J ]T ∈ R

(dz×J)，

ξ̃τ = [(w
(τ)
1 −w

(τ−1)
1 )T, (w

(τ)
2 −w

(τ−1)
2 )T, ..., (w

(τ)
J −

w
(τ−1)
J )T]T ∈ R

(dz×J) であり，I (∈ R
dz×dz ) は単位

行列を表す．L-BFGS法では，τ ステップ目の更新に

よる探索方向行列H−1
τ Gτ を近似しながら，最適な重

み行列WML を算出する．

以上の訓練段階で算出した重み行列WML を用いる

ことで，テストデータの分類が可能となる．具体的に

は，テストデータから特徴ベクトル ẑ を算出し，重み

行列WML を用いて次式に示すとおり，分類候補の削

減により得られた新たな分類候補クラスの集合 Q に

基づいて，最終分類結果 q̂ を取得する．

q̂ = arg max
q∈Q

P (q|ẑ, WML) (25)

式 (25)により，2. 3の分類候補の削減で得られたクラ

スに対して事後確率を算出し，多クラス分類問題を簡単

化することで，高精度な分類が期待できる．提案手法で

用いられる統合のモデルは，重み行列WML を算出す

る際に，統合する分類結果の正解率 πr (r ∈ {V, T, F})
を考慮することで，分類精度向上に寄与する結果を考

慮した最終分類結果の取得を可能とする．

3. 実 験

本章では，提案手法の有効性を確認するため，実際

に画像共有サービスへ投稿された観光画像に対して，

観光カテゴリーの分類を行い，分類精度の評価を行う．

以降，3. 1では，実験の方法について説明し，3. 2で

は，実験の結果から，考察を行う．

3. 1 実 験 方 法

本節では，実験の方法について説明する．本実験

では，パリの観光画像，及びロンドンの観光画像

のデータセットの二つのデータセットを用いて提案

手法の評価を行う．パリの観光画像から構成され

るデータセットでは，2014年 9月 11日の時点で，

trip advisor（注1）において紹介されている観光名所のカ

テゴリーCultural，Museums，Performances，Land-

marks，Amusement，Outdoors，Sports，及び Zoo

& Aquariums の 8種類のカテゴリー (J=8)を分類対

象の観光カテゴリーとして用いる．また，実際のユー

ザが画像共有サービスへ投稿した観光画像を対象とし，

trip advisorにおける各クラス別の観光名所ランキン

グにおいて，上位 5件の観光名所の名称をタグにもつ

画像 49760枚 (N=49760)を Flickrから取得した．一

方，ロンドンの観光画像から構成されるデータセット

では，2015年 4月 10日の時点で，trip advisorにお

いて紹介されている観光名所のカテゴリー Sight，Mu-

seums，Theater，Nature，Shopping，及び Zooの 6

種類のカテゴリー (J=6)を分類対象のカテゴリーとし

て用いる．また，実際のユーザが画像共有サービスへ

投稿した観光画像を対象とし，各クラス別の観光名所

ランキングにおいて，上位 5件の観光名所の名称をタ

グにもつ画像 32545枚 (N=32545) を Flickr から取

得した．なお，提案手法では，単一のカテゴリーへの

分類を目標としており，複数の観光カテゴリーを含む

観光画像を分類対象としていない．したがって，デー

タセット収集に用いたタグを複数もった観光画像につ

（注1）：http://www.tripadvisor.jp
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いては，収集対象から除外した．また，実験に用いる

データセット内の全ての投稿画像において，Flickrか

ら画像を取得する際に用いた観光名所の名称に関する

タグは全て削除し，実験を行った．表 1及び 2にそれ

ぞれのデータセットにおける各クラスの画像数を示す．

本実験では，画像特徴ベクトル算出の際，Bag of

Featuresベクトルの次元数を 2000とした．また，タ

グ特徴ベクトル算出の際，データセットにおいて頻出

タグ上位 1000種類のタグを用いた．なお，統合特徴

ベクトルの算出では，上記二つの特徴ベクトルを並べ

た 3000 次元のベクトルに，mRMR アルゴリズムを

施すことで選択された 200次元の特徴ベクトルを用い

る．このとき，パリの観光画像のデータセットにおい

て，画像特徴ベクトルから選択された特徴数は 18，タ

グ特徴ベクトルから選択された特徴数は 182であった．

また，ロンドンの観光画像のデータセットにおいて，

画像特徴ベクトルから選択された特徴数は 59，タグ特

徴ベクトルから選択された特徴数は，141であった．

また，提案手法における分類結果の確信度推定及び

統合処理に必要な各パラメータは，その値を変更しな

がら，以下で述べる本実験における評価方法と同様に，

対象のデータセットに対して 5 分割交差検定を行い，

表 1 パリの観光画像から構成されるデータセットにおけ
る分類する観光カテゴリーとデータセットに含まれ
る各クラスの画像数

Table 1 The number of Paris’s images included in

each category.

観光カテゴリー 画像数（枚）
Cultural 7,742

Museums 7,094

Performances 2,028

Landmarks 14,241

Amusement 630

Outdoors 10,835

Sports 4,060

Zoos & Aquariums 3,130

表 2 ロンドンの観光画像から構成されるデータセットに
おける分類する観光カテゴリーとデータセットに含
まれる各クラスの画像数

Table 2 The number of London’s images included in

each category.

観光カテゴリー 画像数（枚）
Sight 9,682

Museums 6,525

Theater 2,087

Nature 9,998

Shopping 3,287

Zoo 966

得られた分類結果の精度が最も高かったパラメータ

に設定した．具体的に，パリの観光画像のデータセッ

トでは，確信度のしきい値 T を 0.59，分類候補のク

ラス数削減のためのしきい値 h1 を 0.01，及び h2 を

1.0× 10−6 と設定した．更に，分類結果統合で用いる

特徴ベクトル z を求める際に必要となるメンバーシッ

プは，近傍数 K ∈ {5, 10, 15, 20, 25, 50, 100} の七つ
(E = 7)の FK-NNアルゴリズムにより算出した．た

だし，これらの近傍数及びその組合せは，先のパラ

メータ設定と同様に，最終分類結果の評価指標が最も

高くなるように，実験的に決定した．なお，確信度算

出には，先に述べた近傍数の中で，最も分類結果の正

誤判定の正解率が高かった K = 5 の FK-NNアルゴ

リズムによるメンバーシップを用いた．また，分類候

補削減には，分類候補数の削減により得られた新たな

候補クラスに正解クラスが含まれている割合が高かっ

た K = 100の FK-NNアルゴリズムによるメンバー

シップを用いた．

ロンドンの観光画像のデータセットを用いた実験で

は，各パラメータを上記で説明したパリの観光画像の

データセットと同様に設定し，その値は，確信度のし

きい値 T を 0.81，分類候補のクラス数削減のためのし

きい値 h1 を 0.06，h2 を 1.0 × 10−6 に設定した．ま

た，特徴ベクトル z を求める際に必要となるメンバー

シップは，パリと同じ組合せに決定されている．更に，

確信度算出にはK = 5，分類候補のクラス数の削減に

は，K = 100の FK-NNアルゴリズムによるメンバー

シップを用い，パリと同一になっている．更に，SVM

により構築する識別器のカーネル関数は全てガウシア

ンカーネルとし，各パラメータは grid search [21] に

より決定した．

本実験では，表 3に示す 7種類の比較手法を用いて

提案手法の有効性を検証する．具体的には，比較 1に

より，最新の分類手法と比較することで，提案手法の

有効性を確認する．また，比較 2，比較 3，及び比較 4

により，提案手法が複数の特徴を統合的に用いること

の有効性を確認する．更に，提案手法の第 1段階及び

第 2段階にそれぞれ対応する比較 5 及び比較 6 によ

り，提案手法において多段階の分類を導入することの

有効性を確認する．また，比較 7により，提案手法が

2段階目の分類を行う前に，分類候補クラス数を削減

することの有効性を確認する．

実験では，8クラス分類を行うため，提案手法及び

比較手法で用いる SVMを one versus all法 [22]によ
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表 3 実験で用いる比較手法
Table 3 Comparative methods used in the experiment.

比較手法 概要
比較 1 文献 [10] で提案されている Adaptive Weighted Fusion Approach (AWFA) を用いて，位置特徴ベクトル，画像

特徴ベクトル及びタグ特徴ベクトルを統合し，分類を行う手法
比較 2 位置特徴ベクトルを用いて SVM により分類を行う手法
比較 3 画像特徴ベクトルを用いて SVM により分類を行う手法
比較 4 タグ特徴ベクトルを用いて SVM により分類を行う手法
比較 5 位置特徴ベクトルを用いた FK-NN アルゴリズムにより分類を行う手法
比較 6 提案手法の第 2 段階の分類結果統合手法により，画像特徴ベクトル，タグ特徴ベクトル及びそれらを統合した特徴ベ

クトルによる分類結果を統合する手法
比較 7 提案手法の第 2 段階の分類結果統合手法において，分類候補クラスの削減を行わずに分類を行う手法

表 4 パリの観光画像で構成されるデータセットにおける提案手法及び比較手法の F 値
Table 4 F-measure of the proposed method and the comparative methods in

Paris’ dataset.

比較 1 比較 2 比較 3 比較 4 比較 5 比較 6 比較 7 提案手法
Cultural 0.241 0.092 0.336 0.736 0.801 0.751 0.798 0.798

Museums 0.240 0.000 0.328 0.626 0.925 0.898 0.922 0.928

Performances 0.111 0.000 0.230 0.672 0.931 0.903 0.933 0.943

Landmarks 0.365 0.128 0.476 0.612 0.874 0.844 0.873 0.878

Amusement 0.0438 0.024 0.046 0.204 0.972 0.956 0.969 0.981

Outdoors 0.305 0.000 0.344 0.622 0.796 0.772 0.800 0.805

Sports 0.655 0.026 0.642 0.972 0.980 0.976 0.985 0.987

Zoos & Aquariums 0.136 0.114 0.188 0.488 0.964 0.946 0.966 0.974

平均 0.262 0.048 0.324 0.617 0.905 0.881 0.906 0.912

表 5 ロンドンの観光画像で構成されるデータセットにおける提案手法及び比較手法の F

値
Table 5 F-measure of the proposed method and the comparative methods in Lon-

don’s dataset.

比較 1 比較 2 比較 3 比較 4 比較 5 比較 6 比較 7 提案手法
Sights 0.389 0.420 0.614 0.539 0.916 0.894 0.919 0.915

Museums 0.313 0.491 0.440 0.533 0.948 0.932 0.947 0.954

Theater 0.126 0.120 0.051 0.599 0.872 0.850 0.879 0.882

Nature 0.404 0.155 0.525 0.579 0.926 0.904 0.926 0.934

Shopping 0.170 0.132 0.281 0.500 0.931 0.909 0.928 0.947

Zoo 0.082 0.000 0.066 0.621 0.902 0.878 0.905 0.916

平均 0.247 0.220 0.329 0.562 0.916 0.894 0.917 0.925

り多クラス分類に拡張した．更に，提案手法及び比較

手法の評価のために，5分割交差検定を行い，評価指

標として F値を用いた．本論文では，以上の実験方法

により，提案手法の有効性を確認する．

3. 2 実験結果及び考察

各データセットに対する提案手法及び比較手法によ

る分類結果の F値を表 4 及び 5 に示す．これらの実

験結果より，提案手法の F値の平均値が全ての比較

手法を上回っていることが確認できる．なお，パリの

観光画像から構成されるデータセットに対して，提案

手法により各観光カテゴリーへ分類された画像の例を

図 3に示す．表 4及び 5から，提案手法の分類精度は，

第 1段階（比較 5）と第 2段階（比較 6）の F値を上

回っており，2. 3で示した分類結果の正誤判定の正解

率 (0.903)が十分に高いと判断することができる．以

降，二つのデータセットにより得られた分類結果に基

づいて，提案手法と各比較手法との比較を行い，提案

手法の有効性について考察を行っていく．

まず，比較 1よりも提案手法の F値の平均が大きく

上回っていることから，最新の手法と比較して提案手

法の有効性が確認できる．1. で説明したとおり，比較

1では，分類に用いる各データから算出した訓練デー

タとテストデータの特徴ベクトル間の距離を各データ

が分類精度向上に寄与するスコアとして利用し，分類

結果を求める．しかしながら，この手法では，画像，

位置情報及びタグなどの大きく異なる種類のデータを，
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図 3 提案手法により各観光カテゴリーへ分類されたパリ
の観光画像の例

Fig. 3 Examples of images classified into each cate-

gory by the proposed method.

その分類精度を考慮しながら統合することまでを想

定しておらず，本論文における観光画像に対して高精

度な分類が困難であったと考えられる．また，比較 2，

比較 3及び比較 4との比較により，複数の特徴を効果

的に統合した観光画像の分類を実現していることが確

認できる．位置特徴ベクトルを用いて SVMにより分

類を行う比較 2 の F 値に注目すると，非常に低い値

になっていることが確認できる．SVM は，マージン

最大化によって識別超平面を求めることで分類を行う．

ここで，図 4に例として，パリ周辺の位置特徴ベクト

ルを真のクラスごとにプロットした図を示す．図 4か

らパリ周辺の位置特徴空間上では，異なる観光ジャン

ルに属する特徴ベクトルが散在していることが確認で

きる．したがって，位置特徴空間では，マージン最大

化によって求めた識別超平面を用いた正確な分類を行

うことが困難であるため，比較 2の分類精度が非常に

低い値になっていると考えられる．更に，比較 5及び

比較 6との比較から，提案手法では，1段階目の誤り

を確信度により見つけ出し，分類結果が誤っていた場

合，2段階目で高精度な最終分類結果を取得すること

が可能になっていることが確認できる．先に述べたと

おり，図 4から位置特徴空間では，異なるカテゴリー

に属する観光名所が散在しているものの，その近傍に

は同じカテゴリーの観光画像が存在することが確認で

きる．したがって，特徴空間において，テストデータ

の近傍に存在する訓練データに基づいて分類を行う手

法である FK-NNアルゴリズムは，位置特徴ベクトル

図 4 位置特徴ベクトルを真のクラスごとにプロットし
た図

Fig. 4 Relationship between location feature vectors

and their true classes.

図 5 第 2段階の導入によって正確な分類を可能とした観光
画像例：(a)及び (b)の真のクラスは Performances

である．
Fig. 5 Examples of tourism images that can be cor-

rectly classified by the introduction of the sec-

ond stage: True class of (a) and (b) is “Per-

formances”.

を用いた分類に適しているため，同じ位置特徴ベクト

ルを用いた分類手法であるにもかかわらず，比較 2と

比較 5の F値は大きく異なっていると考えられる．こ

こで，パリの観光画像で構成されるデータセットの提

案手法と比較 5における Culturalの F値を比較する

と，提案手法の F値が下回っていることが確認できる．

以下では，この原因について考察する．まず，分類結

果統合による分類手法（比較 6）の F値に注目すると，

Culturalの F値が他のクラスと比較して最も低くなっ

ていることが確認できる．また，提案手法の 2段階目

の分類結果統合を訓練データ数の不均衡性を考慮して

いないモデルに置き換えた手法の F値が，Culturalの

み提案手法を上回っていることを確認した．以上より，

2段階目の分類結果統合処理に訓練データ数の不均衡

性を考慮するためのモデルを導入したことが Cultural

の F値が低下した理由として考えられる．

図 5には，パリの観光画像のデータセットにおいて，

比較 5の手法で誤分類となるが，提案手法によって正

確な分類を実現した観光画像の例を示す．図 5 の画

857



電子情報通信学会論文誌 2016/9 Vol. J99–D No. 9

表 6 第 2 段階目の処理における分類結果統合手法の F 値の比較
Table 6 F-measure comparison of the decision level fusion in the second stage.

訓練データ数の不均衡性
を考慮していないモデル

訓練データ数の不均衡性
を考慮したモデル（=比較 6）

Cultural 0.752 0.751

Museums 0.902 0.898

Performances 0.888 0.903

Landmarks 0.840 0.844

Amusement 0.846 0.956

Outdoors 0.770 0.772

Sports 0.975 0.976

Zoos & Aquariums 0.941 0.946

平均 0.864 0.881

像の真のクラスは，Performances であるものの，こ

れらの画像が撮影された地点の近傍では，真のクラ

スが Landmarksの訓練画像が多く撮影されているた

め，FK-NNアルゴリズムでは，正確な分類が困難で

ある．一方，提案手法では，確信度の推定を用いて誤

分類を検出し，分類結果統合処理により，再分類を行

うことで，FK-NNアルゴリズムでは分類が困難な画

像に対して，正確な分類を実現可能とする．提案手法

は比較 7の F値の平均も上回っていることから，分類

候補のクラス数を削減し，2段階目の分類問題を簡単

化することの有効性が確認できる．しかしながら，ロ

ンドンの観光画像で構成されるデータセットの提案手

法と比較 7における Sightの F値に注目すると，提案

手法の F値が下回っていることが確認できる．この原

因として，真のクラスが Sight である画像の一部で，

分類を行う際に，分類候補クラス数の削減で正解クラ

スが削除されてしまい誤分類が発生したことが考えら

れる．

上記に加えて，提案手法では，分類結果統合のモデ

ルに，訓練データ数の不均衡性を考慮した拡張を行っ

ている．以下では，パリの観光画像で構成されるデー

タセットを用いて，その有効性の検証も行う．表 6に

は，提案手法の分類結果統合を，文献 [12] のモデル

のみに基づいて行った結果との比較を示す．なお，比

較による差が明確となるように，2段階目の分類にお

ける精度のみに注目した結果を表 6 には示している．

表 6より，訓練データ数の不均衡性を考慮したモデル

に拡張した手法が，拡張前の手法と比較して高精度

な分類を実現していることが確認できる．特に，訓練

データ数が少ない Amusementに注目すると，他のカ

テゴリーと比較して，拡張前の手法の F値を大きく上

回っていることが確認できる．したがって，提案手法

の有効性が確認できる．以上の実験結果より，提案手

法では，分類結果の確信度推定とそれに基づいた分類

候補クラスの削減，分類精度及び訓練データ数の不均

衡性を考慮した分類結果統合により，高精度な観光カ

テゴリー分類が可能であることが確認できる．

4. む す び

本論文では，分類結果の確信度推定と統合処理を導

入することで画像共有サービスへ投稿された観光画像

を観光カテゴリーごとに分類する手法を提案した．提

案手法では，位置座標を用いた FK-NNアルゴリズム

による分類において，分類結果の確信度を推定し，そ

の確信度を観察することで，誤分類が発生した場合を

検出可能とした．更に，位置座標を用いた分類の確信

度が低い場合，提案手法では，画像特徴及びタグ特徴

を用いることで複数の分類結果を求め，各分類結果の

精度を考慮して統合を行うことで，分類精度向上に寄

与する結果の取得を可能とした．このとき，位置座標

による分類結果の確信度を用いて分類候補を限定する

ことで，多クラス分類問題におけるクラス数を減少さ

せ，より高精度な分類を可能とした．

近年，画像分類手法として Convolutional Neural

Network (CNN) [23] が注目されており，様々な分類

問題に適用されている．例えば，文献 [24]では，画像

特徴と位置特徴を直接入力とし，CNNを用いること

で画像分類を行っている．CNNは，非常に高精度な画

像分類の実現を可能とする一方で，その学習には，大

量の訓練データが必要となることが知られている．し

たがって，観光画像の分類において，新たな観光ジャ

ンルが出現した場合，そのジャンルに属する観光画像

数が充足するまで，高精度な分類が困難になるという

問題が発生すると考えられる．一方で，提案手法は，

訓練データ数が，先に述べた CNNの学習より少ない

場合でも，十分に高精度な分類の実現が可能である．
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