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本文では，橋梁やトンネル等の道路構造物の維持管理の効率化を目的として，構造物の点検時に確認された
変状に対し，類似する過去の点検データを検索可能とする手法を提案する．提案手法では，熟練技術者の判定
に基づいた距離計量学習を導入することで，点検データ間の距離を新たに定義し，高精度な類似点検データの
検索を可能とする．提案手法により提示される過去の類似事例を参考として変状の評価を行うことで，評価業
務の効率化および技術者の経験の違いによって生じる評価の差を軽減することが期待できる．本文の最後では，
実際のデータを用いた実験を行い，その有効性を確認する．

Key Words: road structure inspection, inspection records, retrieval, metric learning, rank-level fusion

1. はじめに

我が国では，高度経済成長期に，道路や橋，上下水

道等の社会インフラが大量に整備された．その中でも，

道路橋 1に代表される道路構造物は現在，急速に老朽化

が進んでおり，効率的な維持管理が喫緊の課題となって

いる 1)．さらに，老朽化する道路構造物の数は今後 20
年で急激に増加し，それに伴う維持管理や更新に係る

費用も増大する見込みであることが報告されている1)．

また，道路構造物の維持管理に関わる財政状況が厳し

くなると見込まれている一方で，点検を行う技術者の

数が年々減少傾向にあることも報告されている1)．した

がって，道路構造物を維持していくためには，技術者一

人あたりの負担を低減し，維持管理に伴うコストを削

減可能な手法が必要である．このような背景から，我

が国では，IoT (Internet of Things)，ビッグデータ，人工
知能，ロボットの活用によるインフラの維持管理の効

率化・高度化の支援を推進しており2),3)，現在，様々な

研究開発が進められている4)．

このようなインフラ維持管理の支援のための研究は

我が国のみならず，特に変状検出やロボット等を用い

1 道路法第 2 条第 1 項に規定される道路における橋長 2.0m 以上
の橋，高架の道路等を示す．

た自動点検のための手法は種々提案されている5),6),7),8)．

これらの手法の多くはこれまで人手で行われてきた点

検業務の一部を情報通信技術によって代替的に行う手

法である．しかしながら，点検業務にこれらの手法を導

入した場合においても，点検箇所に対して必要とされ

る対策を決定するにあたっての最終的な判断は人間が

行うと考えられるが，この過程における直接的な支援

の手法は数少ない．その 1つとして，類似変状検索9),10)

が挙げられる．文献 9)では，道路舗装の維持管理を支
援するため，変状画像から変状を検出し，データベー

ス化することで，舗装された道路における類似変状検

索を実現している．また，文献 10)では，道路構造物の
維持管理を支援するため，点検時に評価の対象となる

変状に対し，類似する過去の点検データを参考事例と

して提示する変状評価支援システムにより，変状の評

価を補助する類似点検データの検索を実現している．

道路橋における点検業務では，国や地方自治体等で

作成された点検要領11),12)に基づいて，技術者が変状の

評価を行っているが，技術者の経験や知識，さらには

変状の種類によっては，評価に差が生じてしまうとい

う問題が存在する．例えば，文献 9)の手法を道路橋に
おける点検で採用する場合，類似変状を検索すること

が可能であるが，変状の画像のみを使用し，変状の検
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表–1 点検記録の例

ID 変状項目名称 変状判定区分名称 変状部位区分名称 変状部位名称 · · · 構造細目名称 構造種別名称 構造形式名称 構造物区分名称

1 ひびわれ A3 高欄・地覆 左・外 · · · 高欄・地覆 コンクリート製高欄 高架橋 橋梁

2 鉄筋露出 A3 地覆 右・外・下 · · · 高欄・地覆 地覆 本線橋中小 橋梁

3 遊離石灰 B 上部構造 張出し部 (右) · · · コンクリート上部工 RC床版 本線橋中小 橋梁

4 腐食 A3 上部構造 主桁フランジ · · · 鋼構造物 鋼桁 本線橋長大 橋梁
...

...
...

...
...

...
...

...
...

...

※本表の ID1～4 はそれぞれ図–1 (a)～(d) に示す変状画像に対応する．

(a)ひびわれ (ID 1) (b)鉄筋露出 (ID 2)

(c)遊離石灰 (ID 3) (d)腐食 (ID 4)

※画像の ID 番号は表–1に示す点検記録と対応する．

図–1 変状画像 (近景)の例

出を行った上で検索を行う手法であるため，特定の変

状の検出に特化したものになってしまう．一方で，変状

評価支援システムの検索手法10)では，図–1および表–1
にそれぞれ例示する変状を撮影した画像 (以降，変状画
像)と点検箇所の情報や評価の記録 (以降，点検記録)の
組を点検データとして，道路橋における様々な類似変

状を提示可能なため，技術者にそれらを参考とした変

状の評価を可能とし，道路橋の点検業務において技術

者間で生じる評価の差の軽減を図っている．また，変
状評価支援システムでは，点検データを表現する特徴

量間のユークリッド距離によって，点検データ間の類

似度を定義し，距離が小さいほど，類似度が高い点検

データとすることで検索を可能としている．しかしな

がら，ユークリッド距離によって定義される類似度は

変状評価の観点に基づいて算出されたものではないた

め，検索精度に限界がある．また，検索対象によって

注目すべき特徴，例えば，画像特徴やテキスト特徴が

異なるにも関わらず，これを考慮した類似点検データ

の検索も実現されていない．

そこで，本文では，熟練技術者の判定に基づいた道

路橋における類似点検データの検索手法を新たに提案

する．提案手法では，変状画像および点検記録から算出

される画像特徴とテキスト特徴に対し，それぞれ，熟

練技術者の判定に基づいた Laplacian Regularized Metric
Learning (LRML)13) による距離計量学習を行うことで，

変状評価に適した距離の算出を可能とする．さらに，変

状画像間および点検記録間において算出される距離に基

づいて，類似変状のランク付けを行い，それらの Rank-
Level Fusion14)を行うことで，熟練技術者が点検データ

の類似性の判定を行う上で，変状画像と点検記録それ

ぞれにどれだけ注目したかを考慮した検索結果の提示

を可能とする．以上により，熟練技術者の判定を活用

した提案手法では，従来研究の問題の解決が可能にな

るため，高精度な検索結果の取得が可能となる．

以降，本文の構成について述べる．まず，2章では，
変状評価の定義および本研究で用いる点検データにつ

いて説明を行う．次に，3章では，提案手法により点検
データ間の距離を算出し，検索順位を決定する方法に

ついて説明する．続いて，4章では，提案手法の有効性
を確認するための実験結果を示す．最後に，5章でまと
めとする．

2. 変状評価と本研究で用いる点検データ

(1) 変状評価

本節では，本研究における変状評価の定義について

説明する．道路橋の定期点検では，近接目視 2による状

態の評価が行われる．点検の際，点検を行う技術者は

自身の名前や所属，点検場所，表–1に例示する各項目
について記録を行い，変状が生じている箇所の近景お

よび遠景画像を撮影する．最終的に，撮影された変状

画像と点検記録より，点検結果を審議し，決定された

評価に基づいて，維持管理のための措置が講じられる．

本文では，点検要領の基準に従って行われる “変状項
目名称”および “変状判定区分名称”の評価を変状評価
と定義する．変状項目名称は変状の種類を表し，構造物

の部材に生じる腐食や鉄筋露出，遊離石灰等，変状の

名称が記録される．変状判定区分名称は変状の程度を

2 近接目視は，肉眼により部材の変状等の状態を把握し評価を行
うことができる距離まで接近して目視を行うことを指す．
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表し，本研究で用いる点検データにおいては，文献 15)
に示される判定基準にしたがって，AA, A, A1, A2, A3,
B, Cの記号が記録される．変状評価は点検要領に沿っ
て行われるが，技術者の経験と知識に基づき判断がな

されるため，点検を行う技術者によって，評価に差が

生じてしまう問題が存在する．

(2) 本研究で用いる点検データ

本節では，本研究で用いる点検データについて説明

する．本研究では，技術者が道路橋の点検時に保存し

た近景の変状画像と各種点検項目の点検結果を記載し

た点検記録を用いる．ただし，点検記録は表–1に例示
した変状部位区分名称，変状部位名称，構造細目名称，

構造種別名称，構造形式名称，構造物区分名称に加え，

構造物名称 3 のカテゴリに記録されたデータを使用す

る．提案手法では，変状画像および点検記録を表現する

特徴量を算出することで点検データを定量化する．さ

らに，変状評価支援システム10) を用いて類似点検デー

タの検索を行った際に，クエリとなった点検データと

検索された点検データの組に対して，その類似性を熟

練技術者が判定し，ラベルを付与した表–2および図–2
に例示する点検データの組を用いる．ただし，クエリ

は類似点検データの検索時に入力する点検データを指

す．また，本文では，“対象の点検箇所の変状評価を行
う上で参考となる” 点検データを類似した点検データ
と定義する．クエリと検索結果の 2つの点検データの
組には，変状画像と点検記録の両方を比較し，クエリ

となった点検箇所の変状評価を行う上で，検索結果の

点検データが参考となるか否かを熟練技術者が判定し，

参考になると判定した場合に，“good”,そうでない場合
に，“no good”の判定ラベルが付与されている．

提案手法では，熟練技術者により付与された判定ラ

ベルに基づいて，距離計量学習を行うことで，新たな

点検箇所の変状評価を行う際に，変状の発生条件等を

考慮せずとも，評価の参考となり得る類似点検データ

を検索可能とする点検データ間の距離が算出可能であ

る．また，“good”の判定ラベルが付与された点検デー
タの組は，必ずしも各カテゴリが同一の内容とは限ら

ないため，提案手法では，カテゴリが同一の点検デー

タをリスト表示するよりも高精度に，評価の参考とな

る類似点検データを検索することが可能である．

3. 熟練技術者の判定に基づく点検データ間
の距離の算出および検索順位の決定

本章では，提案手法による類似点検データの検索を

行うために，点検データ間の距離を算出し，検索順位
3 構造物の所在を表す名称が記録される．

を決定する方法について説明する．図–3に提案手法に
よる類似点検データ検索のための処理を示す．提案手

法では，まず，文献 16)および文献 17)の手法に基づい
て，変状画像より画像特徴量を算出する．また，点検

記録より，バイナリ表現によるテキスト特徴量を算出

する．これらの特徴量算出の詳細については付録 Iに
示す．次に，算出された画像特徴量およびテキスト特

徴量を用いて，距離計量学習を行い，点検データ間の

距離を新たに定義する．さらに，画像特徴およびテキ

スト特徴の重要性を考慮したランク付けを行うことで，

最終的な検索順位の決定を可能とする．

以降，点検データ間の距離を定義する方法および検索

順位を決定する方法について，それぞれ説明する．まず，

(1)節では，LRMLによって，熟練技術者の判定に基づ
いて点検データ間の距離を算出する方法について説明

する．続いて，(2)節で，画像とテキストそれぞれにつ
いて求められた距離に基づいてランクを決定し，Rank-
Level Fusionを行うことにより，最終的な検索順位の決
定を行う方法について説明する．

(1) LRMLに基づく点検データ間の距離の算出

本節では，点検データより算出された特徴量に対して，

LRMLを用い，熟練技術者の判定に基づいて点検デー
タ間の距離を算出する方法について説明する．今，変状

画像より算出される画像特徴量を並べた画像特徴ベクト

ル ximage
i (i = 1, 2, ..., N ;N はラベルが付与された点検

データの総数)，点検記録より算出されるテキスト特徴

量を並べたテキスト特徴ベクトル xtext
i (i = 1, 2, ..., N)

が与えられているとする．次に，特徴ベクトル xk
i (k ∈

image, text)に対して，技術者により付与された “good”
および “no good” の判定ラベルを基に，LRMLによる
距離計量学習を行うことで，“good”と判定された点検
データの組において特徴ベクトル間の距離が小さくな

り，“no good”と判定された点検データの組において特
徴ベクトル間の距離が大きくなるような距離を定義す

る．このとき，熟練技術者の判定ラベルが付与された

点検データの組を教師データとして用いて，次式に示

す最適化問題を解くことで，熟練技術者の判定ラベル

に基づいた距離の算出を可能とする重み行列 Ak が求

められる．

min
Ak

m(Ak) + γVg(·)− (1.0− γ)Vng(·) , (1)

s.t.Ak ⪰ 0, log det(Ak) ≥ 0, 0 ≤ γ ≤ 1.0

ただし，

Vg(·) =
∑

(xk
i ,x

k
j )∈Sgood

∥∥xk
i ,x

k
j

∥∥2
Ak (2)

Vng(·) =
∑

(xk
i ,x

k
j )∈Sno good

∥∥xk
i ,x

k
j

∥∥2
Ak (3)
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表–2 技術者によりラベルが付与された点検データの例

判定ラベル 変状の画像 構造種別名称 変状項目名称 変状部位名称 変状判定区分名称

クエリ 検索結果 クエリ 検索結果 クエリ 検索結果 クエリ 検索結果 クエリ 検索結果

no good 画像: ID 1 画像: ID 2 RC床版 RC床版 遊離石灰 遊離石灰 張出し部 (右) 主版部 (右) B A3

good 画像: ID 1 画像: ID 3 RC床版 RC床版 遊離石灰 遊離石灰 張出し部 (右) 主版部 B B

※変状画像は図–2に示す．

(a)画像: ID 1 (b)画像: ID 2 (c)画像: ID 3
(クエリ) (検索結果) (検索結果)

図–2 クエリ画像と検索結果の画像
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※図中の紫枠は変状画像，赤枠は点検記録に対する処理を表す．

図–3 提案手法のダイアグラム

∥∥xk
i ,x

k
j

∥∥
Ak =

√
(xk

i − xk
j )

TAk(xk
i − xk

j ) (4)

である．このとき，γ は “good”と判定された点検デー
タの組と “no good”と判定された点検データの組の影響
力を定めるパラメータであり，0.05刻みで更新を行う．
Vg(·)および Vng(·)はそれぞれ “good”および “no good”

と判定された点検データの組における特徴ベクトル間

の距離の総和を表す．ただし，特徴ベクトル間の距離は

式 (4)で定義されるマハラノビス距離で表される．また，
集合 Sgood および Sno good は以下のように定義される．

Sgood =
{
(xk

i ,x
k
j )|点検データ iと j の組が “good”

}
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Sno good =
{
(xk

i ,x
k
j )|点検データ iと j の組が “no good”

}
さらに，Akは対称行列であり，式 (1)の正則化項m(Ak)

は次式で定義される．

m(Ak) =
1

2

N∑
i,j=1

{
(xk

i − xk
j )

TAk(xk
i − xk

j )
}
W k

ij (5)

= tr(XkLk(Xk)TAk) (6)

ここで，Xk =
[
xk
1 ,x

k
2 , ...,x

k
N

]
と表すことができ，

Lk = (Dk)−
1
2 (Dk −W k)(Dk)−

1
2 である．また，Dk

は対角行列であり，その対角成分 Dk
ii は

∑
j W

k
ij であ

る．trは行列のトレースを表す．さらに，W k ∈ RN×N

は要素W k
ij を持ち，以下で定義される．

W k
ij =

1 xk
i ∈ N (xk

j ) or xk
j ∈ N (xk

i )

0 otherwise
(7)

ここで，N (xk
i )はxk

i の近傍のデータを含む集合である．

以上により得られた画像とテキストそれぞれに対応

する重み行列 Ak を用いて，新たな点検箇所のデータ

(クエリ) qと過去に作成された点検データ rの距離 dkq,r

を以下の式により算出する．

dkq,r =
∥∥xk

q ,x
k
r

∥∥
Ak (8)

式 (8)により算出される点検データ間の距離 dkq,rは熟練

技術者が付与した判定ラベルに基づいた最適化によっ

て，熟練技術者が “good”と判定する，すなわち「2つ
の点検データが変状評価を行う上で互いに参考になる」

と判定する点検データの組の距離が小さくなるように

算出される．したがって，LRMLによる距離計量学習
により，変状評価に最適な距離の定義が可能になる．

(2) Rank-Level Fusionによる検索順位の決定

本節では，(1)節で算出される画像とテキストそれぞ
れの距離から最終的な検索順位を決定する方法を説明

する．まず，前節で算出した新たな点検データ qに対す

るデータベース内の過去の点検データ r について，点

検データ q と r の距離 dkq,r を昇順に並べ，q に対する

r のランク ckq,r を得る．つまり，cimage
q,r と ctext

q,r の 2 種
類のランクをそれぞれ求める．次に，画像とテキスト

のランクについて，Rank-Level Fusionを行い，最終的
な検索順位を決定する．ここで，技術者が判定ラベル

を付与する際，変状の種類によって，注目すべき特徴

k(k ∈ image, text)が異なる．LRMLでは，変状画像と
点検記録それぞれ，熟練技術者の判定に基づいて新たに

定義された距離が算出されるが，最終的な検索順位は変

状の種類ごとにそれらを効果的に統合することで決定

される必要がある．そのため，次式による Rank-Level
Fusionを用いることで，画像とテキストそれぞれのラ
ンクに対して，注目すべき特徴を考慮した統合を可能

とする．

表–3 データの内訳

変状 クエリ数 “good” “no good” 合計

腐食 29 39 220 259
鉄筋露出 30 20 275 295
遊離石灰 32 80 181 261

Cq,r =wcimage
q,r + (1.0− w) ctext

q,r (9)

0 ≤ w ≤ 1.0

このとき，提案手法における Rank-Level Fusion では，
式 (9)中の重みパラメータ wを w = 0から w = 1.0ま

で 0.1刻みで順次更新を行いながら，ランク ckq,r 統合

後のランク Cq,r を算出する．wの更新に伴い，順次決

定される Cq,r に基づいて，変状ごとに教師データとし

て与えたクエリの点検データに類似する点検データの

検索精度を算出し，検索精度が最大となる重み wを求

める．最適な重み wにより決定された Cq,rを最終的な

検索順位として採用する．

以上より提案手法では，式 (9)の w によって，画像

とテキストの距離に基づく順位を統合し，最終的な検

索精度が最も高くなるような検索順位Cq,rを決定する．

検索順位 Cq,r は LRML により決定された変状画像間
と点検記録間それぞれの距離について，注目すべき特

徴を考慮した統合を行ったものである．提案手法では，

最終的に得られる順位 Cq,r を検索順位として採用する

ことで，新たな点検データに類似する点検データの高

精度な検索を可能とする．

4. 実験

本章では，実際の点検データに対して，提案手法を適

用した際の結果を示すことで，その有効性を確認する．

本実験では，2章で説明した点検データについて，勤
続 30年以上の技術者が判定ラベルを付与した点検デー
タの組のうち，変状項目名称が “腐食”, “鉄筋露出”, “
遊離石灰”である点検データをクエリとして使用した．
なお，実験に用いた点検データは変状評価支援システ

ム10) に保存されているものであり，変状画像の解像度

は 640×480 画素である．データの内訳を表–3に示す．
また，検索精度の評価には情報検索システムの精度評

価に一般的に用いられるMean Average Precision (MAP)
を用いており，以下に示す式により定義される．

MAP =
1

M

M∑
q=1

APq (10)
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APq =
1

N good
q

N good
q∑

l=1

Precisionq(l) (11)

Precisionq =
検索された “good”の点検データ数
qに対して検索された点検データ数

(12)

ここで，式 (11)の APq はあるクエリ qに対し，“good”
が付与された検索結果が提示された時点での Precision4

の平均，MAPは全クエリに対する APq の平均である．

また，M はクエリの総数，N good
q はクエリ q に対する

“good”の点検データの総数を表し，Precisionq(l)は l番

目に “good”の判定ラベルが付与された点検データが検
索された時点での Precisionq を表す．なお，MAPの値
が大きいほど，“good”の判定ラベルが付与される点検
データが上位に検索されることを意味し，より高精度

に検索が行われていることを示す．すなわち，MAPの
値が大きいほど，変状評価の際に参考となり得る類似

点検データがより多く検索されることを表す．

以降，(1)節に LRMLによる熟練技術者の判定に基づ
いた距離計量学習の有効性を確認するための実験結果

を示し，(2)節に提案手法による Rank-Level Fusionの
有効性を示すための実験結果を示す．さらに，(3)節に
実験を行った実装環境を示す．

(1) LRMLによる熟練技術者の判定に基づく距離計量
学習を導入した類似点検データの検索 (実験 1)

本節では，LRMLによる熟練技術者の判定に基づい
た距離計量学習の導入に関する有効性を確認する．本実

験では，表–3に示した各クエリに類似する点検データ
を検索し，その精度を確認する．検索精度の評価には，

式 (10)-(12)で定義されるMAPを用いた．比較手法と
して，変状評価支援システムで用いられているユーク

リッド距離に基づいた検索に加え， LRMLに代えて代
表的な距離計量学習の手法を用いた場合の検索も行っ

た．具体的に，提案手法および比較手法では，以下の

距離に基づいた類似点検データの検索を行い，その際

の検索精度を算出した．

• 提案手法
3章 (1)節で述べた距離計量学習による距離を用い
る．熟練技術者の判定ラベルに基づいた LRMLに
よって，距離を定義し，点検データ間の類似度を

決定する．

• ユークリッド距離 (L2)を用いた手法
変状評価支援システム10)において，採用されてい

るユークリッド距離を用いる．ユークリッド距離を

用いた手法は学習は行わずに，ユークリッド空間

において距離を算出する手法であり，各点検デー

タを表現する特徴ベクトル間のユークリッド距離

4 検索結果に適合データが含まれる割合を表す．

によって，点検データ間の類似度を決定する．ユー

クリッド距離では，2つのベクトル間の距離を算出
する際に，最もベンチマーク的に用いられるもの

であるものの，点検データに最適化されたもので

はない．

• Information Theoretic Metric Learning (ITML) 18)を

用いた手法

文献 18)に基づく距離を用いる．ITMLは情報理論
的アプローチによる学習に基づいたマハラノビス

距離を算出する手法であり，学習を行う際，log det

ダイバージェンスの最小化により，学習データの組

について同一のラベルをもつデータの組の距離を

小さくするような学習を行うことで，距離を定義

し，点検データ間の類似度を決定する．ITMLは，
カーネルを用いた学習により，多クラスへの最適

化が可能であるが，パラメータの選び方が学習精

度に大きく影響してしまう．本実験では，変状項

目名称をラベルにもつ点検データを学習に用いて

いる．

• Large Margin Nearest Neighbor (LMNN) 19) を用い

た手法

文献 19)に基づく距離を用いる．LMNNは k近傍

法による学習に基づいたマハラノビス距離を算出

する手法であり，学習を行う際，任意の学習データ

とその近傍にある同一のラベルをもつデータの組

の距離を小さくするような距離の学習を行うこと

で，距離を定義し，点検データ間の類似度を決定

する．LMNNは，局所的に距離計量を学習し，大
域的に統合を行うことにより，効率的に多クラス

への最適化が可能であるが，高次元の場合，過学

習が生じやすい．本実験では，変状項目名称をラ

ベルにもつ点検データを学習に用いている．

ただし，検索順位を決定するためのRank-Level Fusion
は 3章 (2)節で述べた方法を用いており，重み wの学

習においては 5分割交差検定を採用する．5分割交差
検定では，学習データを 5分割し，その 1つをテスト
データ，残りを教師データとする試行を組み合わせを

変えて 5回行い，各試行の平均精度を学習精度とする
ことで，学習データが少ない場合でもテストデータの

選び方による精度の誤差を軽減することが可能である．

なお，検索精度の評価は式 (10)-(12)で定義されるMAP
を用いた．

以上に説明した距離を用いて，表–3のデータに対し
て検索を行った結果のMAPを表–4に示す．ただし，表
中の “平均”は腐食，鉄筋露出，遊離石灰の 3つの変状
の検索精度の平均値である．本文では，表中の “平均”
に示すMAPの値により手法ごとの有効性を評価する．
表–4より，3つの変状のMAPの平均は提案手法が最も
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表–4 各距離定義に基づいた検索のMAP

手法 腐食 鉄筋露出 遊離石灰 平均

提案手法 0.53 0.73 0.66 0.64
L2 0.40 0.70 0.60 0.57

ITML 0.36 0.69 0.59 0.55
LMNN 0.40 0.61 0.62 0.54

高い値を示すことが確認できる．特に，腐食は従来手

法のMAPが 0.5未満であったが，提案手法により，0.1
以上の精度向上が見られる．この要因として，腐食が

様々な形状の金属部材に生じる変状であるため，コン

クリート部材の表面に現れる鉄筋露出や遊離石灰に比

べ，点検データ間の相違度がユークリッド距離を用い

た手法よりも，提案手法では適切に表現されたためと

考えられる．MAPの差による検索結果の違いについて，
説明を容易にするため，付録 IIにシミュレーションを
行った結果を示す．また，あるクエリに対して，類似

点検データを検索した結果の例を図–4に示す．図–4で
は，図中に示すクエリの点検データに対して，類似点検

データを検索した際の上位 5件の検索データと各手法
において，“good”の判定ラベルが検索された順位を示
している．ただし，点検記録は評価項目の一部のみを示

しており，“good”の判定ラベルは事前に熟練技術者が
付与したものである．図–4より，提案手法では，ID: 0
の点検箇所の変状評価を行うにあたって，熟練技術者

が “参考となる”と判定した ID: 1の点検データが 1位
に検索されていることが確認できる．さらに，図–4下
部に示すように，クエリに対して “good”のラベルが付
与されている点検データが検索された順位に注目する

と，提案手法では比較手法よりも上位に検索されてい

ることが分かる．

(2) Rank-Level Fusion を導入した類似点検データ
の検索 (実験 2)

本節では，Rank-Level Fusion を導入した類似点検
データの検索の有効性を確認する．本実験においても，

実験 1と同様の検索精度の評価方法を用いた．提案手
法および比較手法では，以下の手法による Rank-Level
Fusionを導入した類似点検データの検索を行った．

• 提案手法
3章 (2)節で述べた方法による Rank-Level Fusion
ただし，重み wの学習の評価には 5分割交差検定
を採用し，検索精度の評価は式 (10)-(12)で定義さ
れるMAPを用いた．

• 従来手法
式 (9)中の重みwを次式により算出することで，検

表–5 各 Rank-Level Fusion手法における MAP

手法 腐食 鉄筋露出 遊離石灰 平均

提案手法 0.53 0.73 0.66 0.64
従来手法 0.41 0.71 0.66 0.59

Borda Count 0.51 0.65 0.67 0.61
Highest Rank 0.36 0.73 0.52 0.54

索順位 Cq,r を決定する Rank-Level Fusion

w =
MAPimage

MAPimage + MAPtext (13)

ただし，MAPimage,MAPtext はそれぞれ教師データ

の変状画像の点検記録のみで類似点検データを検

索した際のMAPを表す．
• Borda Count
次式により，検索順位 Cq,rを決定する Rank-Level
Fusion

Cq,r = cimage
q,r + ctext

q,r (14)

例えば，ある点検データについて，変状画像のみ

を用いた類似変状画像の検索では 2番目に検索さ
れ，点検記録のみを用いた類似点検記録の検索では

3番目に検索されるとき，その検索順位は Cq,r =

2 + 3 = 5となる．

• Highest Rank
次式により，検索順位 Cq,rを決定する Rank-Level
Fusion

Cq,r = min (cimage
q,r , ctext

q,r) (15)

例えば，ある点検データについて，変状画像のみ

を用いた類似変状画像の検索では 2番目に検索さ
れ，点検記録のみを用いた類似点検記録の検索では

3番目に検索されるとき，その検索順位は Cq,r =

min (2, 3) = 2となる．

ただし，点検データ間の距離は 3章 (1)節で述べた距離
計量学習により定義される距離を用いた．

各Rank-Level Fusionの手法を用いて，表–3のデータ
に対して検索を行った結果のMAPを表–5に示す．表–5
より，3つの変状のMAPの平均は提案手法が最も高い
値を示すことが確認できる．(1)節と同様に，MAPの差
による検索結果の違いについては，付録 IIにシミュレー
ションを行った結果を示す．Borda Countでは，遊離石
灰のMAPは最も高い値を示しており，Highest Rankで
は，鉄筋露出のMAPは提案手法と同様に，最も高い値
を示している．一方で，提案手法では，3つの変状とも
MAPが高く，比較手法よりもMAPの平均も高いこと
から高精度な検索が可能であることが確認された．こ

れは変状によって変状画像および点検記録のどちらに
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表–6 提案手法の処理における点検データ 1 つあたりの処理
時間

処理 処理時間 (s)

特徴量の算出 1.85
点検データ間の距離の算出 1.46

検索順位の決定 0.22

どれだけ注目すべきかが異なるため，提案手法による

Rank-Level Fusionが有効であったことに起因している
と考えられる．例えば，腐食の場合，点検記録が類似し

ていても，変状画像では金属部材における腐食の広が

り方が大きく異なる場合が多く，変状画像への重みを

大きくした統合が有効であると考える．一方で，鉄筋

露出や遊離石灰では，変状画像では変状の現れ方に大

きな差異が見られない場合であっても，点検記録上で

は構造物が異なっている場合が多く，点検記録への重み

を大きくした統合が有効であると考える．また，図–4
の検索結果の例より，実験 1と同様に，提案手法にお
ける “good”の点検データが検索された順位は比較手法
よりも上位であることが分かる．

(3) 実装環境

本節では，実験を行った実装環境について説明す

る．実験では 8.0 GB RAM, および Intel Core i5-6500
3.20 GHz を搭載したコンピュータを使用した．また，
OSは Ubuntu 14.04, 開発言語は Python 2.7.6 を使用し
た．表–6に各手順の処理時間を示す．表–6より，提案
手法は処理時間を考慮しても，実用上有効な類似点検

データ検索を実現可能であることが分かる．したがっ

て，提案手法により，実際の変状評価において，効率

的かつ効果的な支援が可能であるといえる．

5. まとめ

本文では，道路構造物の維持管理の効率化を目的と

して，熟練技術者の判定に基づいた類似点検データの

検索手法を提案した．提案手法では，熟練技術者の判定

に基づいた距離の定義により，変状の評価に適した距

離の算出を可能とした．さらに，変状画像と点検記録の

どちらにどれだけ注目すべきかを考慮した Rank-Level
Fusionによって，変状画像間の距離に基づいて決定さ
れたランクと点検記録間の距離に基づいて決定された

ランクを統合可能とした．実験の結果，提案手法の有

効性が確認され，従来手法に比べ，高精度な類似点検

データの検索が実現可能であることが示された．　
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付録 I 特徴量の算出

本章では，点検データを表現する画像特徴量および

テキスト特徴量を算出する方法について説明する．

(1) 変状識別モデルの構築と画像特徴量の算出

本節では，変状画像の特徴量抽出に用いる変状識別

モデルの構築について説明する．変状識別モデルの構

築は図–3のダイアグラムにおける畳み込みニューラル
ネットワーク (CNN)20)の学習により行われる．構築さ

れる変状識別モデルは，変状画像を入力として与える

と，その画像の変状項目名称を識別することが可能で

ある．ネットワークの内部では，入力の変状画像の輝

度値と変状項目名称のラベルを基に，変状項目名称を

識別するための重みパラメータの計算が行われ，中間

層の出力値は変状画像を有効に表現した特徴量として

用いることが可能である21),22)．したがって，点検記録

より算出するテキスト特徴量と変状識別モデルより得

られる変状画像の特徴量を用いて点検データを表現す

ることで，高精度な類似点検データの検索を実現可能

とする．

提案手法で用いる画像特徴量は変状画像の中央部分

に重み付けをした顕著性マップ 23)に基づいて生成され

た重み付きの変状画像より算出される．これにより，変

状画像に写りこんでいる空や植物等の変状そのものに

関係がない背景の影響を軽減し，変状を表現するのに

有効な特徴量の算出が可能となる．提案手法では，ま

ず，一般画像で学習済みの AlexNet24) に対して，変状

項目名称それぞれのラベルが付与された変状画像を学

習データとして用いて Fine-tuningを行い，変状識別モ
デルを構築する．ただし，本文において，学習データに

用いる変状画像は 640×480画素の変状画像の中央部か
ら CNNの入力層のサイズとなるように，225×225 画
素でクロップした画像を用いる．したがって，提案手法

では 225×225画素以上の変状画像を要する．また，こ
れらの画像の中には変状が正面から撮影されていない

画像を含んでおり，変状画像の撮影方法に影響されな

い識別モデルの構築を行っている．

次に，新たに構築されたモデルに重み付きの変状画

像を入力した際の第 6層の出力値を画像特徴量として
抽出する．　
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図–4 実験 1および実験 2における検索結果の例
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表–7 検索数を 15とした場合の検索シミュレーション結果

検索例 AP APの差 上位 10件中の “good”の差

検索例 1
1-1: [1 1 1 1 1 1 1 1 1 0 0 0 0 0 1] 0.644

0.07 3件
1-2: [1 1 1 1 1 1 0 0 0 0 1 1 0 1 1] 0.574

検索例 2
2-1: [1 1 1 1 1 1 1 1 1 0 0 0 0 0 1] 0.644

0.035 2件
2-2: [1 1 1 1 1 1 1 0 0 0 1 1 0 0 1] 0.609

(2) テキスト特徴量の算出

本節では，テキスト特徴量を算出する方法について

説明する．まず，各点検項目について過去の点検デー

タにおける点検結果の種類を算出し，次元数が各点検

項目に現れる点検結果の種類の総和となるようにバイ

ナリ値を割り当てた特徴量を定義する．例えば，ある

点検項目について，過去の点検データに 10種類の記録
が現れている場合， “0000000000” の 10桁のうちの 1
桁のみが対象項目の記録に対応して “1”となる．ただ
し，新たな点検箇所の点検記録より特徴量を算出する

際，過去の点検データに現れていなかった記録すなわ

ち 11種類目の記録が現れた場合は全て “0”とする．以
上のように，各点検項目についてバイナリ表現による

特徴量を定義し，全ての点検項目の特徴量を連結した

ものをテキスト特徴量とする．

付録 II MAPの差による検索結果の違い

本章では，MAPの差によって生じる最終的な検索結
果の違いについて説明する．ここでは，説明を容易にす

るため，例として検索数を 15とした場合のシミュレー
ション結果を表–7に示す．ただし，1 は “good”, 0 は
“no good”を表し，APは式 (11)で定義される Average
Precisionである．検索例 1では，APの差は 0.07であ
るが，検索例 1-1では，上位 10件に 9件の “good”が
検索されているのに対し，検索例 1-2では，上位 10件
に 6件の “good” が検索されており，技術者が上位 10
件を参照した際には，参考となり得るデータに 3件の
差が現れることになる．また，検索例 2では，APの差
は 0.035であるが，検索例 2-1では，上位 10件に 9件
の “good”が検索されているのに対し，検索例 2-2では，
上位 10件に 7件の “good”が検索されており，技術者
が上位 10件を参照した際には，参考となり得るデータ
に 2件の差が現れることになる．したがって，例示し
たMAPの差によって検索結果に上記のような差が現れ
ることから，4章に示した実験において，MAPの差が
わずかな場合でも検索結果に有意な差が現れるといえ

る．　
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