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1

第1章 序論

1.1 本研究の背景

情報通信技術の発達およびモバイル端末の普及により，Flickr1等の画像共有

サービスの利用者数が増加している．サービスの利用者は，自らが撮影した画像

を投稿するだけでなく，他の利用者により投稿された画像 (以降，投稿画像) を

閲覧し，興味のある画像を共有することができる．しかしながら，投稿画像は多

様かつ大量であり，利用者が興味のある画像を見つけ出すことは容易ではない．

この問題の解決策として，投稿画像をカテゴリに分類することが挙げられる．カ

テゴリを手掛かりにして，利用者はあらかじめ分類された画像から興味のある画

像を効率的に見つけ出すことができる．

ところで，近年の画像分類に関する研究では，画像に加えて，テキストなどの

データを同時に利用する手法が提案されている．画像分類において，異なる種類

のデータ (以降，異種データ)を利用することで，単一のデータのみでは捉える

ことができない情報を画像分類に用いることが可能となるため，分類精度の向上

が期待でき，異種データを利用した様々な画像分類手法が提案されている [1–3]．

画像共有サービスにおいても，異種データの利用が単一のデータを用いた場合よ

りも分類精度の向上に効果的であることが報告されており，分類結果統合による

分類手法が提案されている [4–6]．画像共有サービスには，画像とともにその内

容を表すテキストが投稿され，画像データには撮影地点の位置座標も含まれてい

ることから，これらの異種データに対する分類結果統合により，画像をカテゴリ

に分類する手法が提案されている．しかしながら，従来の統合手法では，各デー

タから得られる分類の結果のみに注目して統合を行っており，各々の分類結果の

1https://www.flickr.com/
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確からしさを検討するに至っておらず，データによっては誤った結果を出力して

いたとしても，他のデータと同様に扱うことから，統合して得られる最終的な分

類結果の精度向上には限界があった．

1.2 本研究の目的

そこで，本論文では，従来手法の精度限界を打破するため，各データから得ら

れる分類結果が最終結果の精度向上に貢献する度合い，すなわち，分類結果の確

からしさを評価する指標 (以降，確信度)を導入した画像のカテゴリ分類手法を

提案する．画像を複数のカテゴリの中から一つの最適なカテゴリへ分類する問題

において，分類器から出力される各カテゴリへの帰属確率は，分類結果の確から

しさとして用いることが可能であることが報告されている．そこで，提案手法で

は，各データを用いて構築された分類器から分類結果とともに出力される各カテ

ゴリへの帰属確率を利用して確信度を算出し，この指標が最も高い結果を最終的

な分類結果とする．これにより，画像共有サービスに投稿される画像毎に，分類

に用いるデータの選択が可能となり，従来の手法と比較して高精度な画像分類が

実現可能となる．

さらに本論文では，全てのデータによる分類結果の整合性とその確信度に注目

し，確信度が高い分類結果を選択する手法では正確な分類が困難であると判断さ

れた場合の最終分類結果の取得手法を導入する．具体的に，提案手法では全ての

分類結果の確信度が低い場合，もしくは，確信度が高い結果が複数存在している

にも関わらず，これらの結果として得られたカテゴリが一致していないため整合

性が低い場合に，確信度が高い分類結果の選択による高精度な分類の実現が困難

であると判断する．さらに，提案手法では，全てのデータから得られた各カテゴ

リへの帰属確率と正しいカテゴリとの間には関連性が存在することに注目し，こ

れらの帰属確率を入力とする分類器により，投稿画像を最終的なカテゴリへ分類

する．これにより，確信度が高い結果を選択する手法では高精度な分類が困難で

ある場合においても，正確に最終的な分類結果を取得することが可能となる．以

上に示すように，本論文では，画像共有サービスへ投稿される画像の高精度なカ
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テゴリ分類を可能とする．上記の本研究における課題とその解決策および章構成

の関係を図 1.1に示す．

1.3 本論文の構成

本論文は 6章からなり，以下に各章の概要を述べる．第 1章では，本論文の研

究背景および目的について述べた．

第 2章では，関連研究として異種データを利用する画像分類手法を紹介し，本

論文で解決すべき課題を明らかにする．

第 3章では，分類を行う際に得られる各カテゴリへの帰属確率から導出される

確信度を利用した画像分類手法について説明を行う．本手法では，分類の際に得

られる各カテゴリへの帰属確率の大きさに注目して分類結果に対する確信度を推

定する．さらに，推定された確信度があらかじめ設定したしきい値より大きい場

合は，その結果の確からしさが高いと判断し，これを最終的な分類結果とする．

一方で，確信度が低い場合は，他のデータを利用した分類手法による再分類を行

う．これにより，分類精度向上に貢献するデータを利用した画像分類を実現する．

また，実験により実際に画像共有サービスへ投稿された観光画像のカテゴリ分類

を行うことで，確信度を利用する有効性を確認する．

第 4章では，確信度が高い分類結果の選択を機械学習により可能とした画像の

カテゴリ分類手法について説明を行う．あるカテゴリに属するサンプルが誤分類

される場合，正解カテゴリと誤って分類されたカテゴリ間には，関連性が存在す

る [7]．そこで，本手法では，上記の誤分類に関する関連性を学習した識別器を

利用することで，確信度を高精度に推定する方法を導入した画像分類手法を提案

する．具体的には，各データから分類結果を取得する際に算出されるカテゴリへ

の帰属確率を要素とした特徴を算出し，Support Vector Machineによる識別器を

構築する．この識別器から出力された「分類結果が正しい」と識別される確率値

を確信度として推定する．これにより，確信度推定に機械学習を導入することで，

より高精度な画像分類の実現が期待される．さらに，本手法により，分類精度の

向上が実際に可能となることを実験により確認する．
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第 5章では，確信度が高い結果を選択する手法では正確な分類が困難である場

合を想定し，各カテゴリへの帰属確率を入力とする分類器を導入した画像分類手

法について説明を行う．本手法では，すべての選択対象の分類結果の確信度が低

い，すなわち確からしい結果が存在しない場合には，確信度が高い結果を選択す

る手法では，正確な分類が困難であると判断する．具体的に，上記の場合には，

各カテゴリへの帰属確率を入力とする分類器を導入した画像分類手法により最終

的な分類結果を取得する．さらに，本手法より，画像共有サービスへ投稿される

画像の高精度なカテゴリ分類が実現可能であることを実際に画像共有サービスに

投稿された画像を分類する実験により確認する．

最後に第 6章で，結論として本論文の内容をまとめ，今後の課題について述

べる．
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図 1.1: 本研究における課題とその解決策および章構成の関係．
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第2章 異種データを用いた画像分類
に関する関連研究

2.1 はじめに

本章では，本論文と関連する研究について説明する．まず，2.2節において，異

種データを用いて画像共有サービスに投稿される画像の分類に関する関連研究を

まとめる．さらに，2.3節において，本論文で解決すべき課題を明確にする．

2.2 関連研究

本論文では，異種データを利用して画像共有サービスに投稿された画像を分類

する手法を提案している．異種データを利用した画像分類手法は，以下の 2つに

大別される．

特徴統合による分類

異種データから算出された特徴をひとつの特徴に統合し，これを分類器に

入力することで最終的な分類結果を取得する方法．

分類結果統合による分類

異種データから算出された特徴を用いることで得られた複数の分類結果を

ひとつの最終分類結果に統合する手法．

そこで，本節では，特徴統合による画像分類手法 (2.2.1)および分類結果統合に

よる画像分類手法 (2.2.2)に関する関連研究をまとめる．なお，画像共有サービ

スに投稿された画像の分類に応用可能な研究について整理するため，以降で説明
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する関連研究が対象とする画像は，画像共有サービスに投稿されたものに限らな

い．図 2.1に，以下で説明される関連研究と提案手法の概要を示す．

2.2.1 特徴統合による画像分類

本節では，異種データを利用した画像分類に特徴統合を採用している関連研究

について述べる．

文献 [1] (2008年)

文献 [1]では，撮影された画像に関連しているイベントを撮影地点の位置座

標および画像特徴を用いて分類する手法が提案されている．具体的にはま

ず，分類対象の画像から位置座標および画像に関する特徴を算出する．こ

れらの特徴をマルチクラス AdaBoostにより統合することで，分類結果を

取得する．以上の分類処理により，単一の特徴を用いて分類を行う場合よ

りも，高精度な分類を実現している．

文献 [2] (2009年)

文献 [2]では，画像共有サービスから取得した画像で構成される大規模な

データセットに対して，画像に撮影された観光名所を分類する手法が提案

されている．この手法では，データセット内の画像から画像とテキストに

関する特徴を算出し，これらの特徴をMultiple Kernel Learning (MKL)によ

り統合しながら分類を行うことで，複数のデータを同時に用いて分類結果

を取得する．

文献 [8] (2010年)

文献 [8]では，自動的にタグが付与された画像から撮像されている観光名

所やイベントを検出する手法が提案されている．この手法では，タグと画

像に関する特徴の類似度を算出し，得られた類似度をそれぞれ単独で用い

てグラフを構築する．さらに，これらのグラフを統合することで得られた

グラフを用いてクラスタリングを行う．最後に観光名所のクラスタ群に対
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して分類を行うことで，各クラスタに対応する観光名所を特定し，各画像

に対する検出結果を取得する．

文献 [9] (2012年)

文献 [9]では， Deep Boltzman Machine [10]を利用して異種データを統合

することで統一的な特徴を取得する手法が提案されている．この手法では，

異種データの空間上の確率密度を学習することによって，特徴を統合する．

また，いくつかのデータが存在しない場合でも，特徴の統合を行うことが

可能である．この文献では，自己符号化器などの他の深層学習による特徴

統合手法と比較して，顕著に高精度な分類を実現可能であることを実験に

より示している．

文献 [3] (2015年)

文献 [3]では，観光名所が撮影された画像をその観光名所毎に高精度に分

類するための特徴量の算出手法が提案されている．この手法では，画像か

ら抽出した色や形状，テクスチャに関する複数の特徴量をひとつに統合し，

特徴選択を施すことで，分類に有効な特徴量を算出している．また実験に

より，実際にその特徴量を用いて，観光名所が撮影された画像の高精度な

分類が実現可能であることを示している．

文献 [11] (2015年)

文献 [11]では，位置座標と画像特徴を用いて，Flickrなどの画像共有サー

ビスに投稿されたGPS情報付きの画像を高精度に分類する手法が提案され

ている．この手法では，まず位置座標から算出される特徴量と画像特徴量

を別々に算出する．これらの特徴量を用いて，近年注目されている画像分

類手法である Convolutional Neural Network (CNN)により分類を行ってお

り，高精度な分類を実現している．

文献 [12] (2015年)

文献 [12]では，高精度な画像分類を実現するためのタグ特徴の算出方法が

提案されている．具体的には，画像から算出される画像特徴とその撮影地
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点の位置座標において，それぞれの特徴の近傍に存在する他の画像を取得

する．このとき取得した画像に付与されているタグを用いて新たなタグ特

徴を算出する．以上より，この手法では，画像特徴および撮影地点の位置

座標に基づいて，高精度な分類を可能とするタグ特徴を算出する．

文献 [13] (2015年)

文献 [13]では，Flickrに投稿された画像を用いて，公園やジム，病院など，

その画像を撮影した土地の利用方法を自動で検出する手法が提案されてい

る．この手法では，Flickrに投稿された画像から取得可能である画像特徴お

よびその画像が撮影された位置座標を用いてCNNにより分類を行っている．

さらに，土地の利用方法を分類する際，まず，投稿された画像を “indoor”

もしくは “outdoor”に分類することでフィルタリングを施した後，その利用

方法に関する分類を行う．上記の前処理により，この手法では，高精度な

分類を実現可能としている．

文献 [14] (2015年)

文献 [14]では，複数のデータを同時に用いて分類を行う手法のひとつであ

る重み付きスコアレベル統合において，その重みを自動かつ適応的に決定

するAdaptive Weighted Fusion Approach (AWFA)が提案されている．具体

的には，訓練サンプルとテストサンプルから算出した各データの特徴ベク

トル間の距離を用いて，各データにおける重みを決定する．この手法では，

互いの利点を補完しながら，分類に用いるデータを効果的に統合すること

を可能とし，高精度な分類を実現している．

文献 [15] (2016年)

文献 [15]では，辞書学習に基づいて異種データを統合することで，ひとつ

の特徴表現を取得し，これを用いて画像を分類する手法が提案されている．

具体的には，各データに対して学習を行うことで得られた辞書を用いて，

各々のデータに対応する潜在特徴を算出する．これらの潜在特徴をベクト

ル結合によりひとつの特徴へ統合し，これを分類に利用する．この手法で
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算出する辞書は非常にコンパクトであるが，最終的な分類精度は，非常に

高い．また，この文献では，マルチモーダル顔認識，マルチビュー顔認識，

マルチビュー行動認識，およびマルチモーダルバイオメトリクス認識の 4

つのタスクへの適用を想定した実験を行い，提案した手法を上記のタスク

へ応用可能であることを示している．

文献 [16] (2017年)

文献 [16]では，画像，音声，および言語の 3種類のデータを統合するため

の深層学習の学習方法が提案されている．具体的には，各データについて

構築されたネットワーク間のLossが最小となるように学習することで，異

種データが協調的に統合された深層表現を得ることができる．この手法は，

クロスモーダル検索や異種データ間の分類器の転移などのタスクに有効で

あることが，実験により示されている．

　　

文献 [17] (2018年)

文献 [17]では，自然画像の分類精度の向上を目的として，画像とテキスト

を同時に利用した分類手法が提案されている．この手法では，自然画像に

付与されているテキストには，オブジェクトやシーンと関連性が強いセマ

ンティックな情報が含まれていることに注目しており，単語表現と画像特

徴を組み合わせて，CNNにより分類結果を取得する．この文献では，提案

した手法の有効性を検証するために 2種類のデータセットについて実験を

行った結果より，画像特徴のみによる分類よりも分類性能が優れているこ

とが示されている．

文献 [18] (2018年)

文献 [18]では，複数のセンサー情報を利用した土地被覆の分類手法が提案さ

れている．具体的には，multimodal Latent Dirichlet Allocation (mmLDA) [19]

を用いて SARとマルチスペクトル衛星画像に共通する潜在モデルを学習

し，得られた特徴を用いて土地被覆分類を行う．実験の結果より，単一の
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データを利用して得られた分類結果と比較して，高精度な分類が実現可能

であることが確認されている．

文献 [20] (2018年)

文献 [20]では，様々なマルチモーダル情報を単一の出力に統合することを

目的とした手法が提案されている．この手法では，非侵襲的診断や画像誘

導手術などの医療画像の臨床応用に向けて，医療画像の統合を行っている．

具体的には，医療画像融合に用いる係数の選択をパターン認識タスクとし

てモデル化している．これにより，異なる情報を有する複数の医療画像を

一枚の画像に集約し，これを用いて分類を行う．この文献では，実際の医

療画像のデータセットを用いた実験を行い，最先端の手法と比較して，統

合された画像を利用した分類が高精度であることを確認している．

文献 [21] (2018年)

文献 [21]では，画像とテキストの統合モデルと分類モデルを同時に学習可

能なネットワークを提案している．この文献で提案されているMultimodal

Matching and Classification Network (MMC-Net)は，統合用のネットワーク

と分類用のネットワークから構成されている．このネットワークではまず，

統合用のネットワークで画像とテキストの統合特徴を取得する．これによ

り得られた特徴を分類用のネットワークに入力することで画像分類結果を

得る．この手法では，統合および分類の損失関数を同時に最小化すること

によって，高精度なマルチモーダル分類モデルの構築を実現している．

文献 [22] (2018年)

文献 [22]では，高速かつ高精度なマルチモーダル画像分類を実現するために

Extreme Learning Machine (ELM) [23]を利用した特徴統合および画像分類手

法を提案している．この手法では，まず，ELMに基づくSparse Autoencoder

により，各データから画像分類に適した特徴を算出する．さらに，これら

の特徴を統合するためのモデルを学習する．最後に統合された特徴を利用

して，分類結果を取得する．この手法は，勾配ベースのマルチモーダル深
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層学習よりも学習効率が優れている．また，MNIST，XRMB，およびNUS

の 3種類のデータセットを利用した実験により，この手法が従来のマルチ

モーダル深層学習による分類モデルと比較して，収束が速く，分類性能の

向上を実現していることが確認されている．

文献 [24] (2018年)

文献 [24]では，分類性能の向上を実現するために，画像およびテキストを

統合する新たなマルチモーダル画像分類手法が提案されている．この手法

では，エンコーダにより符号化されたテキストを画像に埋め込むことで，分

類精度向上に貢献する情報を有する新たな画像を構築する．この画像を利

用してCNNにより分類を行うことで，最終的な分類結果を取得する．この

文献では，大規模なマルチモーダル分類用のデータセットを利用して，従来

の特徴統合および分類結果統合によるマルチモーダル画像分類手法との分

類性能の比較を行う実験の結果より，提案した手法の有効性を示している．

以上のように，異種データを用いて特徴統合により画像を分類する手法がこれま

でに多く提案されている．特に近年では，深層学習が様々なタスクに対して，高

精度な分類を実現していることから，深層学習を導入した特徴統合手法が多く提

案されている．

2.2.2 分類結果統合による画像分類

本節では，異種データより得られた複数の分類結果を統合することで，画像分

類を行う関連研究について述べる．

文献 [25] (2008年)

文献 [25]では，教師なしの方法で観光名所の画像を検出する手法が提案さ

れている．この手法では，画像共有サービスに投稿された画像から取得可

能な画像，テキストおよび，撮影地点の位置座標を用いて撮影されている

観光名所およびイベントに基づいて自動的にクラスタリングを行っている．

具体的にはまず，位置座標付きの画像を画像共有サービスから取得した後，
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類似した観光名所やイベント毎に画像をクラスタリングする．さらに，各

クラスタを関連している観光名所やイベント毎に分類し，これらのクラス

タをWikipediaと教師なしでリンクさせることで，画像共有サービスに投

稿された観光画像を検出し，それに関連する観光名所やイベントを高精度

に取得することを可能としている．

文献 [4] (2008年)

文献 [4]では，画像共有サービスに投稿された画像を関連するイベント毎

に分類する手法が提案されている．具体的には，画像共有サービスに投稿

された画像と，その画像が撮影された位置座標を用いてGoogle Earthによ

り取得した衛星写真からそれぞれ画像特徴を算出した後，それぞれ単独で

分類を行うことで得られた分類結果を相乗的に統合することで最終的な分

類結果を取得する．投稿された画像が撮影された地点の衛星画像から得ら

れた画像特徴は，イベントの分類に有効である場合があると考えられるた

め，この手法では，投稿された画像と衛星画像を同時に用いて分類を行う

ことで高精度なイベントの分類を可能としている．

文献 [5] (2009年)

文献 [5]では，画像特徴およびメタデータに含まれる位置座標とテキスト

を同時に用いて，観光名所を撮影し，Flickrに投稿された画像をその観光

名所毎に分類する手法が提案されている．この手法では，まず画像が撮影

された地点の位置座標を用いて，分類対象の画像を解析した後，テキスト

情報と画像特徴を用いて詳細な画像分類を行っている．

文献 [26] (2010年)

文献 [26]では，複数の画像特徴をそれぞれ単独で用いて得られた分類結果

を統合することで画像分類を行う手法が提案されている．具体的には，複

数の分類結果を重み付き多数決により統合することで，最終的な分類結果

を取得する．ここで，重み付き多数決における重みを各画像特徴による識

別器の正解率とすることで，効果的な画像分類を実現している．
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文献 [27] (2017年)

文献 [27]では，ソーシャルネットワーク上に投稿された画像によって誘起

される感情を分類するために，画像およびテキストを利用したマルチモー

ダル分類手法を提案している．この手法では，5種類の分類器を組み合わ

せるベイジアンモデル平均化法に基づくアンサンブル学習手法を利用する．

この文献では，ユニモーダル分類器の分類結果統合に基づくアンサンブル

法が最も高精度な感情分類を実現可能であることを示している．また，画

像特徴として深層学習に基づいて算出される特徴を利用することで，より

高精度な分類が実現可能となることが示されている．

　　

文献 [6] (2018年)

文献 [6]では，画像とテキストの 2種類のデータを用いた分類手法が提案

されている．この手法では，画像とテキストの二重ニューラルネットワー

クを構築することで，訓練サンプルが少量しか存在しない場合でも，高精

度な分類の実現を可能としている．具体的に，二重ニューラルネットワー

クは，画像およびテキストをそれぞれ利用した分類モデル (以降，サブモ

デル)で構成されている．これらのサブモデルを別々に訓練した後，これら

のサブモデルから出力される分類結果を単純に統合するのではなく，協調

的にこれらの結果を融合させることで，最終的な分類結果を取得する．ま

た，この文献では，LabelMeとUIUC-Sportsの 2種類のデータセットを利

用した実験を行うことで，提案した手法により高精度な分類が可能である

ことを示している．

文献 [28] (2018年)

文献 [28]では，画像およびテキストから算出される特徴を用いて，Social

Networking Serviceに投稿された画像を分類する手法が提案されている．こ

の文献では，複数の特徴を統合するマルチモーダル学習アルゴリズムに基

づいて，画像分類を行う．具体的には，Kernel Ridge Regression (KRR) [29]
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に基づいて，画像およびテキストをそれぞれ用いて分類を行うモデルを構

築する．これらのモデルを統合することで，共同モデルを構築する．この

手法では画像特徴を用いた分類をテキスト特徴を用いた分類モデルによっ

て補強することで高精度な分類を実現する．テスト画像は，上記の 2種類

の分類モデルから得られる分類結果を組み合わせることによって分類結果

を取得する．この文献では，実世界のデータセットに対して広範な実験を

行うことで，提案した手法の優位性を示している．

　　

文献 [30] (2018年)

文献 [30]では，細胞が撮像された画像の分類を局所特徴と深層学習に基づ

いて算出された特徴を組み合わせて分類する手法を提案している．具体的

には，局所特徴として，Rotation Invariant Co-occurrence among Local Binary

Patternsおよび Joint Motif Labelsを用いる．また，深層学習により算出さ

れる特徴量として，CNNモデルの一つであるVGG19の中間層の出力値を

用いる．最後に，これらの特徴を利用したランダムフォレストによる分類

結果統合手法により分類結果を取得する．

文献 [31] (2018年)

文献 [31]では，CNNの中間層から取得可能な深層特徴を統合することで，

より高精度な画像分類を実現するための分類器を構築する手法を提案して

いる．具体的にはまず，一般画像で事前に学習された CNNモデルを用い

て中間層から深層特徴を抽出する．さらに，教師あり分類モデルを利用し

て，深層特徴毎に分類器を構築し，複数の分類結果を得る．この手法では，

これらの分類結果を統合することで，最終的な分類結果を得る．この文献

では，実験により，複数の深層特徴により得られた結果を統合することで，

分類精度が向上することを示している．

以上のように，複数のデータを同時に用いて画像を分類する手法が種々提案され

ている．また，特徴統合による分類手法と同様に，近年は深層学習を導入した統
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図 2.1: 関連研究と本論文における提案手法の概要．

合手法が多く提案されている．

2.3 本論文で解決すべき問題

本節では，異種データを用いて画像共有サービスに投稿される画像の高精度な

分類を実現するために，本論文で解決すべき問題を明確にする．前節までに示し

たように，特徴統合および分類結果統合により，異種データを用いて画像を分類

する従来手法が種々提案されている．特徴統合では，データ毎に取得した特徴を

それぞれの関連性を考慮しながら統合し，その分類を行う．しかしながら，特徴

間において求められる関連性には，分類精度の向上に貢献しないものも含まれる

ため，統合後の特徴が分類に適していない場合がある．これにより，分類対象の

画像によっては，正確な分類が困難な場合が存在する．一方，分類結果統合は，

データ毎に構築された分類器から取得された結果より最終的な分類結果を選択す

るものであり，その精度は特徴統合よりも高いことが報告されている [32]．そこ

で，本論文では分類結果統合による異種データを利用した画像分類手法について
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議論する．

画像共有サービスには，画像とともにその内容を表すテキストが投稿され，画

像データには撮影地点の位置座標も含まれていることから，これらの異種データ

を画像分類に利用することが可能である．しかしながら，従来の分類結果統合で

は，各データから得られる分類の結果のみに注目して統合を行っており，各々の

分類結果の確からしさを検討するに至っておらず，データによっては誤った結果

を出力していたとしても，他のデータと同様に扱うことから，統合して得られる

最終的な分類結果の精度向上には限界があった．例えば，観光画像をカテゴリに

分類する場合において，撮影地点の位置座標を利用して得られた分類結果は，観

光名所で撮影された画像とその名所の近隣の飲食店で提供された料理が撮影され

た画像を同じカテゴリへ分類してしまう．従来の分類結果統合による分類では，

分類対象の画像によって，分類精度向上に貢献するデータが異なるものの，全て

のデータより得られた結果を上記に示した性質を考慮せずに統合する．

そこで，本論文では，上記の問題を解決するため，各データから得られる分類

結果が最終結果の精度向上に貢献する度合い，すなわち，分類結果の確からしさ

を評価する指標 (以降，確信度)を導入した画像のカテゴリ分類手法を提案する．

画像を複数のカテゴリの中から一つの最適なカテゴリへ分類する問題において，

分類器から出力される各カテゴリへの帰属確率は，分類結果の確からしさとして

用いることが可能であることが報告されている．そこで，提案手法では，各デー

タを用いて構築された分類器から分類結果とともに出力される各カテゴリへの

帰属確率を利用して確信度を算出し，この指標が最も高い結果を最終的な分類結

果とする．これにより，画像共有サービスに投稿される画像毎に，分類に用いる

データの選択が可能となり，従来の手法と比較して高精度な画像分類が実現可能

となる．さらに，本論文では，全てのデータによる分類結果の整合性とその確信

度に注目し，確信度が高い分類結果を選択する手法では正確な分類が困難である

と判断された場合の最終分類結果の取得手法を導入する．具体的に，提案手法で

は全ての分類結果の確信度が低い場合，もしくは，確信度が高い結果が複数存在

しているにも関わらず，これらの結果として得られたカテゴリが一致していない
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ため整合性が低い場合に，確信度が高い分類結果の選択による高精度な分類の実

現が困難であると判断する．さらに，提案手法では，全てのデータから得られた

各カテゴリへの帰属確率と正しいカテゴリとの間には関連性が存在することに注

目し，これらの帰属確率を入力とする分類器により，投稿画像を最終的なカテゴ

リへ分類する．これにより，確信度が高い結果を選択する手法では高精度な分類

が困難である場合においても，正確に最終的な分類結果を取得することが可能と

なる．以上に示すように，本論文では，分類結果統合による異種データを利用し

た画像分類手法に存在する課題を解決し，画像共有サービスへ投稿される画像の

高精度な分類を可能とする．

2.4 まとめ

本章では，本論文と関連する研究について説明した．また，関連研究における

問題点について述べ，画像共有サービスに投稿される画像の高精度な分類を実現

するために，本論文で解決すべき課題を明確にした．
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第3章 分類結果の確信度推定を利用
した画像分類

3.1 はじめに

本章では，異種データから得られた分類結果の確信度推定を利用した画像分類

手法について提案する．提案手法の概要を図 3.1に示す．提案手法ではまず，位

置座標を用いた FK-NNアルゴリズムにより分類を行い，得られた結果の確から

しさを確信度として推定する．ここで，確信度が予め設定したしきい値よりも高

い場合，得られた結果が正しい確率が高いと判断し，この分類結果を最終的な分

類結果として出力する．一方，確信度がしきい値よりも低い場合，誤分類が発生

している可能性があると判断し，テキストおよび撮影地点の位置座標を用いた分

類を行うことで，最終的な分類結果を取得する．以上の処理により，提案手法で

は，異種データが分類精度向上に貢献する度合いを考慮することで，高精度な画

像のカテゴリ分類を実現可能とする．以降，3.2節で，提案手法で分類を行うた

めに利用する特徴ベクトルの算出方法を示す．さらに，3.3節で，位置座標を利

用した分類および確信度推定について説明し，3.4節で画像およびテキストを利

用した分類手法について説明する．また，3.5節で提案手法の有効性を検証する

ために行った，実際に画像共有サービスへ投稿された観光画像をカテゴリへ分類

する実験の結果を示し，最後に 3.6で本章をまとめる．

3.2 特徴ベクトルの算出

本節では，提案手法において，データ毎に分類結果を取得するために利用する

特徴ベクトルの算出方法について説明する．提案手法では，投稿画像とそのメタ
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図 3.1: 分類結果の確信度推定および統合処理を導入した画像分類手法の概要．

データである撮影地点の位置座標およびテキストから，画像特徴ベクトル，位

置特徴ベクトル，テキスト特徴ベクトル，および上記の 3種類の特徴ベクトルを

結合した統合特徴ベクトルを算出する．まず，画像特徴ベクトルは，投稿画像よ

り Speed Up Robust Feature (SURF) 特徴 [33]を算出し，得られる複数の特徴量

から Bag-of-Featuresベクトル [34]を求めることで算出する．さらに位置特徴ベ

クトルは，撮影地点の位置座標から取得できる緯度と経度の 2つの値を要素に持

つベクトルとして算出する．テキスト特徴ベクトルは，各々の単語が各要素に対

応するベクトルを用意し，投稿画像に付与されているテキストに存在している単

語に対応する要素については 1，それ以外の要素を 0とすることで取得する．最

後に統合特徴ベクトルは，画像特徴ベクトルおよびテキスト特徴ベクトルを一

つのベクトルに結合し，このベクトルに対してminimum-Redundancy-Maximum-

Relevance (mRMR)アルゴリズム [35]による特徴選択を適用することで選択され
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た特徴により構成される．提案手法では，以上の 4種類の特徴ベクトルを用いて，

画像分類を行う．

3.3 位置座標を利用した画像分類

本節では，提案手法の位置座標を利用した画像分類手法について説明する．提

案手法では，位置座標を用いた FK-NNアルゴリズムによる分類を行い，得られ

た結果の確からしさを確信度として推定する．ここで，確信度が予め設定したし

きい値よりも高い場合，得られた結果が正しい確率が高いと判断し，この分類結

果を最終的な分類結果として出力する．一方，確信度がしきい値よりも低い場合，

誤分類が発生している可能性があると判断し，再分類を行う．このとき，推定し

た確信度に基づいて分類候補のクラス数を削減することで，再分類を簡単化し，

より高精度な分類の実現が可能となる．以降，3.3.1で，位置特徴ベクトルを用

いた FK-NNアルゴリズムによる画像分類を示し，3.3.2で分類結果の確信度の推

定方法について示す．また，3.3.3で分類候補のカテゴリ数削減の方法について

示す．

3.3.1 位置特徴ベクトルを用いたFK-NNアルゴリズムによる画像
分類

提案手法ではまず，位置特徴ベクトルを用いて FK-NNアルゴリズムにより画

像共有サービスに投稿された画像の分類を行う．FK-NNアルゴリズムは，特徴

空間において，テストサンプルの近傍に存在する訓練サンプルが属するカテゴリ

に基づいて分類を行う手法である [36]．分類結果を取得する際に算出される各カ

テゴリへの帰属確率を確信度推定に利用可能であるため，提案手法では，FK-NN

アルゴリズムを撮影地点の位置座標を利用した分類手法として採用した．

提案手法では，i (= 1, 2, . . . ,N;Nは訓練サンプル数)番目の訓練サンプルにお

ける分類候補のカテゴリ j(∈ {1, 2, ..., J};Jは分類候補のカテゴリ数)への帰属確率
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ui j(i = 1, 2, . . . ,N; j = 1, 2, . . . , J)を以下の通りに算出する．

ui j =

0.51 + (ni j/K) · 0.49 if j = gi

(ni j/K) · 0.49 otherwise
(3.1)

ただし，Kは近傍数を表し，ni j(≤ K)は i番目の訓練サンプルの近傍に存在する

K個の訓練サンプルのうち，カテゴリ jに属するサンプル数を表す．また，giは

i番目の訓練サンプルが属するカテゴリを表す．

以上で算出された各カテゴリへの帰属確率 ui jおよびテストサンプルの特徴ベ

クトル x̂を用いて，以下の通りにテストサンプルの帰属確率 u j(x̂)を得る．

u j(x̂) =
∑K

k=1 ūk j(1/||x̂ − xk||2)∑K
k′=1(1/||x̂ − xk′ ||2)

( j = 1, 2, ..., J) (3.2)

ただし，ūk jは，テストサンプルの K近傍に存在する訓練サンプルが属するカテ

ゴリ jへの帰属確率を表す．また，xkは，K近傍の訓練サンプルの特徴ベクトル

である．以上の FK-NNアルゴリズムにより，提案手法では，帰属確率が最も高

いカテゴリを分類結果として得る．

3.3.2 確信度推定

提案手法では，3.3.1の FK-NNアルゴリズムにより得られた分類結果の確信度

を推定する．具体的には，FK-NNアルゴリズムにより得られた分類結果の確信

度を次式の通りに推定する．

C = max
j

u j(x̂) (3.3)

以上の確信度推定により，提案手法では，撮影地点の位置座標を利用した分類結

果の確からしさを定量的に評価することが可能となる．
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以降では，分類結果の確信度の有効性を検証するために行った予備実験の結果

について説明する．本実験では，Flickr1へ投稿された観光画像 49760枚に対して，

撮影地点の位置座標を用いた FK-NNアルゴリズムによる分類を行う．このとき，

分類対象のカテゴリは，観光名所に関するカテゴリ (観光カテゴリ)とした．本

予備実験では，以上で得られた分類結果の確信度を算出する．ただし，本実験で

用いるデータセットの詳細は 3.5に詳しい．また，FK-NNアルゴリズムによる

分類で利用する近傍数 Kとして，5，50，および 100の 3種類を利用した．さら

に，分類結果の確信度が予め決定したしきい値よりも大きい場合，分類結果は正

しいと判定することで，分類結果の正誤を判定した．予備実験では，しきい値 T

を変化させながら分類結果の正誤を判定し，以下に示す判定結果の正解率を評価

した．

正解率 =
正しく判定された画像数

テスト画像数
(3.4)

予備実験により得られた，確信度による正誤判定のためのしきい値を変化させ

た際の正解率の変動の様子を図 3.2に示す．以降では，図 3.2に示した結果にお

ける，しきい値 T の変化による正解率への影響について，以下の 3つの場合に分

けて説明する．

(i)確信度のしきい値が適切な値よりも低い場合，「誤分類された結果」を「正し

く分類された結果」と判定してしまう場合が多くなるため，正誤判定の正解率は

向上しない．

(ii)確信度のしきい値を適切に設定することで，高精度な分類結果の正誤判定が

実現可能となる．

(iii)確信度のしきい値が適切な値よりも高い場合，「正しく分類された結果」であ

るにも関わらず，「誤分類された結果」として判定されてしまう場合が多くなるた

め，正誤判定の正解率が低下する．

図 3.2より，近傍数 K = 5の FK-NNアルゴリズムによる結果に注目すると，確

1https://www.flickr.com/
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図 3.2: 確信度Cに関する予備実験結果．

信度Cのしきい値 T を適切に設定することで，分類結果の正誤判定の正解率が

0.903になることが確認できる．以上より，提案手法では確信度のしきい値を適

切に設定することで，分類結果の確からしさを正確に評価することが可能となる．

提案手法では，推定された確信度Cが予め設定したしきい値より高い場合，位

置座標を用いた分類により得られた結果を最終分類結果とする．一方，確信度が

しきい値より低い場合，推定された確信度を用いて分類候補のカテゴリ数を削減

することで，分類問題を簡単化した後に，画像およびテキストを用いた分類によ

り最終結果を得る．

3.3.3 分類候補のカテゴリ数の削減方法

提案手法では，帰属確率が低いカテゴリは分類結果として取得する正しいカテ

ゴリの候補ではないと考え，帰属確率が予め設定したしきい値よりも低いカテゴ

リには分類しないように，分類候補から除外する．さらに提案手法では，テスト
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サンプルと各カテゴリに属する訓練サンプル間の距離に注目し，この距離の最小

値がしきい値より大きいカテゴリを分類候補から除外する．具体的には，以下に

示す通り，新たな分類候補カテゴリの集合 Qを定義する．

Q = { j|u j(x̂) > h} (3.5)

ただし，hは，分類候補カテゴリ数の削減方法において，帰属確率について予め

設定するしきい値である．以上により，提案手法では分類問題を簡単化し，画像

およびテキストを利用した画像分類を行うことで，最終的な分類結果を取得する．

3.4 画像およびテキストを利用した再分類

本節では，提案手法における画像およびテキストを利用した再分類について

示す．提案手法では，画像特徴ベクトル，テキスト特徴ベクトル，統合特徴ベク

トルをそれぞれ用いて Support Vector Machine (SVM)による分類結果から，これ

らの分類結果の精度を考慮することで，最終分類結果を算出する．以降，3.4.1

で，SVMによる分類手法を示し，3.4.2で画像およびテキストを利用した分類に

用いる特徴ベクトルについて説明する．また，3.4.3でMultiple Annotator Logistic

Regression (MALR)モデル [37]による分類手法について示す．

3.4.1 SVMを用いた分類

本節では，画像特徴ベクトル，タグ特徴ベクトル，および統合特徴ベクトルを

用いた分類手法について説明する．提案手法では，上記に示した 3種類の特徴ベ

クトルをそれぞれ単独で用いて Support Vector Machine (SVM) [38]により分類を

行うことで，3種類の分類結果を取得する．

SVMは，訓練データとなる特徴ベクトル xi (i=1, 2, ... , N; N は訓練データ

数)とこれに割り当てられたクラスラベル yiから，テストデータの特徴ベクトル

xのクラスを識別するためのアルゴリズムである．このとき，識別超平面をマー
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ジンが最大となるように算出することで，高い汎化性を持つことが一般的に知ら

れている．

SVMでは，次式に示される識別超平面における ζと bをマージンが最大とな

るように設定する．

f svm(x) = ζ · x + b (3.6)

ここで，識別超平面のマージンは次式で算出される．

Margin =
yi(ζT · xi + b)

||ζ || (3.7)

したがって，上記のマージンを最大とする ζ，bを求める問題は，以下の制約付

き最適化問題を解くことに帰着される．

arg min
ζ,b

1
2
||ζ ||2

s.t. yi(ζ · x + b) ≥, i = 1, 2, ...,N
(3.8)

ここで，ラグランジュ乗数 a (=[a1, a2, ..., aN]T) を定義しラグランジュの未定乗

数法を用いると式 (3.8)は以下の目的関数を aについて最大化する問題に帰着さ

れる．

˜L(a) =
N∑

i=1

ai −
1
2

N∑
i′, j=1

ai′a jyi′y jx
T
i′x j (3.9)

ただし，aは以下の制約条件を満たす．

N∑
i=1

aiyi = 0

0 ≤ ai, i = 1, 2, ...,N

(3.10)
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以上より識別超平面 f SVM(x)は次式で表される．

f SVM(x) =
N∑

i=1

aiyixi · x + b (3.11)

ここで，特徴ベクトル xiを非線形写像 ϕ(xi)により変換し，その空間上で SVM

を適用することで次式の通りに非線形分離が可能となる．

f SVM(x) =
N∑

i=1

aiyiKSVM(xi,x) + b (3.12)

ただし，カーネル関数 KSVM(xi,x) = ϕ(xi) · ϕ(x)で表される．

3.4.2 各カテゴリへの帰属確率からの特徴ベクトル算出

提案手法では，分類器により分類結果を取得する際に算出可能な各カテゴリへ

の帰属確率から特徴ベクトル zを算出する．まず，文献 [39]に基づいて，前節で

算出した SVMにより得られる各カテゴリへの帰属確率を算出する．次に，これ

らの帰属確率 (3J次元)および近傍数 K = {5, 10, 15, 20, 25, 50, 100}の FK-NNア

ルゴリズムにより取得された帰属確率 (7J次元)を並べたベクトル (10J次元)を

取得する．このベクトルに対してmRMRアルゴリズムによる特徴選択を適用す

ることで特徴ベクトル zを得る．

3.4.3 Multiple Annotator Logistic Regressionモデル

投稿画像およびテキストを利用した分類では，MALRモデルに基づいて最終

的な分類結果を取得する．MALRモデルでは，以下の多クラスロジスティック回

帰を利用して各カテゴリへの帰属確率 P( j|z,W )を算出し，最も帰属確率が高い

カテゴリを最終分類結果とする．

P( j|z,W ) =
exp(wT

j z)∑J
j′=1 exp(wT

j′z)
(3.13)
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ただし，W (= [w j]J
j=1;w jは重みベクトル)は，重み行列を示す．分類器r(∈ {V,T, F};V,T, F

はそれぞれ画像特徴ベクトルによる分類器，テキスト特徴ベクトルによる分類

器，および統合特徴ベクトルによる分類器)において，y(r)
i を i番目の訓練サンプ

ルを分類した際に得られた分類結果とする．さらに，s(r)
i を y(r)

i が正しいカテゴ

リと一致すれば 1，そうでなければ 0となる値とするとき，訓練データセットD

(= [y(V)
i , y

(T )
i , y

(F)
i , s

(V)
i , s

(T )
i , s

(F)
i , zi]N

i=1)が与えられたときの尤度 P(D|W )を最大化す

ることで重み行列W を求める．具体的に，尤度 P(D|W )は次式により定義さ

れる．

P(D|W ) =
N∏

i=1

P(Li|zi,W ) (3.14)

ただし，Li = [y(V)
i , y

(T )
i , y

(F)
i , s

(V)
i , s

(T )
i , s

(F)
i ]とする．ここで，πrを分類器 rを用いた

訓練サンプルの交差検定を行うことで得られる正解率とするとき，尤度 P(D|W )

は以下のように書き換えられる．

P(D|W ) =
N∏

i=1

∏
r∈{V,T,F}

[
P(y(r)

i |zi, s
(r)
i ,W )　 · P(s(r)

i |πr)
]

(3.15)

ただし，各分類器は互いに独立であると仮定し，P(y(r)
i |zi, s

(r)
i ,W )および P(s(r)

i |πr)

を以下のように定義する．

P(y(r)
i |zi, s

(r)
i ,W ) =

[
P(y(r)

i |z,W )s(r)
i ·
(1

J

)1−s(r)
i
]

(3.16)

P(s(r)
i |πr) = (πr)s(r)

i · (1 − πr)1−s(r)
i (3.17)
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式 (3.16)および (3.17)より，式 (3.15)は次式のように書き換えられる．

P(D|W ) =
N∏

i=1

∏
r∈{V,T,F}

{πrP(y(r)
i |z,W )}s

(r)
i · {1

J
(1 − πr)}1−s(r)

i (3.18)

したがって，訓練サンプルの対数尤度は，以下の通りとなる．

ln P(D|W ) =
N∑

i=1

∑
r∈{V,T,F}

[
s(r)

i ln
{
πrP(y(r)

i |z,W )
}
+ (1 − s(r)

i ) ln
{1
J

(1 − πr)
}]

(3.19)

ただし，式 (3.19)の第 2項は省略可能であるため，次式の通りに書き換えられる．

ln P(D|W ) =
N∑

i=1

∑
r∈{V,T,F}

[
γ(r)

i ln
{
πrP(y(r)

i |z),W )
}]

(3.20)

提案手法では，重み行列WMLを以下の式を解くことで求める．

WML = arg max
W

[
ln P(D|W ) − λ||W ||2F

]
(3.21)

ただし，第 2項は，正則化項を表し，λ (≥ 0)は正則化パラメータ，|| · ||Fはフロベ

ニウスノルムを表す．

さらに提案手法では，文献 [40]に基づいて，訓練サンプル数の不均衡性を考

慮するため，行列WMLを以下の最適化問題を解くことで求める．

WML = arg max
W

[
ln P(D|W ) + N · ζ

K∑
k=1

Ek − λ||W ||2F
]

(3.22)

ただし，ζ (∈ [0, 1])は不均衡を考慮する項の重みを示す．さらに，Lkをカテゴリ

kに属する訓練サンプルの特徴ベクトル ziの集合とし，|Lk|を集合 Lkに含まれる
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要素数とするとき，Ekは次式で定義される．

Ek =
1
|Lk|
∑
zi∈Lk

P(k|ϕ(zi),W ) (3.23)

ここで，式 (3.22)は直接解くことが困難であるため，Limited memory-Broyden-

Fletcher-Goldfarb-Shanno (L-BFGS) 法 [41]に基づく準ニュートン法により最適

化を行う．具体的には，次式の通り，τステップ目の更新により得られる重み行

列Wτ (= [w(τ)
1 ,w

(τ)
2 , ...,w

(τ)
J ] ∈ Rdz×J;w(τ)

j ∈ Rdz ; dzは特徴ベクトル zの次元数)を

算出する．

Wτ ←Wτ−1 + ηH
−1
τ−1Gτ−1 (3.24)

ただし，ηはステップ幅を表す．また，Gτ (=[g(τ)
1 , g

(τ)
2 , · · · , g

(τ)
J ] ∈ Rdz×J; g(τ)

j は τ

ステップ目の更新で得られるカテゴリ jに対応する勾配ベクトル)は τステップ

目の更新により得られる勾配行列を示し，g(τ)
j (∈ Rdz ) は，以下の通りに定義さ

れる．

g(τ)
j =

N∑
i=1

∑
r={V,T,F}

[
γ(r)

i

{
a(r)

i j − P( j|zi,Wτ)
}
zi

]
·P(l|zi,Wτ)zi

}
− 2λw(τ)

j

]
(3.25)

ただし，a(r)
i j は，次式で定義される．

a(r)
i j =

1 if y(r)
i = j

0 otherwise
(3.26)

さらに，H−1
τ (∈ Rdz×dz )は τステップ目の更新により得られるヘッセ行列の逆行

列であり，以下の通りに近似される．

H−1
τ+1 ← LT

0H
−1
0 L0 +

τ−1∑
t=0

[
ρtL

T
t+1ΞtΞ

T
t Lt+1

]
+ ρτΞτΞ

T
τ　 (3.27)
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Lt = Λτ−ν+t ·Λτ−ν+t+1 · ... ·Λτ (3.28)

ただし，H−1
0 (∈ Rdz×dz )は，ヘッセ行列の逆行列の初期値を示し，νは，ヘッセ

行列の逆行列H−1
τ を近似するために重み行列と勾配行列を保持しておく過去の

ステップ数を示す．また，Ξτ (∈ Rdz×J)，ρτおよびΛτ (∈ Rdz×dz )は以下の通りに

定義される．

Ξτ ←Wτ −Wτ−1 (3.29)

ρτ ←
1

(g̃τ − g̃τ−1)Tξ̃τ
(3.30)

Λτ ← I − ρτ(Gτ −Gτ−1)ΞT (3.31)

ただし，g̃τ = [g(τ)T
1 , g

(τ)T
2 , · · · , g

(τ)T
J ]T ∈ R(dz×J)，ξ̃τ = [(w(τ)

1 − w(τ−1)
1 )T, (w(τ)

2 −

w(τ−1)
2 )T, · · · , (w(τ)

J − w(τ−1)
J )T]T ∈ R(dz×J)であり，I (∈ Rdz×dz ) は単位行列を表す．

L-BFGS法では，τステップ目の更新による探索方向行列H−1
τ Gτを近似しなが

ら，最適な重み行列WMLを算出する．

以上で算出した重み行列WMLを用いて，以下の通りに，最終的な分類結果 q̂

を取得する．

q̂ = arg max
q∈Q

P(q|ẑ,WML) (3.32)

ただし，Qは，3.3.2で得られた新たな分類候補のカテゴリの集合を表す．提案手

法で用いられる分類モデルは，重み行列を算出する際に，各分類結果の正解率を

考慮することで，分類精度の向上に貢献するデータを考慮して，最終的な分類結

果を取得可能とする．
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3.5 実験

本節では，提案手法の有効性を確認するために行った実験の結果を示す．なお

本実験では，実際に画像共有サービスに投稿された観光画像をカテゴリへ分類す

ることで，提案手法の性能を評価する．以降，3.5.1で本実験で用いるデータセッ

トについて説明し，3.5.2で実験の条件を示す．また，3.5.3で実験の結果を示し，

提案手法の有効性について考察を行う．

3.5.1 データセット

本実験では，実際に画像共有サービスに投稿された観光画像をカテゴリへ分類

することで，提案手法の有効性の確認を行う．本実験では，2種類のデータセッ

ト (データセットAおよびデータセットB)を用いる．データセットAでは，Flickr

から取得したパリの観光名所に関する観光画像 49760枚 (N=49760)を用いる．具

体的には，2014年 9月 11日の時点で，trip advisor2において紹介されている観

光名所のカテゴリ Cultural，Museums，Performances，Landmarks，Amusement，

Outdoors，Sports，および Zoo & Aquariumsの 8種類のカテゴリ (J=8)の観光名

所ランキングにおいて，上位 5件の観光名所の名称をタグにもつ画像を取得した．

ただし，データセット収集に用いたタグを複数持った画像は収集対象から削除し

た．さらに，データセットBでは，Flickrから取得したロンドンの観光名所に関

する観光画像 32545枚 (N=32545)を用いる．具体的には，2015年 4月 10日の時

点で，trip advisorにおいて紹介されている観光名所のカテゴリSights，Museums，

Theater，Nature，Shopping，およびZooの 6種類のカテゴリ (J=6)の観光名所ラ

ンキングにおいて，上位 5件の観光名所の名称をタグにもつ画像を取得した．た

だし，データセット収集に用いたタグを複数持った画像は収集対象から削除した．

表 3.1および 3.2にデータセットAおよびデータセットBにおける各クラスの画

像数をそれぞれ示す．また，実験に用いる各データセット内のすべての投稿画像

において，Flickrから画像を取得する際に用いた観光名所の名称に関するタグは

2http://www.tripadvisor.jp
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表 3.1: データセットAにおける分類する観光カテゴリとデータセットに含まれ
る各カテゴリへ属する画像数．

観光カテゴリ 画像数 (枚)

Cultural 7,742
Museums 7,094

Performances 2,028
Landmarks 14,241
Amusement 630

Outdoors 10,835
Sports 4,060

Zoos & Aquariums 3,130

表 3.2: データセット Bにおける分類する観光カテゴリとデータセットに含まれ
る各カテゴリへ属する画像数．

観光カテゴリ 画像数 (枚)

Sight 9,682
Museums 6,525
Theater 2,087
Nature 9,998

Shopping 3,287
Zoo 966

すべて削除し，実験を行った．以上のデータセットを用いて，本実験では提案手

法の有効性の確認を行う．

3.5.2 実験条件

本実験では，画像特徴ベクトル算出の際，Bag of Featuresベクトルの次元数を

2,000とした．また，テキスト特徴ベクトル算出の際，データセットにおいて頻

出タグ上位 1,000種類のタグを用いた．なお，統合特徴ベクトルの算出では，上
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記 2つの特徴ベクトルを並べた 3,000次元のベクトルに，mRMRアルゴリズム

を施すことで選択された 200次元の特徴ベクトルを用いる．また，ロンドンの観

光画像のデータセットにおいて，画像特徴ベクトルから選択された特徴数は 59，

タグ特徴ベクトルから選択された特徴数は，141であった．提案手法における分

類結果の確信度推定および統合処理に必要な各パラメータは，パリの観光画像の

データセットでは，確信度のしきい値 T を 0.59，分類候補のクラス数削減のた

めのしきい値 h1を 0.01，および h2を 10−6と実験的に設定した．さらに，特徴ベ

クトル zを求める際には，近傍数 K ∈ {5, 10, 15, 20, 25, 50, 100}の 7つ (E = 7)の

FK-NNアルゴリズムにより算出された各カテゴリへの帰属確率を利用した．ま

た，特徴ベクトル zを求める際，mRMRアルゴリズムにより選択する特徴数は

75とした．なお，確信度算出には，先に述べた近傍数の中で，最も分類結果の正

誤判定の正解率が高かった K = 5の FK-NNアルゴリズムによるメンバーシップ

を用いた．また，分類候補削減には K = 100の FK-NNアルゴリズムにより得ら

れた帰属確率を用いた．ロンドンの観光画像のデータセットを用いた実験では，

確信度の閾値 T を 0.81，分類候補のクラス数削減のための閾値 h1を 0.06，h2を

10−6に設定した．また，特徴ベクトル zを求める際に必要となるメンバーシップ

は，近傍数 K ∈ {5, 10, 15, 20, 25, 50, 100}の 7つ (E = 7)の FK-NNアルゴリズム

により算出した．ただし，特徴ベクトル zを求める際，mRMRアルゴリズムに

より選択する特徴数は 37とした．確信度算出には K = 5，分類候補のクラス数

の削減には，K = 100の FK-NNアルゴリズムにより得られる帰属確率を用いた．

なお，確信度算出には K = 5の FK-NNアルゴリズムによる帰属確率，分類候補

削減には K = 100の FK-NNアルゴリズムによる帰属確率を用いた．また，SVM

により構築する識別器のカーネル関数はすべてガウシアンカーネルとし，各パラ

メータは grid search [42]により決定した．

本実験では，表 3.3に示す 7種類の比較手法を用いて提案手法の有効性を検証

する．具体的には，比較 1により，異種データを用いた従来の分類手法と比較す

ることで，提案手法の有効性を確認する．また，比較 2，比較 3，および比較 4に

より，提案手法が複数の特徴を統合的に用いることの有効性を確認する．さらに，
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比較 5および比較 6により，提案手法において，位置座標を利用した分類と画像

およびテキストを利用した分類を別々に行う有効性を確認する．また，比較 8に

より，分類候補のカテゴリ数を削減する有効性を確認する．

実験では，8クラス分類を行うため，提案手法および比較手法で用いる SVM

を one-versus-all [43]により多クラス分類に拡張した．さらに，提案手法および

比較手法の評価のために，5分割交差検定を行い，評価指標として以下に示す再

現率，適合率，および F値を用いた．具体的には，カテゴリ j (= 1, 2, ..., 8)にお

ける評価指標をそれぞれ再現率 j，適合率 jおよび F値 jとするとき，以下の通り

に定義される．

再現率 j =
正しくカテゴリ jに分類された画像数

カテゴリ jに属する画像数
(3.33)

適合率 j =
正しくカテゴリ jに分類された画像数
カテゴリ jに分類された画像数

(3.34)

F値 j =
2 ×再現率 j ×適合率 j

再現率 j +適合率 j
(3.35)

3.5.3 実験結果および考察

データセットAにおける実験結果を表 3.4から 3.6に示し，データセットBに

おける実験結果を表 3.7から 3.9に示す．また，データセットAにおいて，提案

手法により分類された画像の例を図 3.3に示す．実験結果より提案手法の評価指

標がすべての比較手法を上回っていることが確認できる．

まず，比較 1よりも提案手法の評価指標の平均が上回っていることから，従来

手法と比較して提案手法の有効性が確認できる．比較 1の従来手法では，訓練サ

ンプルとテストサンプルの特徴ベクトル間の距離に基づいて，データの重要度を
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表 3.3: 本実験で用いる比較手法．

比較手法 概要

比較 1 Adaptive Weighted Fusion Approach (AWFA) [14]を用いて分類を行う手
法

比較 2 位置特徴ベクトルを用いて SVMにより分類を行う手法
比較 3 画像特徴ベクトルを用いて SVMにより分類を行う手法
比較 4 テキスト特徴ベクトルを用いて SVMにより分類を行う手法
比較 5 位置特徴ベクトルを用いた FK-NNアルゴリズムにより分類を行う手法
比較 6 MALRモデルにより，画像特徴ベクトル，タグ特徴ベクトルおよびそれ

らを統合した特徴ベクトルによる分類結果を統合する手法
比較 7 提案手法のMALRモデルにおいて，分類候補カテゴリ数の削減を行わず

に分類を行う手法

表すスコアを各データから算出し，このスコアを利用して異種データを統合して

いる．しかしながら，比較 1では，異種データに対する分類精度向上への貢献の

度合いを考慮しながら統合することまでを想定していないため，本実験では高精

度な分類が困難であったと考えられる．また，比較 2，比較 3および比較 4より，

異種データを効果的に統合した画像分類の実現が可能であることが確認できる．

ここで，位置特徴ベクトルを用いて SVMにより分類を行う比較 2に注目すると，

その評価指標の値が非常に低い値になっている．図 3.4に本実験で用いた観光画

像から算出された位置特徴ベクトルを正しい観光カテゴリ毎にプロットした図を

示す．パリ周辺の位置特徴空間上では，異なる観光カテゴリに属するサンプルが

散在している．したがって，位置特徴ベクトルでは，SVMのマージン最大化に

よって算出された識別超平面を用いて，正確な分類を行うことが困難であると考

えられる．さらに，比較 5および比較 6との比較から，提案手法では分類の誤り

を確信度により検出し，再分類を行うことで高精度な画像分類を実現可能である

ことが確認できる．図 3.4より，位置座標の空間では，異なるカテゴリに属する

サンプルが散在しているものの，その近傍には，同一のカテゴリに属するサンプ

ルが多数存在していることが確認できる．したがって，特徴空間上でテストサン
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プルの近傍に存在する訓練サンプルに基づいて分類結果を取得する FK-NNアル

ゴリズムは，位置特徴ベクトルを用いた分類に適しているため，比較 5の分類精

度が比較 2よりも非常に高くなったと考えられる．ここで，データセットAにお

ける提案手法と比較 5の精度を比較すると，カテゴリCulturalに対する提案手法

の精度が，比較 5を下回っていることが確認できる．この原因として，提案手法

で用いたMALRモデルに導入したサンプル数の不均衡性を考慮したモデルが考

えられる．具体的には，提案手法のMALRモデルに不均衡性を考慮したモデル

を導入していない手法では，Culturalのみ提案手法の精度を上回っていることか

ら，不均衡性を考慮したモデルの導入によりCulturalの分類精度が低下したと考

えられる．

図 3.5にデータセットAにおいて，比較 5の手法で誤分類が発生したものの，

提案手法によって正確な分類を実現した画像を示す．図 3.5に示した画像の正し

いカテゴリは，Performancesであるものの，これらの画像が撮影された地点の近

傍では，Landmarksのカテゴリに属する画像が多く撮影されているため，撮影地

点の位置座標を用いた分類では，正確な分類が困難である．一方，提案手法では，

確信度の推定を用いて誤分類を検出することで最終的な分類結果を取得するた

め，撮影地点の位置座標を用いた分類が困難な画像に対しても，正確な分類を可

能とする．提案手法は比較 7における評価指標の平均も上回っていることから，

分類候補のカテゴリ数を削減する有効性が確認できる．

ここで，提案手法では訓練サンプル数の不均衡性を考慮した拡張を行っている．

以下では，データセット Aを用いて，不均衡性を考慮した拡張の有効性を検証

する．表 3.10に，提案手法における画像およびテキストを用いた分類を訓練サ

ンプル数の不均衡性を考慮していないMALRモデル [37]により行った結果との

比較を示す．表 3.10より，訓練サンプル数の不均衡性を考慮したモデルに拡張し

た手法が，拡張前の手法よりも高精度な分類を実現していることが確認できる．

特に，訓練データ数が少ないAmusementに注目すると，他のカテゴリと比較し

て，F値が大きく上回っていることが確認できる．以上の実験結果より，提案手

法では，分類結果の確信度推定に基づいた画像分類により，高精度な分類を実現
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Cultural

Museums

Performances

Landmarks

Amusement

Outdoors

Sports

Zoo & Aquariums

図 3.3: データセットAにおいて提案手法により分類された画像例．

可能であることが確認できる．

3.6 まとめ

本章では，分類結果の確信度推定および統合処理の導入による画像共有サービ

スに投稿された観光画像分類の高精度化手法について提案した．提案手法は，位

置座標に基づいて高精度な分類を行い，誤分類が発生している確率が高い場合，

画像およびタグを用いた分類手法を用いて最終的な分類結果を取得する．具体的

には，まず位置座標を用いた FK-NNアルゴリズムにより分類を行い分類結果を

取得する．さらに，得られた分類結果の確信度を算出し，予め設定したしきい値
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よりも高い場合，この分類結果を最終的な分類結果として出力する．一方で，確

信度がしきい値よりも低い場合，算出した確信度に基づいて分類候補のクラス数

を削減した後，画像およびタグを用いた分類結果統合手法によって最終的な分類

結果を取得する．このとき，提案手法では，統合する分類結果の精度を考慮して

分類結果の統合を行うことで高精度な分類を実現可能とする．また実験により，

提案手法の有効性を定量的に確認した．
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図 3.4: 位置特徴ベクトルを正しいカテゴリ毎にプロットした図．

(a)オペラ座の外観を撮影した画像 (b)オペラ座の内部を撮影した画像

図 3.5: 画像およびテキストを利用した分類によって正確な分類を可能とした観
光画像例：(a)および (b)の正しいカテゴリは Performancesである．
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表 3.10: 画像およびテキストを利用した分類による結果の F値．
訓練サンプル数の不均衡性
を考慮していないモデル

訓練サンプル数の不均衡性
を考慮したモデル (=比較 6)

Cultural 0.752 0.751
Museums 0.902 0.898
Performances 0.888 0.903
Landmarks 0.840 0.844
Amusement 0.846 0.956
Outdoors 0.770 0.772
Sports 0.975 0.976
Zoos & Aquariums 0.941 0.946
平均 0.864 0.881
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第4章 機械学習による確信度が高い
分類結果の選択による画像
分類

4.1 はじめに

本章では，機械学習による確信度が高い分類結果の選択による画像分類手法を

提案する．提案手法の概要を図 4.1に示す．提案手法ではまず，画像共有サービ

スへ投稿された画像，およびそのメタデータから得られた複数のデータからそれ

ぞれ分類結果を取得する．これらの複数の分類結果に対して，機械学習を利用し

て確信度を推定する．提案手法では，上記の分類結果の中から最も確信度が高い

結果を確からしい結果として選択し，これを最終分類結果とする．確信度を機械

学習に基づいて推定することで，より高精度な確からしい結果の選択の実現が期

待され，高精度な画像分類の実現が可能となる．以降では，4.2で異種データか

らの分類結果取得方法を説明し，4.3で確信度が高い分類結果の選択方法を説明

する．4.4で実際に画像共有サービスに投稿された観光画像のカテゴリを分類す

る実験の結果を示し，提案手法の有効性について検証する．最後に 4.5で本章の

結論を述べる．

4.2 分類結果の取得

本節では，画像共有サービスへ投稿された画像，およびそのメタデータから分

類結果を取得する方法について説明する．提案手法では，撮影地点の位置座標，

投稿された画像，およびテキストタグの 3種類のデータを利用して 2つの分類結

果を取得する．以降では，各分類結果の取得方法について説明する．
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図 4.1: 機械学習により推定された確信度が高い分類結果の選択による画像分類
手法の概要．
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4.2.1 撮影地点の位置座標を用いた分類

提案手法では，撮影地点の位置座標を利用して一つ目の分類結果を取得する．

具体的に，まず，投稿画像に付与されているGPS情報から画像の撮影地点の緯度

と経度を取得し，それら 2つの値を要素に持つベクトルを位置特徴ベクトルとす

る．この特徴ベクトルを用いて FK-NNアルゴリズムにより分類を行うことで分

類結果を取得する．なお提案手法では，分類結果とともに FK-NNアルゴリズム

により分類を行うことで得られる各分類候補カテゴリへの帰属確率を取得する．

この帰属確率は，次節で説明する確信度が高い分類結果の選択において，確信度

が高い結果を判定するための分類器への入力ベクトルを算出する際に利用する．

以上の手法により，提案手法では撮影地点の位置座標を利用して分類結果を取得

する．

4.2.2 画像およびテキストタグを利用した分類

提案手法では，画像およびテキストタグを利用して二つ目の分類結果を取得す

る．まず，画像およびテキストタグをそれぞれ用いて分類を行う．

画像を用いた分類では，まず深層学習を利用して特徴ベクトルを算出する．具

体的には，深層学習のオープンソースソフトウェアである Caffe [44]を用いて，

文献 [45]と同様に 4,096次元のDeep convolutional activation feature (Decaf)を算

出し，これを画像特徴ベクトルとする．提案手法では，上記で算出された特徴ベ

クトルを用いて SVM [38]により分類を行うことで，画像を利用した分類結果を

取得する．

一方で，テキストタグを用いた分類では，まず各々のテキストタグが各要素に

対応するベクトルを用意し，画像に付与されているタグについては 1，それ以外

の値を 0とすることで，タグ特徴ベクトルを算出する．このベクトルを用いて画

像と同様に SVMにより分類を行うことで，テキストタグを利用した分類結果を

得る．

以上で算出された 2種類の分類結果を統合することで，画像とテキストタグを
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利用した分類結果を取得する．具体的には，分類結果を統合する際に，各々の分

類精度を考慮可能なMALRモデル [37]を用いることで，分類結果を取得する．

4.3 機械学習による確信度が高い分類結果の選択

本節では，機械学習により推定された確信度が高い分類結果の選択方法につい

て説明する．確信度が高い分類結果の選択方法の概要を図 4.2に示す．提案手法

では，前節で得られたすべての分類結果が一致している場合は，その結果を最終

的な分類結果とする．一方，得られた分類結果が同一ではない場合，確信度が高

い分類結果の選択を行い，これにより選択された結果を最終的な分類結果として

取得する．以降では，確信度が高い分類結果の選択の処理について説明する．

提案手法では 2種類の分類結果を取得する際に得られた各分類候補のカテゴリ

への帰属確率を一列に並べたベクトル (2J次元)を用いて SVMにより FK-NNア

ルゴリズムおよび分類結果統合による分類結果の中から最も正確な分類結果を推

定し，これを最終分類結果とする．ここで，最も正確な分類結果を出力している

分類手法を SVMを用いて推定するための識別器は以下のように構築する．まず，

訓練データに対して交差検定を行うことで，各々の分類手法による分類結果とそ

れらの正誤を取得する．以上で取得した訓練データに対する分類結果とその正誤

を用いて，正しい分類結果を出力した分類方法をラベルとして SVMの学習を行

うことで，識別器を構築する．ただし，提案手法では上記の識別器を構築する際

に，FK-NNアルゴリズムおよび分類結果統合による分類結果が同一である訓練

データと，これらの分類結果が共に誤っている訓練データは除外して学習を行う．

提案手法では，以上の手法により確信度が高い分類結果の選択を実現する．

4.4 実験

本節では，実際に画像共有サービスに投稿された観光画像を観光名所に関する

カテゴリーへ分類する実験の結果を示し，提案手法の有効性について検証を行う．

本実験では，データセットとしてFlickrから取得したパリの観光名所に関する観光
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図 4.2: 確からしい分類結果の選択処理の概要．

画像 49760枚 (N=49760)を用いる．実験に用いる観光画像の一例を図 4.3に示す．

具体的には，2014年 9月 11日の時点で，trip advisor1において紹介されている観

光名所のカテゴリ Cultural，Museums，Performances，Landmarks，Amusement，

Outdoors，Sports，および Zoo & Aquariumsの 8種類のカテゴリ (J=8)の観光名

所ランキングにおいて，上位 5件の観光名所の名称をタグにもつ画像を取得した．

ただし，データセット収集に用いたタグを複数持った画像は収集対象から削除し

た．また，実験に用いる各データセット内のすべての投稿画像において，Flickr

1http://www.tripadvisor.jp
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から画像を取得する際に用いた観光名所の名称に関するタグはすべて削除し，実

験を行った．また，SVMにより構築する識別器のカーネル関数はすべてガウシ

アンカーネルとし，各パラメータは grid search [42]により決定した．

本実験では，表 4.1に示す 3種類の比較手法を用いて提案手法の有効性を検証

する．具体的には，比較 1および比較 2により，提案手法により複数の特徴を協

調的に用いることの有効性を確認する．さらに，比較 3により，提案手法によっ

て，前章で提案した手法の問題点を解決可能か確認する．

実験では，8クラス分類を行うため，提案手法および比較手法で用いる SVM

を one versus all法 [43]により多クラス分類に拡張した．さらに，提案手法およ

び比較手法の評価のために，10分割交差検定を行い，評価指標として以下に示

す再現率，適合率，および F値を用いた．

実験結果を表 4.2から 4.4に示す．実験結果より提案手法の評価指標がすべて

の比較手法を上回っていることが確認できる．以降，提案手法と各比較手法との

比較を行い，提案手法の有効性について考察を行っていく．

まず，比較 1および比較 2よりも提案手法の各評価指標が上回っていることか

ら，提案手法によって異種データを協調利用することで高精度な画像分類が実現

可能であることが確認できる．また，提案手法の各評価指標が比較 3を上回って

いることから，第 3章で提案した手法における問題点を解決し，高精度な画像分

類を実現したことが確認できる．以上より，提案手法によって異種データを協調

利用することにより，正確な画像分類が実現可能であることが確認された．一方

で，提案手法による誤分類の原因の多くは，異種データにより得られた選択対象

となるすべての分類結果が誤っているとき，提案手法では必ず誤分類結果が最終

的な分類結果として出力されてしまうという問題が存在しているためであると考

えられる．上記の問題を解決する処理を導入し，より正確な画像分類を実現する

ことが今後の課題としてあげられる．
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図 4.3: 実験で用いる画像共有サービスに投稿された観光画像の一例．

4.5 まとめ

本章では，機械学習による確信度が高い分類結果の選択による画像分類手法を

提案した．また，実際に画像共有サービスへ投稿された観光画像を対象として，

そのカテゴリの分類に本手法を適用することによって，本手法の有効性を確認し

た．具体的に提案手法は，異種データを用いて得られた 2種類の分類結果の中で

どちらの方が確信度が高いかを機械学習に基づく方法で識別する．このとき，確



第 4章 機械学習による確信度が高い分類結果の選択による画像分類 55

表 4.1: 実験で用いる比較手法．
概要

比較手法 1 撮影地点の位置座標を用いて FK-NNアルゴリズムによ
り分類を行う手法

比較手法 2 画像およびテキストタグを用いてMALRモデルにより
分類を行う手法

比較手法 3 第 3章で提案した画像分類手法

表 4.2: 確信度が高い分類結果の選択による画像分類手法に関する実験における
提案手法および比較手法による分類結果の再現率．

提案手法 比較手法 1 比較手法 2 比較手法 3

Cultural 0.818 0.781 0.786 0.777
Museums 0.938 0.926 0.926 0.922
Performances 0.924 0.920 0.934 0.925
Landmarks 0.893 0.884 0.871 0.876
Amusement 0.959 0.970 0.953 0.971
Outdoors 0.820 0.785 0.800 0.769
Sports 0.983 0.981 0.991 0.981
Zoos & Aquariums 0.964 0.969 0.951 0.966

平均値 0.912 0.902 0.902 0.898

信度が高い分類結果として判定された結果を最終的な分類結果として取得した．

選択候補の分類結果を取得する際，正しく分類された場合と誤分類が発生した場

合とでは，分類候補のカテゴリへの帰属確率などの出力値の傾向が異なると考え

られる．提案手法では，確信度が高い分類結果の選択に機械学習を利用すること

で，上記の分類結果の正誤による出力値の傾向を捉えることが可能となる．

ここで，前章および本章で提案した確信度が高い分類結果の選択では，選択対

象の分類結果がすべて誤っている場合，最終分類結果も必ず誤ってしまう．この

問題を解決するためには，上記のように選択処理では正しい結果を導出できない

場合を検出し，別の方法により再分類を行う手法を提案する必要がある．そこで
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表 4.3: 確信度が高い分類結果の選択による画像分類手法に関する実験における
提案手法および比較手法による分類結果の適合率．

提案手法 比較手法 1 比較手法 2 比較手法 3

Cultural 0.829 0.792 0.799 0.817
Museums 0.940 0.926 0.927 0.929
Performances 0.967 0.948 0.955 0.954
Landmarks 0.874 0.850 0.857 0.875
Amusement 0.985 0.987 0.978 0.984
Outdoors 0.821 0.813 0.798 0.834
Sports 0.987 0.987 0.988 0.986
Zoos & Aquariums 0.977 0.964 0.978 0.975

平均値 0.923 0.908 0.910 0.919

表 4.4: 確信度が高い分類結果の選択による画像分類手法に関する実験における
提案手法および比較手法による分類結果の F値．

提案手法 比較手法 1 比較手法 2 比較手法 3

Cultural 0.823 0.786 0.792 0.796
Museums 0.939 0.926 0.927 0.926
Performances 0.945 0.933 0.942 0.939
Landmarks 0.883 0.867 0.864 0.875
Amusement 0.972 0.978 0.965 0.977
Outdoors 0.820 0.799 0.799 0.800
Sports 0.985 0.984 0.989 0.983
Zoos & Aquariums 0.971 0.966 0.964 0.970

平均値 0.917 0.905 0.905 0.908

次章では，上記のように，再分類の必要性を判定するために，選択候補の分類結

果の中に確信度が高い結果が存在しているかを判定する方法を導入した画像分類

手法を提案する．
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第5章 帰属確率を入力とする分類器
を導入した画像分類の高精
度化

5.1 はじめに

本章では，分類精度の向上に向けて提案した帰属確率を入力とする分類器を導

入した画像分類の高精度化について説明する．提案手法の概要を図 5.1に示す．

具体的にまず，画像共有サービスへ投稿された画像とそのメタデータである撮影

地点の位置座標およびテキストタグの 3種類のデータをそれぞれ利用して，3種

類の分類結果を取得する．提案手法では，これらの分類結果の中に確信度が高い

結果が存在するかを判定する．確信度が高い分類結果が存在していると判定され

た場合，提案手法では，3種類の分類結果の中で最も確信度が高い結果を最終的

な分類結果とする．一方で，確信度が高い分類結果が存在しないと判定された場

合，上記の異種データを単独で利用して得られた分類結果の中から確からしい結

果を選択する手法では正確な分類が困難であると判断し，各分類器から出力され

る各カテゴリへの帰属確率を入力とする分類手法に基づいて，最終分類結果を取

得する．以上の処理により，画像共有サービスに投稿された画像の高精度な分類

を実現可能とする．

以降では，5.2で画像，位置座標およびテキストタグをそれぞれ単独で利用し

て分類結果を取得する方法について説明し，5.3で確信度が高い分類結果が存在

しているか否かを判定する手法について説明する．さらに，最終分類結果を算出

する方法について説明し，5.4で実際に画像共有サービスに投稿された観光画像

のカテゴリーを分類する実験の結果を示すことで提案手法の有効性について検証
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図 5.1: 確信度が高い分類結果の存在を考慮した画像分類手法の概要．

する．最後に 5.5で本章をまとめる．

5.2 分類手法

本節では，画像共有サービスへ投稿された画像，撮影地点の位置座標，および

テキストタグをそれぞれ利用して分類結果を取得する方法について説明する．ま

ず，投稿画像を利用した分類について説明する．提案手法では，画像を利用した

分類にCNN [46]を利用する．具体的には，ILSVRC20121のデータセットで事前

学習された CNNモデルであるVGG16 [47]に対して，対象とする画像の分類が

1http://www.image-net.org/challenges/LSVRC/2012/
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可能となるように Fine tuningを行い，最終畳み込み層および全結合層の重みを

求め直す．提案手法では，以上で得られたCNNモデルを用いて画像分類を行う．

画像の撮影地点の位置座標を用いた分類では，画像が撮影された地点の緯度お

よび経度で構成される 2次元のベクトルを利用した FK-NNアルゴリズムにより

分類する．なお，次章以降で説明する確信度が高い分類結果の存在の判定，およ

び最終分類結果の取得に各カテゴリへの帰属確率を利用する．そこで，提案手法

では位置座標を利用した分類手法として，上記の帰属確率を算出可能な FK-NN

アルゴリズムを採用した．

最後に，テキストタグを利用した分類手法について説明する．提案手法ではま

ず，テキストタグからGlobal Vectors for word representation (GloVe) [48]により特

徴ベクトルを算出する．ここで，GloVeによりテキストタグから特徴ベクトルを算

出する際には，すべてのテキストタグが同一の言語で付与されている必要がある．

しかしながら，画像共有サービス上に存在する画像は世界各国から投稿されてお

り，これらの画像には，様々な言語でテキストタグが付与されている．そこで提

案手法では，上記の問題点を解決し，GloVeにより特徴ベクトルを算出するため，

英語以外の言語で付与されているテキストタグをGoogle Translation API2により

英語へ翻訳したテキストタグを利用して，特徴ベクトルを算出する．提案手法で

は，上記で算出された特徴ベクトルを用いて Support Vector Machine (SVM) [38]

により分類を行う．以上の手法により，提案手法では画像，位置座標，およびテ

キストタグをそれぞれ利用して，3種類の分類結果を得る．

5.3 確信度が高い分類結果の存在の判定

本節では，前節で取得した 3種類の分類結果の中に確信度が高い分類結果が含

まれているかを判定する処理について説明する．提案手法ではまず，文献 [49]に

基づいて，前節で得られた 3種類の分類結果の確信度をそれぞれ算出する．これ

らの確信度を利用して前節で得られた 3種類の分類結果の中に確信度が高い分類

2https://cloud.google.com/translate/
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結果が存在しているかを判定する．以降では，5.3.1で確信度の算出方法について

説明し，5.3.2で確信度が高い分類結果の存在を判定する手法について説明する．

5.3.1 確信度の算出

確信度の算出では，分類結果の正誤を識別するための識別器を構築し，この識

別器によって出力される「分類結果が正しい」と識別される確率値をその分類結

果の確信度として取得する．具体的にはまず，予めカテゴリ情報が既知の訓練サ

ンプルの交差検定を行うことで，訓練サンプルに対する各データを利用した際の

分類結果を取得する．さらに，上記の分類を行う際に得られる各カテゴリへの帰

属確率を並べたベクトルを取得する．ただし，「各カテゴリへの帰属確率」は画像

を利用した分類の場合は，CNNにおける最終層の出力値，位置座標を利用した

分類の場合は，FK-NNアルゴリズムにより得られる各カテゴリへの帰属確率を

表す．また，テキストタグを用いた分類の場合は，SVMにより出力される各カ

テゴリへの帰属確率を表す．上記の交差検定により得られた分類結果と実際のカ

テゴリ情報を比較し，正しい訓練サンプルと誤っている訓練サンプルに分割し，

これらのサンプルと各カテゴリへの帰属確率並べたベクトルを利用して，先に述

べた分類結果の正誤を識別するための識別器を構築する．以上で，得られた識別

器に対して，テストサンプルの分類により得られた帰属確率のベクトルを入力す

ることで，分類結果の正誤の識別を行う．これにより得られた「分類結果が正し

い」と識別される確率値をテストサンプルの確信度として取得する．

ここで提案手法で算出された確信度は，分類結果が正しいと識別される確率値

として算出され，その値域が [0, 1]となるように求められたものである．提案手

法における上記の SVMによる分類結果の正誤の識別では，「正しく分類された結

果」として識別される確率をテストサンプルの特徴と SVMの識別超平面からの

符号付き距離をシグモイド関数に入力することで算出する．さらに，画像，位置

座標，およびテキストを用いて得られた分類結果の確信度は，異なる識別器の出

力として算出されるものの，その分布は同一であると考えることができる．した

がって，提案手法で異種データから算出される確信度は，互いに比較可能となる
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ため，加減算を行うことができる．以上で説明した手法により，提案手法ではテ

ストサンプルに対して取得された 3種類の分類結果の確信度をそれぞれ算出する．

5.3.2 確信度が高い分類結果の存在判定

提案手法では，one-versus-one法に基づいた手法により確信度が高い分類結果

の存在を判定する．今，lv，lg，および lt (∈ {1, 2, . . . ,M}; Mは分類対象のカテゴ

リ数)をそれぞれ画像，位置座標，およびテキストタグを利用して分類結果とし

て得られたカテゴリとする. また，Cv，Cg，およびCtをそれぞれ画像，位置座

標，およびテキストタグにより得られた分類結果の確信度とするとき，提案手法

では，2つの特徴により得られた分類結果の確信度を比較することで，確信度が

高い分類結果の存在を判定する．具体的に，特徴 f1および f2 ( f1, f2 ∈ {v, g, t})に

よりそれぞれ得られた結果 l f1 および l f2 が同じカテゴリであるとき，提案手法で

は仮の分類結果 r f1 f2 を次式の通りに算出する．

r f1 f2 =

l
common if C f1+C f2

2 ≥ T f1 f2
1

0 otherwise
(5.1)

ただし，lcommon = l f1 = l f2であり，T f1 f2
1 は特徴 f1および f2により得られた分類結

果の確信度を比較するために事前に決定されたしきい値を表す．なお，仮の分類

結果において，カテゴリ ‘0’は，確信度が高い分類結果が選択候補の結果の中に

含まれていないことを表し，カテゴリ ‘1’は，確信度が高い分類結果が含まれて

いることを表す．一方で，l f1 と l f2 が異なるカテゴリの分類結果として取得され

たとき，提案手法では，以下の通りに仮の分類結果 r f1 f2 を取得する．

r f1 f2 =


l f1 if {|C f1 −C f2 | ≥ T f1 f2

2 } ∧ {C f1 > C f2}
l f2 if {|C f1 −C f2 | ≥ T f1 f2

2 } ∧ {C f1 < C f2}
0 otherwise

(5.2)
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ただし，T f1 f2
2 は，分類結果が異なる際に特徴 f1および f2により得られた結果の

確信度を比較するために事前に決定されたしきい値を表す．提案手法では，以上

の確信度の比較を投稿画像，位置座標，タグのすべての組み合わせで行うことで，

3種類の仮の分類結果 rvg，rvt，および rgtを取得する．これらの結果について多

数決を行うことで仮の最終結果を得る．この多数決による仮の最終結果の取得で

は，取得対象の結果は，最終結果を出力するために採用する手法である．さらに，

この多数決では，確信度を考慮している．したがって，提案手法で利用する多数

決は，確信度を考慮し，分類結果ではなく分類手法を決定するために行うため，

最終分類結果を得るために簡便な多数決を利用している従来の分類結果統合で生

じていた，分類精度の低下は発生しないと考えられる．仮の最終結果がカテゴリ

‘1’となった場合，提案手法では，選択対象の分類結果の中に確信度が高い分類

結果が存在していると判断し，確信度が最も高い分類結果を最終分類結果として

選択する．一方で，仮の最終結果がカテゴリ ‘0’である場合，提案手法では，各

カテゴリへの帰属確率を入力とする分類器により最終分類結果を算出する．以上

の処理により，提案手法では選択対象の分類結果の中に確信度が高い結果が含ま

れているかを判断することで，最終分類結果の取得方法を自動で選択する．これ

により，分類精度向上に有効な特徴と分類手法に基づいて，最終分類結果を取得

することが可能になるため，正確な画像分類の実現が期待できる．

5.4 実験

本節では，提案手法の有効性を確認するために行った実験の結果を示す，本実

験では，実際に画像共有サービスに投稿された観光画像を対象として，撮影され

ている観光名所に関するカテゴリを分類する．本実験では，100,449枚の観光画像

を 2017年 12月 3日の時点で，trip advisor3において紹介されている観光名所のカ

テゴリのうち，Sights&Landmarks，Museums，Nature&Parks，Concerts&Shows，

Shopping，Food&Drink，Zoo&Aquariums，および Eventの 8種類のカテゴリ4へ

3http://www.tripadvisor.jp
4本実験では，観光画像が 1,000枚以上収集可能なカテゴリのみを分類対象とした．



第 5章 帰属確率を入力とする分類器を導入した画像分類の高精度化 63

表 5.1: 各カテゴリの観光画像の枚数．
観光カテゴリ 画像数

Sights&Landmarks 46,672枚
Museums 11,891枚

Nature&Parks 19,592枚
Concerts&Shows 4,783枚

Shopping 1,262枚
Food&Drink 7,988枚

Zoo&Aquariums 1,942枚
Event 6,319枚

分類する．ここで，本実験で用いる観光画像は，trip advisorにおいて紹介されて

いる各カテゴリ別の観光名所ランキングにおいて，上位 10件の観光名所の名称

をタグに持つ画像を Flickrから取得した．なお本実験では，複数のカテゴリを含

む観光画像を分類対象としていないため，観光画像収集に用いたタグを複数有す

る画像については，収集対象から除外した．表 5.1に各カテゴリの観光画像数を

示し，図 5.2にデータセットに含まれる観光画像の例を示す．

本実験では比較手法として以下の 5種類の比較手法を用いる．

比較手法 1

観光画像を利用した CNN [46]により分類する手法．

比較手法 2

撮影地点の位置情報を利用した FK-NNアルゴリズム [36]により分類する

手法．

比較手法 3

テキストから算出された特徴 [48]を用いて SVMにより分類する手法．

比較手法 4

提案手法において，最終分類結果を取得するための分類手法の選択を行わ
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Sight&Landmarks Museums

Nature&Parks Concerts&Shows

Shopping Food&Drink

Zoo&Aquariums Event

図 5.2: 実験で利用するデータセットに含まれる観光画像の例．

ずに，MALRモデル [37]に基づく各カテゴリへの帰属確率を入力とする分

類器により最終分類結果を取得する手法．

比較手法 5

提案手法において，最終分類結果を取得するための分類手法の選択を行わ

ずに，観光画像，撮影地点の位置座標，およびテキストをそれぞれ用いて

複数の分類結果の中から確信が高い結果を選択する手法．

上記の比較手法との比較を行うことで，提案手法における複数の情報の同時利用，

および分類結果の確信度算出と再分類の有効性を検証する．さらに，本実験では，

提案手法および比較手法の分類精度を評価するために，データセットを訓練画像

80,356枚，およびテスト画像 20,093枚に分割し，評価指標として F値を用いた．

本実験では，CNNの fine tuningを行う際には，深層学習のオープンソースソフ

トウェアである TensorFlow5を利用した．提案手法において最終分類結果の取得

手法を選択するために予め設定するしきい値T vg
1 ，T vg

2 ，T vt
1 ，T vt

2 ，T gt
1 ，およびT gt

2

5https://www.tensorflow.org/
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をそれぞれ 0.4，0.2，0.6，0.9，0.5，および 0.5に設定した．また，SVMのカー

ネル関数はガウシアンカーネルとし，そのパラメータはグリッドサーチ [50]によ

り決定した．さらに，MALRモデルにおいて各カテゴリの訓練データ数の不均

衡性を考慮するためのパラメータ ζおよび正則化パラメータ λは，それぞれ 0.5

および 1.0とした．以上の実験方法により，提案手法の有効性を検証する．

表 5.2に提案手法および比較手法により得られた分類結果の F値を示す．実験

結果より，提案手法の分類精度が他の比較手法を上回っていることが確認できる．

以降では，提案手法と各比較手法の分類精度について比較を行い，提案手法の有

効性について考察を行っていく．

まず，比較手法 4の分類精度が比較手法 1，比較手法 2，および比較手法 3を

上回っていることから，提案手法における各カテゴリへの帰属確率を入力とする

分類手法により，高精度な画像分類が実現可能であることが確認できる．また，

比較手法 5が比較手法 1，比較手法 2，および比較手法 3よりも高精度な分類を

実現していることから，提案手法における確信度が高い分類結果の選択による最

終分類結果の取得が有効であることが確認できる．さらに，提案手法の分類精度

が比較手法 1，比較手法 2，および比較手法 3を上回っていることから，画像共

有サービスに投稿される観光画像とそのメタデータである撮影地点の位置座標

およびテキストを同時に利用して画像分類を行う有効性が確認できる．また，比

較手法 4および比較手法 5と提案手法の分類精度を比較すると，比較手法 4およ

び比較手法 5には，提案手法における新規点が含まれているため，その差はわず

かであるものの，高精度な分類を実現するために適した手法を選択することで，

分類精度が向上することが確認された．以上より，提案手法によって，画像共有

サービスに投稿された観光画像を高精度に観光カテゴリへ分類する有効性が確認

された．

ここで，観光客に対する観光情報の推薦システムへの提案手法の応用について

議論する．提案手法を応用して，上記の推薦モデルを構築するためには，観光客

が撮影した画像にそのカテゴリに関するタグなどの情報が付与されたデータを収

集する必要がある．従来のSNSに採用されている方法を利用すると，画像が撮影
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された地点の位置座標に基づいて，そのカテゴリを付与する方法が考えられる．

しかしながら実験結果より，位置座標を用いて，上記のカテゴリを自動で付与し

た場合，誤ったカテゴリが付与される画像が存在するため，これらの画像に対し

ては手動でカテゴリを付与する必要がある．提案手法および比較手法 2の位置座

標のみを用いた FK-NNアルゴリズムによる分類結果の精度差より，位置座標の

みを用いた場合と比較して，提案手法によって，手動による付与が必要が画像の

約 10%のに対して，自動付与が可能となることを表している．画像共有サービス

に投稿される画像数は膨大であるため，上記の自動付与により，観光情報推薦の

実現への貢献が期待される．

さらに，提案手法では，分類結果の確信度に基づいて，分類結果を取得してお

り，最終分類結果の精度も確信度推定の精度に依存している．ここで，提案手法

における確信度は，分類により得られた各カテゴリへの帰属確率を用いて分類結

果の正誤を識別することで推定されるものであり，その推定精度は分類対象のカ

テゴリの細かさに依存しない．したがって，分類対象のカテゴリが本実験で用い

たものよりも詳細になったとしても，確信度を正確に推定することが可能である

ため，提案手法は，他の比較手法よりも高精度な分類を実現できると考えられる．
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5.5 まとめ

本章では，分類精度の向上を目標として，各カテゴリへの帰属確率を入力とす

る分類器を導入した画像分類手法を提案した．また，実際に画像共有サービスに

投稿された観光画像を対象とした分類に本手法を適用することで，その有効性を

定量的に確認した．具体的に提案手法では，投稿画像，撮影地点の位置座標，お

よびテキストタグをそれぞれ用いて 3種類の分類結果を取得する．これらの分類

結果の中に確信度が高い結果が存在するかを判定する．確信度が高い分類結果が

存在していると判定された場合，上記の 3種類の分類結果の中で，最も確信度が

高い結果を最終分類結果として取得する．一方で，確信度が高い分類結果が存在

しないと判定された場合，選択処理による分類は適切ではないと判断し，各カテ

ゴリへの帰属確率を入力とする分類器を用いた再分類を行い，この結果を最終的

な分類結果とする．以上により，提案手法は，高精度な分類の実現のために適し

たデータと分類方法を特定し，分類に利用することを可能とした．
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第6章 結論

6.1 本論文の成果

本論文では，画像共有サービスに投稿される画像の正確な分類を目的として，

異種データを用いた新たな画像分類手法を提案した．以下に本論文における各章

の概要について述べる．

第 2章では，本研究の関連研究として，異種データを利用した画像分類手法を

紹介し，本論において解決すべき問題を明らかにした．第 3章では，異種データ

より得られた分類結果の確信度を利用した画像分類手法を提案した．まず，撮影

地点の位置座標を用いた画像分類を行い，この結果の確信度を算出する．上記の

確信度が予め決定した閾値よりも十分に高ければ，この結果を信頼性の高い結果

として選択する．一方で，確信度が低い場合は，画像およびテキストタグを利用

して得られた結果の信頼性が高いと判断し，これを最終分類結果とする．また，

実際に画像共有サービスに投稿された観光画像を対象とした実験を行い，その有

効性を定量的に確認した．これにより，分類器から出力された結果の確信を表す

指標である確信度を利用して，信頼性の高い結果を選択することで，分類精度向

上に貢献するデータを利用した分類を実現した．第 4章では，第 3章で利用した

確信度では捉えることが困難な誤分類の傾向を考慮するために，機械学習により

推定された確信度を用いた確からしい結果の選択処理による画像分類手法を提案

した．まず，画像，撮影地点の位置座標，およびテキストタグから 2種類の分類

結果を取得する．これらの分類結果の中で，最も信頼性の高い分類結果を判定す

るため，各分類結果を取得する際に得られる分類候補クラスへの帰属確率を入力

とする識別器を機械学習に基づいて構築する．上記の識別器により得られた誤分

類の識別結果に基づいて確信度を推定し，この確信度が最も高い結果を最終分類
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結果として出力する．第 5章では，分類精度の向上に向けて帰属確率を入力とす

る分類器を導入し，最終分類結果を取得するために適した分類手法を自動で選択

する処理による画像分類手法を提案した．この手法では，異種データを単独で利

用して得られたすべての分類結果とそれらの確信度から，確からしい分類結果の

選択処理，もしくは，各カテゴリへの帰属確率を入力とする分類手法により，最

終分類結果を取得する．これにより，分類精度向上に貢献するデータおよび分類

手法を利用した画像分類を実現した．また，実際に画像共有サービスに投稿され

た観光画像のカテゴリ分類を行った実験の結果より，本手法を適用することで，

正確な分類が実現可能であることを示した．

6.2 今後の課題

本論文では，画像共有サービスに投稿される異種データを利用して，画像を分

類する手法を提案した．これらの手法では，異種データを効率的に利用して画像

分類を行うため，各データの重要度を考慮可能とした．しかしながら，本論文に

おける実験では，上記の手法を最大でも 3種類のデータにしか適用していない．

画像共有サービスに投稿された画像からは，画像，テキスト，および位置座標に

加えて，撮影時刻等のデータを取得することができる．したがって，実用性の検

証のため，分類に利用する異種データの種類を増やして実験を行い，本論文で提

案した手法の有効性を検証する必要がある．また，投稿画像のメタデータはすべ

ての画像には，付与されておらず，位置座標等が欠損している画像が存在する．

本論文の手法では，これらのデータの欠損がある画像は対象としていないもの

の，その数は膨大であるため，この問題を無視することは出来ない．したがって，

今後の課題として，異種データの欠損を考慮した分類手法の構築が挙げられる．

さらに，本分類手法を画像検索や推薦へ応用するための検証や手法の構築も不十

分であった．これらを今後の課題として挙げ，異種データ解析および画像分類技

術の更なる発展のために研究に取り組んでいく所存である．
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