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1

第1章 序論

1.1 本研究の背景

現存する橋梁やトンネルなどの構造物の多くは,高度経済成長期に集中的に建

設され,現在,急速な老朽化の時期を迎えている. 平成 29年度国土交通白書では,

建設から 50年以上が経過する構造物の割合は今後 15年間で急増すると述べられ

ている [1]. 例えば, 橋梁におけるその割合は, 2018年に約 25%であったものが,

2033年には 63%に達するとされている. また,少子高齢化の進行により生産年齢

人口が 1995年をピークに減少に転じており，構造物の維持管理の分野において

も，高齢者の大量離職による中長期的な技術者不足が生じることが懸念されてい

る [1]．そこで，構造物の急速な老朽化に伴う維持管理・更新費用の増大および

将来的な技術者不足に対処するため，国土交通省では，予防保全等の計画的なメ

ンテナンスによる費用の削減や業務の効率化を目的として，「インフラメンテナン

ス革命」を推進し，異分野との連携による効率的な構造物の維持管理の実現を目

指している [2]．このような背景から，構造物の点検の無人化や診断の自動化に

向けた取り組みがなされており，その実現のため，機械学習を用いたデータ解析

技術の創出が求められている．従来より,構造物に発生する異常 (以降,変状)が

撮影された画像 (以降，変状画像)を用いて,機械学習により,構造物に発生する

頻度の高いひびわれやポットホール等の特定の変状に注目した検出が盛んにおこ

なわれてきた [3, 4, 5]. 一方,構造物には上述の変状以外にも様々な種類の変状が

発生し,その劣化の度合いも多様であることから,近年では,変状の種類や劣化の

度合いを自動分類 (以降,変状分類)する手法が提案されている [6, 7]. 以上より,

変状分類の実現により技術者の負担を軽減することが可能となるため,構造物の

維持管理支援において有効な手段の一つである.
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画像の自動分類は従来より一般物体認識の分野で活発に研究が行われており,

これらは変状分類を行う際にも基礎的な技術となる. これらの画像分類におい

ては, 深層学習の導入により様々なタスクの精度向上が報告されている. 特に,

Convolutional Neural Network (以降, CNN) [8]は,入力画像と対応する出力ラベル

の組を用い,多数の隠れ層を構築することで分類に有効な弁別性の高い特徴への

自動変換を実現する. 一方,効果的な特徴変換を行うためには,隠れ層を構成する

膨大なパラメータを最適に決定する必要があることから,大量の学習画像を必要

とする. しかしながら,構造物の維持管理の分野では,実際の維持管理業務の際に

技術者が手動で変状画像を撮影するため,大量の画像を用意することは困難であ

る. このような問題を解決するために,従来より,変状領域のパッチ分割による学

習画像の充足 [9, 10, 11]や変状画像に対する回転・コントラスト調整などによる

学習画像の充足 [12, 13, 14],一般物体認識用の画像で学習されたパラメータを用

いた転移学習 [15, 16, 17]など,少量画像に対応した様々なアプローチが研究され

てきた. しかしながら,変状画像には,背景などの不要な領域が多く存在すること

や同一の変状においても多様な視覚的特徴を有することから,学習画像の充足や

転移学習の効果が低く [18],画像のみを用いた変状分類には精度向上に限界が存

在した. ところで, 実際の維持管理業務では, 技術者は変状画像の撮影に加えて,

構造物の部位や部材の名称等をテキストデータとして記録し,変状画像とテキス

トデータを総合的に評価することで最終的な判断を下している. したがって, 変

状分類にテキストデータを導入することはその高精度化に有効であると考えられ

る. そこで,これらの異なる種類のデータから得られる特徴 (以降,異種特徴)の関

連性に基づき, 分類に有効な特徴へ変換可能な射影を導出し, 深層学習の隠れ層

に導入することで,上記課題が解決可能となることが期待される.

1.2 本研究の目的

構造物の維持管理の分野では,撮影される画像に限りがあるため,従来より様々

なタスクにおいて高精度な画像分類を達成しているCNNを用いた分類は困難で

ある. この問題を解決し,高精度な変状分類を実現するため,本研究では,実際の
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維持管理業務で撮影される変状画像と記録されるテキストデータから算出する異

種特徴を用いて,分類に有効な弁別性の高い特徴へ変換可能な枠組みを導入した

機械学習による変状分類手法を実現することを目的とする. 本手法を構築するた

めには, 異種特徴および変状との間に関連性が存在することを明らかにし, その

関連性に基づき効果的な特徴変換を行う射影を導出し,深層学習へ導入する必要

がある. したがって,本論文は,１）異種特徴間の関連性の評価,２）分類に有効

な特徴へ変換可能な射影の導出,３）異種特徴間の関連性を考慮可能な深層学習

手法の構築により構成される.

1)異種特徴間の関連性の評価

実際の維持管理業務においては, 技術者は変状画像とテキストデータを用

いることで最終的な判断を下すが,機械学習を用いた変状分類においては,

これらのデータから得られる異種特徴が有効であるかは明らかとなってい

ない. そこで,異種特徴および変状間の関連性を定量的に評価可能な分類器

を構築することで,変状分類において,異種特徴および変状間に関連性が存

在することを明らかにする.

2)分類に有効な特徴へ変換可能な射影の導出

1)により, 異種特徴および変状間に関連性が存在することが明らかとなる

ため,これらの関連性に基づき,分類に有効な特徴への変換を可能にする射

影を導出する. 具体的に,異種特徴間の相関関係を考慮した特徴変換により

得られる特徴は,分類精度向上に寄与するという報告 [19]に基づき,これら

の特徴間の相関関係を考慮可能な手法を導入する. これにより,少量の学習

画像を用いる場合でも,弁別性の高い特徴への変換が可能となる.

3)異種特徴間の関連性を考慮可能な深層学習手法の構築

2)で得られた射影を隠れ層に導入した順伝搬型の深層学習を新たに構築す

る. 順伝搬型の深層学習の隠れ層の重みとして異種特徴の相関関係を考慮

して導出した射影を用いることで,少ない層で分類に有効な特徴への変換を

可能とすることから,最適に決定すべきパラメータ数の削減が可能となる.



第 1章 序論 4

図 1.1: 本研究における課題とその解決策および章構成の関係.

以上により,異種特徴間の関連性に基づいて,高い弁別性を有する特徴への

変換の枠組みを導入した深層学習を構築することで, 少量の学習画像を用

いた高精度な変状分類を実現する.

上記の本研究における課題とその解決策および章構成の関係を図 1.1に示す.

1.3 論文の構成

本論文は，6章から成り,以下に各章の概要を述べる. 第 1章では,研究背景お

よび目的について述べた.

第 2章では,構造物の維持管理支援を目的とした,機械学習に基づく従来研究に

ついて紹介し,本論文で解決すべき課題を明らかにする.

第 3章では，異種特徴と変状を変数とみなすことで,それらの因果関係を確率

値として表現可能なベイジアンネットワーク [20]に基づく変状分類手法を構築

する. 具体的に,実際の維持管理業務において,変状画像とテキストデータが技術

者の判断に有効であることに着想を得て,維持管理業務を模擬した枠組みにより

変状分類を行う. これにより,どの特徴がどの変状に関連があるかなど,異種特徴

間の関連性の存在を明らかにすることが可能となる.
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第 4章では，異種特徴に正準相関分析 [21]を適用することで変状分類に有効な

特徴を算出し,それらの特徴を用いた変状分類手法を構築する. 具体的に,互いに

高相関な特徴は分類精度向上に効果的であることから,画像特徴とテキスト特徴

を互いの相関が高くなるような空間へ変換する射影を導出する. これにより, 少

量の学習画像を用いた場合でも,弁別性の高い特徴へ変換可能となる.

第5章では，得られた射影を隠れ層に導入した順伝搬型の深層学習として新たに

Correlation-maximizing Deep Extreme Learning Machine-local Receptive Field [22]

を構築する. 順伝搬型の深層学習の隠れ層の重みとして異種特徴の相関関係を考

慮して算出した射影を用いることで,少ない層で分類に有効な特徴への変換を可

能とすることから,最適に決定すべきパラメータ数の削減が可能となる. したがっ

て,少量の学習画像を用いた高精度な変状分類が実現する.

第 6章では，本論文の結論を示し,今後の課題について述べる.
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第2章 機械学習を用いた構造物の維
持管理支援に関する従来研究

2.1 はじめに

本章では, 構造物の維持管理支援を目的とした, 機械学習を用いた画像解析に

関する従来研究について述べる. 機械学習を用いた構造物の維持管理支援に関す

る研究は, 点検時に撮影される画像を用いて 1990年代より行われてきた. 特に,

計算機を用いた構造物に発生する変状の検出,変状の種類の分類および変状の劣

化レベルの分類などに関する研究が盛んに行われてきた. 2000年に入ると,画像

から対象物体を表すことが可能な特徴量を人手で設計し, Support Vector Machine

(以降, SVM) [23] 等による機械学習手法が画像分類手法として一般的であった.

近年では, 2012年に行われた一般画像認識のコンペティション (ILSVRC 2012)に

おいて,ニューラルネットワークの一種であるCNN [8]が大幅な認識精度向上を

達成したことをきっかけに,深層学習へ注目が一斉に集まった. 2012年以降も,活

発な研究が行われ，文献 [24, 25, 26]に代表される様々なCNNモデルが提案され

ており,非常に高い精度で物体を認識することが可能となった. それ以来,構造物

の維持管理支援のための画像解析に関する研究においてもCNNの導入が検討さ

れてきた．

CNNモデルを構築するためには,膨大な数のパラメータを最適に設定する必要

があるため,大量の学習画像を必要とする. しかしながら,構造物の維持管理にお

いて撮影される画像の数は CNNに必要な画像数よりも少ないことから, さまざ

まな工夫により, CNNモデルが構築されてきた. 具体的には, パッチ分割や data

augumentationによる学習画像数の増加,学習済みCNNモデルを用いた転移学習

に基づく手法の 3つの手法に大別される. そのため,本章では,上記 3つの研究に
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ついて説明する.

本章の構成は，以下の通りである．2.2節では,パッチ分割を用いた従来研究に

ついて説明する．2.3節では, data augmentationを導入した従来研究について説明

する．2.4節では,学習済みCNNモデルを用いた転移学習に関する従来研究につ

いて説明する．2.5節では,従来研究より考えられる課題と本論文の解決法につい

て検討する．

2.2 パッチ分割を用いた従来研究

2.1節で述べた CNNの学習では大量の画像を必要とする問題に対処するため

に, 画像をパッチ分割することで CNNの学習で用いるサンプル数を増加させる

手法が種々提案されている [9, 10, 11]. これらの手法では,一般物体認識において

高精度な画像認識を達成したと報告されているCNNモデルを用いて学習するだ

けではなく, 著者らの設定した問題に適したモデルを新たに構築し, 学習する手

法なども提案されている. これらのモデルの入力画像サイズは 200ピクセルから

300ピクセル四方であるため,より多くのパッチを取得するためには,元画像が高

解像度である必要がある. 以下に示す手法は, 高解像度な画像から膨大なパッチ

を算出することで, CNNの効果的な学習を可能とした.

文献 [27]: CNNを用いたひびわれ検出

文献 [27]では, 構造物において最も発生頻度の高い変状であるひびわれを

自動検出することを目的としている. 従来の画像処理技術では,自らひびわ

れを表す特徴を設計する必要があったため,画像を撮影する環境に大きく依

存し, 実際のアプリケーションへの導入は困難であった. そこで, 本手法で

は, 4, 928×3, 264ピクセルの高解像度画像から 256×256のパッチを 40, 000

枚用意し,文献 [8]に基づき著者らが新たに構築した CNNを学習すること

で 98%の精度でひびわれ検出を可能にしたと報告されている.

文献 [9]: CNNを用いたひびわれ検出
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文献 [9]では,文献 [27]と同様に,パッチ分割された画像を用いてCNNを構

築し, 手動による特徴設計が必要な従来手法の精度を上回ることを目的と

している. 本手法では, 3, 264× 2, 448ピクセルの画像から 99× 99ピクセル

のパッチ 640, 000枚を作成し, CNNを学習する. 実験では,従来手法よりひ

びわれ検出で用いられてきた SVMやBoosting [28]の精度が約 75%である

のに対し,著者らのCNNを用いた手法では約 90%の精度を達成したと報告

されている.

文献 [10]: CNNとナイーブベイズを用いた動画像からのひびわれ検出

文献 [10]では, 原子力発電所を点検しているロボットが撮影した動画像か

ら,金属に発生するひびわれを自動検出することを目的としている. 本手法

では, 30fpsで撮影された 720×540ピクセルの画像からひびわれを含むパッ

チ 147, 344枚,ひびわれを含まないパッチ 149, 460枚を取得し,新たにCNN

モデルを構築することで動画像の各フレームの各パッチから検出結果を取

得する. 本手法では,静止画ではなく動画像を用いることから,各フレーム

からパッチの算出が可能となるため,比較的低解像度画像ではあるものの,

データ数の増加が可能となる. 最後に,得られた結果をナイーブベイズに基

づき統合することで,動画像の外乱等の影響を抑制することが可能になり,

最終的に約 98%の検出精度を達成したと報告されている.

文献 [11]: CNNとマルチタスク学習に基づく鉄道路線点検のための物体検出

文献 [11]では, 鉄道路線の点検時に得られる画像から結び目と留め具など

の複数の物体を自動検出することを目的としている. 具体的には,撮影され

た 4, 096× 320ピクセルの画像中から 2, 000, 000枚のパッチを算出し,素材

ごとに 10種類のクラス分類を行う. さらに,その素材の一つである留め具に

おいては,劣化レベルの分類も行っている. 本手法では, CNNの中間層から

素材を分類するネットワークと留め具の劣化レベルを分類するネットワー

クに 2つに分岐することで, 同時に複数のタスクの分類問題に対処してお



第 2章 機械学習を用いた構造物の維持管理支援に関する従来研究 9

り,これが著者らの新規点である. 実験により,いずれの分類精度において

も 95%以上の精度を達成したと報告されている.

2.3 Data augmentationを導入した従来研究

CNNの学習に必要な画像数を増やすことで,学習画像のバリエーションを増や

し,学習を安定させて過学習を防ぐことを目的として data augmentationに関する

研究が行われている [29]. 具体的に, data augmentationとは,画像にランダムに回

転,水平に反転,コントラストの調整などの処理を加えることで,元画像とは異な

るデータを作成し, 学習データ数を補填する手法である. 構造物の維持管理の分

野においても,学習画像が少ない場合においては, data augmentationを導入するこ

とで,深層学習の適用を可能にしている [12, 13, 14].

文献 [14]: CNNを用いた構造物に発生する変状の検出

文献 [14]では,現実の状況を考慮し,複雑な背景等が撮像されている画像か

ら,複数種類の変状を自動検出することを目的としている. 具体的に,本手法

では,学習画像の一部をランダムに選択し,回転,オクルージョン,モーショ

ンブラーリングの 3種類の変換を施す. 回転は対象画像の上下左右を反転

する処理であり, オクルージョンは対象画像の一部の領域を黒塗りするこ

とで隠す処理である. これらの処理は data augmentationでは一般的な処理

である. 実際の環境では,画像を撮影するカメラが動くことによって,画像

がぼけてしまう可能性もあるため,本手法では,モーションブラーリングに

よって, 予めぼけた画像を作成し, 画像のぼけに頑健な CNNの学習を可能

にする. これにより,元画像数の 2倍の画像を用いて CNNを学習すること

で,物体の自動検出においてスタンダードな手法である Faster R-CNN [30]

と比較し,大幅な精度向上を報告している.

文献 [13]: Faster R-CNNを用いたリアルタイム処理による変状領域検出

文献 [13]では,領域抽出手法として優れた性能を誇る Faster R-CNNを用い
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て, 複数種類の変状の種類およびその領域をリアルタイムで自動検出する

ことを目的としている. 本手法では,元の学習画像に対し,反転の処理を施

すことで, data augmentationを行い,その画像をさらにパッチ分割すること

で学習データの充足を行っている. 実験により, 5つの変状すべてに対し,　

約 90%以上の精度で検出可能であることが確認された. さらに,動画像に対

してもテストを行うことで, リアルタイム処理が可能であることも報告さ

れている.

2.4 学習済みCNNを用いた転移学習に関する従来研究

上述の手法の多くは, CNNモデルを著者らが新たに提案し,大量のパッチ画像

を用いて学習した. 対象のドメインに応じた画像を用いて CNNを学習すること

で,弁別性の高い特徴の算出が可能となり,人手により設計した特徴を用いた従来

研究と比較して,種々のタスクの精度向上を実現した. ここで,近年では,一般物体

認識おいて高い認識精度を誇るCNNモデルが種々提案されている [31, 32, 24]. 一

般物体認識用の大規模データセットである ImageNetを用いて学習された種々の

CNNのモデルパラメータが公開されており,このパラメータを初期値として用い,

自らのデータセットで再学習を行う Fine-tuningが盛んにおこなわれている [16].

Fine-tuningでは, 予め学習されたモデルを用い, 最終層に近い層のパラメータの

みを,対象のデータセットで再学習することから,大量の学習画像がない場合にお

いて,有効な分類手法の一つである. また,予め学習された CNNモデルを特徴抽

出器とみなした転移学習も存在する. 具体的に, ImageNetで学習された CNNモ

デルに対象の画像を入力することで特徴を抽出し,その後,従来の SVM等の分類

器を学習する方法である. これらの手法は, 対象のドメインが学習で用いられた

一般画像とは異なる場合でも,対象画像を表現する能力 (以降,表現能力)が比較

的担保されていることに注目して構築されている. また,特徴抽出以降の処理で,

データに適した処理を加える, つまり, 対象画像から得られた特徴のみを用いて

分類器を学習することで,種々の精度の向上を実現する. CNNを特徴抽出器とし

て用いる手法は,特徴抽出のためにCNNモデルを学習することなく,比較的表現
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能力の高い特徴を算出可能であることから,構造物の維持管理の分野においても

広く用いられている [15, 16, 17].

文献 [16]: 構造物を撮影した画像を用いた転移学習による変状分類

文献 [16]では, 構造物の画像を用いた種々のタスクの高精度化のために,

Structured ImageNetと呼ばれるデータセットが提案され,それらを用いた転

移学習により, 構造物を構成する成分の分類, 剥落の度合いの分類, 変状の

劣化レベルの分類および変状の種類の分類の 4つの画像認識タスクの高精

度化を目的としている. 本手法では, ImageNetで学習されたVGG16 [24]に

対し, Structured ImageNetで Fine-tuningを行う. Fine-tuningによる結果と,

Fine-tuning後のVGG16を特徴抽出器として用いた場合の両者において,分

類精度が高いことから,転移学習の有効性が認められたと報告されている.

文献 [15]: 無人航空機で撮影された画像を用いた転移学習によるひびわれ検出

文献 [15]では,無人航空機によって撮影された構造物の画像を用いて,ひび

われを含む画像か否かを分類することを目的としている. 本手法では, 大

規模データセットである ImageNetで予め学習されたVGG16に無人航空機

で撮影された画像を入力し,得られた特徴を用いて SVM, 3層のニューラル

ネットワークおよびロジスティック回帰を学習することでひびわれ画像の

検出を実現している. 分類器としてロジスティック回帰またはニューラル

ネットワークを用いた際の分類精度が最も高く,前処理や data augmentation

なしで, 90%の精度を達成したことが報告されている.

文献 [17]: 転移学習に基づき舗装道路の画像からひびわれを検出

文献 [17]では, 加熱混合アスファルトの表面画像とポルトランドセメント

コンクリートの表面画像からひびわれを自動検出することが目的である.

本手法では,これらの画像を ImageNetで学習済みの VGG16に入力するこ

とで, その中間層から画像特徴を算出する. 得られた特徴を用いて, SVM
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や Random Forest [33]を学習することで精度比較する. 実験により, 3層の

ニューラルネットワークを学習したときの精度が最も高いことが報告され

ている.

2.5 本論文で解決すべき課題と解決法

本節では, 構造物の効率的な維持管理支援の実現に向けて, 高精度な変状分類

手法を構築するために, 本論文で解決すべき課題について明確にする. 上述した

従来研究では,変状画像が一般物体認識用の画像と比較して数が少ないという問

題を解決するため,様々なアプローチが提案されている. 2.2節で述べた手法では,

画像数を増加させるために,対象の変状画像をパッチに分割し,それらを入力画像

として用いることで CNNの学習を行った. 画像から得られる大量のパッチを用

いることで, 変状画像に含まれるひびわれを高精度に検出可能とした. ひびわれ

は, 基本的に構造物中のコンクリートに発生することから, これらの手法で用い

られた変状画像はいずれも均一な背景を含む画像であった. しかしながら, 構造

物に発生する変状にはひびわれ以外にも様々な種類が存在し,その発生部位や部

材は変状ごとに異なることから,一般的に撮影される変状画像には多様な背景が

撮像される. したがって,パッチ分割した際,多様なバリエーションを持つ画像が

選択されるため, 変状分類において有効な特徴を算出することが困難となる. 次

に, 2.3節で述べた従来手法では,元の画像に対して,画像の回転や反転,オクルー

ジョンなどの処理を施すことで,画像を生成し,学習画像の不足を補う手法であっ

た. 文献 [14]では,上記の生成方法に加えて,カメラのブレを考慮したモーション

ブラーリングを導入し,実際に撮影される環境を想定した画像生成を行うことで,

CNNの精度向上を実現している. しかしながら,これらの data augmentationの手

法においても, 多様な背景の影響を軽減する手法は提案されておらず, 変状分類

において本アプローチによる精度向上には限界が存在する. 以上の 2.2節および

2.3節では,学習画像の不足という,構造物の維持管理の分野における問題点を考

慮した手法が提案されている. しかしながら, 変状画像は実際の点検時に技術者

が手動で撮影することから,　多様な背景等の不要な領域が多く含まれることか
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ら,変状を表現する特徴の算出が困難となる. しかしながら,従来研究では,これ

らの影響を考慮した手法の構築には至っていない.

続いて, 2.4節で述べた従来手法では,少量の画像でも学習可能な転移学習に基

づく従来手法を提案している. 変状画像を表現可能な特徴を算出するためには,深

層学習中の隠れ層のパラメータを最適に決定する必要がある. しかしながら, 効

果的な特徴変換を行うためには,多層の隠れ層を必要とすることから,最適に決定

すべきパラメータ数が増大する. これにより, 学習画像が少量である変状画像で

は,このアプローチによる問題の解決は困難となる. そこで,これらの従来研究で

は, 大規模な一般物体認識用の画像で学習された CNNのパラメータを初期値と

し, 変状画像を用いて深層学習のパラメータを微調整する手法と, 変状画像を入

力した深層学習の隠れ層の出力を用いて少量の画像で学習可能な分類器を構築す

る手法の二つのアプローチがとられている. いずれのアプローチにおいても, 人

手による特徴設計と比較して,変状を表現可能な特徴の算出が実現しているもの

の, 変状画像は同一の変状においても多様な視覚的特徴を有するため, その分類

精度向上に限界が存在する. 以上の問題点より,少量の学習画像においては,画像

のみを用いて変状を表現可能な特徴の算出は困難であると考えられる.

そこで,本論文では,実際の維持管理業務において,技術者は変状画像の撮影に

加えて,構造物の部位や部材をテキストデータとして記録し,変状画像とテキスト

データを総合的に評価することで最終的な判断を下す点に着目する. これらの異

なる種類のデータを用いることで, 2.2節, 2.3節および 2.4節で述べた問題点を解

決することが可能であると期待できる. 具体的に,変状画像には,変状の発生して

いる構造物の部位が背景として撮影されるものの,部位や部材の情報を用いるこ

とで, 背景の影響を考慮した変状分類手法の構築が可能になると考えられる. ま

た, CNNでは,大量の入力画像と出力の組を用いて,表現能力の高い特徴を自動で

抽出するために,多数の隠れ層による特徴変換が必要であった. 一方で,実際の技

術者の判断に用いられるテキストデータと変状画像を用いることで,表現能力の

高い特徴への変換を行う射影を直接求めることが可能になると考えられる. これ

により,最適に決定すべきパラメータ数の削減も実現するため,少量の学習画像を
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用いた高精度な変状分類が可能となることが期待できる. したがって, 本論文で

は, 高精度な変状分類を実現するために, 少量の学習画像から高い弁別性を有す

る特徴へ変換可能とする深層学習手法を構築する. まず, 3章で,実際の維持管理

業務のプロセスを模擬した変状分類手法を構築することで,変状画像とテキスト

データおよび変状との間に関連性があることを明らかにする. 次に, 4章で,これ

らのデータから得られる異種特徴間の関連性に基づき,分類に有効な特徴への変

換を可能にする射影を導出する. さらに, 5章では, 4章で導出した射影を用いて,

順伝搬型の深層学習を構築することで,高精度な変状分類を実現する手法を提案

する. 実験により,少量の学習画像を用いて,弁別性の高い特徴への変換が可能と

なることを確認する.

2.6 まとめ

本章では, 構造物の維持管理支援を目的とした, 機械学習を用いた画像解析に

関する従来研究について説明した. また,従来手法における問題点を述べ,高精度

な変状分類を実現するために,本論文で解決すべき課題とその解決法について明

確にした.
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第3章 異種特徴間の関係を表現可能
なベイジアンネットワークに
基づく変状分類

3.1 はじめに

本章では, 異種特徴と変状を変数とみなすことで, それらの因果関係を確率値

として表現可能なベイジアンネットワーク [34]に基づく変状分類手法を構築す

る. 本手法では,実際の維持管理業務において,変状画像とテキストデータが技術

者の判断に有効であることに着想を得て,維持管理業務を模擬した枠組みにより

変状分類を行う. 具体的に, テキスト特徴と変状を変数としたベイジアンネット

ワーク (以降, Text-based BN)と画像特徴・テキスト特徴・変状全てを変数とした

ベイジアンネットワーク (以降, Multi-feature BN)を構築する. 実際の点検業務で

は,図 3.1に示す通り,技術者はテキストデータからの情報を優先的にみる傾向が

あることから,テキストデータのみで分類可能かどうかを判定する指標 (以降,信

頼度)を導入する. これにより, Text-based BNとMulti-feature BNの適応的なモデ

ル選択が可能となる. 分類対象の画像ごとに最適なモデルが選択されるため, 各

特徴がどの変状を分類する際に有効であるかを考慮することが可能になる. 具体

的に,本手法の概要図を図 3.2に示す.

以降, 3.2節で, Text-based BNの構築と適応的なモデル選択を行うための信頼

度の算出を行い, 3.3節で, Multi-feature BNの構築を行う. つづいて, 3.4節で,適

応的なベイジアンネットワークモデルの選択方法について説明し, 3.5節で,実験

を行い,最後に 3.6節で,まとめとする.
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図 3.1: 実際の維持管理業務における点検の流れ.

図 3.2: 提案手法全体の概要図.
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3.2 Text-based BNの構築と信頼度の算出

本節では, Text-based BNの構築方法と, Text-based BNに基づく信頼度の算出

方法について説明する. まず, 学習データセット {Xi, T
1
i , T

2
i , ..., T

M
i }i=1∼N

(M は点検項目の数であり (M = 6), N は学習データ数)が与えられた時, 条

件付き確率表 (Conditional Probability Table; CPT) に基づき, xの条件付き確率

P (x | t1, t2, ..., tM)を取得する. ただし, Xiは変状の種類を表し, T 1
i , T

2
i , ..., T

M
i

はそれぞれ点検項目を表す. 具体的に,投票処理を行うことでCPTを構築する. 一

般的な BNでは, 各変数が取りうる組み合わせの数が膨大となるため, 投票処理

によって CPTを構築することは困難である. しかしながら,道路構造物のデータ

の場合,起こりうる組み合わせが少ないため,投票処理による CPTの構築が可能

となる. 次に,テストデータ {T 1, T 2, ..., TM}が与えられた際,未知の変状Xの

条件付き確率 P (x = X | t1 = T 1, t2 = T 2, ..., tM = TM)が,先に得られた CPT

によって算出される. 続いて, 本手法の新規点である適応的モデル選択を行うた

めに, Text-based BNに基づく信頼度を記述した表 (以降, Text-based accuracy rate

table; TAT) を算出する. 具体的に, 学習データを用いて, Text-based BNに leave-

one-out法を適用することで, 算出する. これにより, テキストデータの組み合わ

せ {t1, t2, ..., tM}ごとに,信頼度A(t1, t2, ..., tM)が得られる. 以上により,テス

トデータが入力された際,そのテキストデータの組み合わせ {T 1, T 2, ..., TM}か

ら, TATを参照することで, A(t1 = T 1, t2 = T 2, ..., tM = TM)が算出される.

3.3 Multi-feature BNの構築

本節では, Multi-feature BNの構築方法について説明する. 本手法では,まず,テ

キストデータからテキスト特徴を算出する. 次に, 図 3.3に示すように, 変状画

像から顕著性マップ [35]に基づき変状の領域を抽出し,得られた領域から表 3.1

に示す画像特徴を算出する. その後, これらの特徴を一列に並べて得られる特徴

を入力として, Support Vector Machine (SVM) [23] と Fuzzy K-Nearest Neighbor

(FK-NN) [36] を構築する. その後得られた結果とテキストデータを入力として
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(a)元画像 (b)重み付き顕著性マップ

(c)注目された領域 (d)抽出された変状の領域

図 3.3: 顕著性マップに基づく変状領域の抽出の例.

表 3.1: 本手法で用いる特徴とその次元数.

特徴 次元数
Gabor Waveletに基づく特徴 [37] 48

HSヒストグラムに基づく特徴 [38] 128
SIFT-BOF特徴 [39] 2,000
テキスト特徴 141

Multi-feature BNを構築する.

学習データ i (= 1, 2, ..., N ;N は学習データ数 )が与えられた際, まず, 特徴ベ

クトルを算出する. 点検データ (表 3.2) 中の “構造種別名称”, “構造細目名称”

などの各点検項目 s(= 1, 2, ...,M )が取りうる点検結果の種類を次元数Dsとし,

ΣM
s=1Ds次元のバイナリベクトルを得る. 次に, 各変状の画像から, 表 3.1に示す

2,176次元の特徴を算出する. 得られた 2つのベクトルを一列に並べることで,

D(= ΣM
s=1Ds + 2, 176)次元の特徴ベクトル vi ∈ RDを算出する.

算出された特徴ベクトルに対して,各変状に対応したラベルXを付与し, minimum-
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Redundancy-Maximum-Relevance (mRMR) アルゴリズム [40] による特徴選択を

行い,画像特徴の中で “変状の名称”との関連性の高い要素を並べた特徴ベクトル

γi ∈ Rdを新たに取得する. 具体的に, mRMRアルゴリズムでは,まず, d個の特徴

の集合 Sdとしたとき,特徴間の冗長性R(Sd)を下式により求める.

R(Sd) = min
Sd⊂S

1

|Sd|2
∑

v(j),v(l)∈Sd

I(v(j);v(l)) (3.1)

ただし, |Sd|は特徴集合 Sdの要素数である. Sは全ての特徴の集合を表す. また,

I(v(j);v(l))は v(j)と v(l)の相互情報量を表す. 次に,特徴とクラスラベルとの

関連性 L(Sd, X)を下式により求める.

L(Sd, X) = max
Sd⊂S

1

|Sd|
∑

v(j)∈Sd

I(v(j);X) (3.2)

ただし, I(v(j);X)は特徴 v(j)とクラスラベルXの関連性を表す.

以上により得られた冗長性と関連性を用いて下式を解くことで最終的な特徴ベ

クトル γi ∈ Rdを取得する.

max
Sd⊂S

{
L(Sd, X)−R(Sd)

}
(3.3)

最後に,得られた特徴ベクトルを用いて SVM [23]および FK-NN [41]の構築を

行う. N 枚の学習データからN 本の特徴ベクトル γi ∈ Rd (i = 1, 2, ..., N )とそれ

らに対応するクラス yi ∈ {−1, 1}が与えられたとき, ψ(γi) ∈ Rd′ (d′ ≫ d)を得る

ために,特徴ベクトル γiは高次元な特徴空間へ射影される. 重み係数w ∈ Rd′と
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表 3.2: 点検データの例.
点検項目

ID 変状 構造種別名称 構造細目名称 · · · 変状部位名称
1 ひびわれ 地覆 高欄,地覆 · · · 左・外・下
2 本体の損傷 鋼製フィンガージョイント 伸縮装置 · · · その他
3 遊離石灰 RC床板 コンクリート上部工 · · · 主版部
4 剥落 PC桁 コンクリート上部工 · · · Crossbeam
5 腐食 鋼桁 鋼構造物 · · · 主桁フランジ
6 漏水 RC床板 コンクリート上部工 · · · 張出し部 (左)
7 鉄筋露出 PC桁 コンクリート上部工 · · · 主桁フランジ
8 浮き RC床板 コンクリート上部工 · · · 主版部
...

...
...

...
...

...

バイアス e ∈ R1を用い,最適な超平面を定義することで,二つの異なるクラスを

分離することが可能となる. 分離するための式は,以下のとおりである.

ŷ = w⊤ψ(γ) + e (3.4)

ただし, γはクラスが与えられていないテストサンプルの特徴ベクトルを表して

おり,そのクラスは ŷによって決定される. もし, ŷが正例であれば, γはラベル 1

の正例クラスに属することになる. それ以外の場合,ラベルが-1となり,負例のク

ラスに属することになる. SVMの目的は,マージン最大化と推定誤差の最小化の

二つの指標を考慮した目的関数を解くことで,最適な超平面を求めることにある.

式 (3.4)の最終結果は,下式により得られる.

ŷ = sign
( N∑

i=1

ciyiκ(γi,γ) + e
)

(3.5)

ただし, κ(·, ·)カーネル関数であり, d′次元の特徴空間における内積により求めら

れる. さらに, ciは以下の凸二次計画問題を解くことで得られるラグランジュ乗
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数である.

Maximize
N∑
i=1

ci −
1

2

N∑
i,ϵ=1

cicϵyiyϵκ(γi,γϵ) (3.6)

s.t.
N∑
i=1

ciyi = 0, 0 ≤ ci ≤ C (i = 1, 2, ..., N) (3.7)

ただし, C は学習データにおいて, 誤分類のペナルティを調整するパラメータで

ある. 式の導出等は,文献 [23]に詳しい. 上記は,二クラス分類問題に対応してお

り, 本研究では, 複数クラスに対応するために, one-vs-all approach [42] を採用し

ている.

さらに,分類結果 ffknn(γ)を算出するために,我々は, FK-NNアルゴリズムを使

う [36]. FK-NNは,ラベルにおけるファジィ理論がK-NN分類器 [41]に組み込ま

れた手法である. 具体的に,ある対象のサンプルに対し, K近傍のサンプルが各ク

ラスに属する割合を算出し,これらを考慮して,メンバシップ値を割り当てる. こ

こで我々は,学習データにおける特徴ベクトル γiとクラスXiを用いる. FK-NN

アルゴリズムを用いた分類では, 二つのステップが存在する. 一つ目のステップ

では, 学習データセットにおける全サンプルのK 近傍を決定する. そして, クラ

スXiに対する,特徴ベクトル γiのファジーメンバーシップ値は以下の式によっ

て推定される.

ux(γi) =

{
0.51 + (nx

i /K)× 0.49 if x = Xi

(nx
i /K)× 0.49 otherwise

(3.8)

ただし, nx
i は, γiのK近傍内におけるクラス xに属するサンプルの数を表してい

る. さらに, 0.51と 0.49は重みパラメータであり, 文献 [36]を踏襲して設定して

いる. ux(γi)は下式を満たす.

Φ∑
x=1

ux(γi) = 1 (3.9)
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ただし, ux(γi) ∈ [0, 1]であり, Φは分類対象のクラス数を表す.

二つ目のステップでは, テストサンプル γに対して, ファジーメンバーシップ

値 ûx(γ)を下式により割り当てる.

ûx(γ) =

∑K
k=1 ux(γ

k)(1/∥γ − γk∥2)∑K
k′=1 (1/∥γ − γk′∥2)

(3.10)

ただし, γk (k = 1, 2, ..., K)はテストデータ γの k近傍に存在する学習データの

特徴ベクトルである. さらに, ∥γ − γk∥2は,特徴ベクトル γと k番目の近傍の特

徴ベクトルγkとの間の距離を表しており,ユークリッド距離に基づいて算出され

る. 結果的に,テストデータにおけるクラスラベル ffknn(γ)が下式に従い,算出さ

れる.

ffknn(γ) = arg max
x

ûx(γ) (3.11)

以上より,提案手法は二種類の分類結果 fsvm(γ)と ffknn(γ)を算出する.

最後に,各分類器の結果を BNにより統合する. 統合の際は,画像特徴だけでな

く,テキストデータも用いる.

学習データ {Xi, T
1
i , T

2
i , ..., T

M
i , fsvm(γi), ffknn(γi)}i=1∼N が与えられた際,提

案手法では, 変状 xについての条件付き確率 P (x | t1, t2, ..., tM , xsvm, xfknn)を

下式により求める.

P (x | t1, t2, ..., tM , xsvm, xfknn)

=
P (x, t1, t2, ..., tM , xsvm, xfknn)

P (t1, t2, ..., tM , xsvm, xfknn)

=
P (x, t1, t2, ..., tM , xsvm, xfknn)∑
x P (x, t

1, t2, ..., tM , xsvm, xfknn)
(3.12)

ただし,
∑

x P (x, t
1, t2, ..., tM , xsvm, xfknn)は xに関して周辺化した確率である.
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さらに,結合確率 P (x, t1, t2, ..., tM , xsvm, xfknn)は以下のように式変形する.

P (x, t1, t2, ..., tM , xsvm, xfknn)

= P ( xsvm | x, t1, t2, ..., tM , xfknn) P (x, t1, t2, ..., tM , xfknn)

= P ( xsvm | x) P ( xfknn | x, t1, t2, ..., tM) P (x, t1, t2, ..., tM)

= P ( xsvm | x) P ( xfknn | x) P (x | t1, t2, ..., tM) P (t1, t2, ..., tM) (3.13)

ただし, 上記の式変形においては, SVMと FK-NNとの条件付き独立を仮定して

いる. これは,近年種々提案されている分類器の統合手法 [43, 44, 45, 46]において

も同様に仮定していることから妥当な仮定である. さらに, P (x | t1, t2, ..., tM),

P ( xsvm | x)と P ( xknn | x)は条件付き確率表により求められる.

以上より,式 (3.12)は下式と等価となる.

P (x | t1, t2, ..., tM , xsvm, xfknn)

=
P ( xsvm | x) P ( xfknn | x) P (x | t1, t2, ..., tM)∑
x P ( xsvm | x) P ( xfknn | x) P (x | t1, t2, ..., tM)

(3.14)

テストデータ {T 1, T 2, ..., TM , fsvm(γ), ffknn(γ)}が与えられた際,未知の変状

Xを条件付き確率P (x = X|t1 = T 1, t2 = T 2, ..., tM = TM , xsvm = fsvm(γ), xfknn =

ffknn(γ)) に基づき算出する. 以上より, P (x = X|t1 = T 1, t2 = T 2, ..., tM =

TM , xsvm = fsvm(γ), xfknn = ffknn(γ))が最大となるXが結果として出力される.

上記処理により, 各識別器の結果をベイジアンネットワークに導入することで,

Multi-feature BNの構築が可能となる.

3.4 適応的なベイジアンネットワークモデルの選択

本節では, Text-based BNの信頼度に基づき, Text-based BNとMulti-feature BN

を適応的に選択する方法について説明する. 画像から得られる特徴 γとテキスト

データ {T 1, T 2, ..., TM}を有するテストデータD = {γ, T 1, T 2, ..., TM}が与えら
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れた時, 3.2節で算出した TATに基づき,そのテストデータのテキストデータの組

における信頼度A(t1 = T 1, t2 = T 2, ..., tM = TM)が算出される.

さらに, 算出された A(t1 = T 1, t2 = T 2, ..., tM = TM)と閾値 λを比較するこ

とで, テストデータを入力するベイジアンネットワークを決定する. 図 3.4に概

要を示す. 具体的に,信頼度A(t1 = T 1, t2 = T 2, ..., tM = TM)が閾値 λを下回る

場合を考える. これは, Text-based BNでは正確な分類が困難であるということを

表すため, このような場合は, Multi-feature BNへテストデータを入力する. した

がって,本手法は,テキストデータの組み合わせに基づき,最適なベイジアンネッ

トワークを選択して最終分類結果を取得する. 結果的に,出力結果X∗は下式に示

す条件付き確率 P (x|D)に基づき算出される.

X∗ = arg max
x

P (x|D) (3.15)

P (x|D) =


P (x|t1 = T 1, t2 = T 2, ..., tM = TM , xsvm = fsvm(γ), xfknn = ffknn(γ))

if A(t1 = T 1, t2 = T 2, ..., tM = TM) < λ

P (x|t1 = T 1, t2 = T 2, ..., tM = TM) otherwise

ここで, P (x|t1 = T 1, t2 = T 2 , ..., tM = TM)は 3.2節で算出される. また, fsvm(γ)

と ffknn(γ) は, 3.3 節で構築する SVM と FK-NN の出力結果であり, P (x|t1 =

T 1, t2 = T 2, ..., tM = TM , xsvm = fsvm(γ), xfknn = ffknn(γ))も 3.3節で求めら

れるMulti-feature BNの結果である.

このように, 本手法では, 適切なベイジアンネットワークモデルの選択を行う

ことで高精度な変状分類を実現する. さらに,テストステップでは,学習ステップ

において予め構築されたTATを用いることで高速な変状分類が可能となる. した

がって,本手法は,実応用の観点からも効果的な手法となる.
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図 3.4: 本手法の有効点である適応的なベイジアンネットワークモデル選択の詳
細な処理.

3.5 実験

本章では,本手法の有効性を確認するための実験を行う. 以降, 3.5.1で本実験で

用いるデータなどの実験準備について説明し, 3.5.2で従来の機械学習手法との比

較を行う.

3.5.1 実験準備

本実験では,表 3.3に示すNEXCO東日本より提供されたデータを用いる. 実際

の点検時,技術者は変状部位を撮影した画像と点検結果を記載したテキストデー

タを点検データとして保存する. そこで, 以降, テキストデータと変状画像につ

いて説明する. テキストデータには, 表 3.2のように損傷した部位やその構造種

別, 変状の程度などが記載されている. このように点検結果を記載したテキスト

には多数の点検項目が存在する. これらの点検項目における各内容の組み合わせ

によって点検の結果が記録されている. また,変状画像は,図 3.5のように近景と

遠景等, 2パターン以上が撮影されている. ここで,本研究では,変状部分の様子を

詳細に把握するため,近景の画像を用いる. また,図 3.6において代表的な変状画

像を示す.

腐食は,塗装やメッキなどによる防食措置が施された普通鋼材では,集中的に錆
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表 3.3: 実験で用いる点検データ数.

変状の種類 Φ = 5 Φ = 6 Φ = 7 Φ = 8

ひびわれ 778 778 778 778
本体の損傷 745 745 745 745
遊離石灰 762 762 762 762
剥落 723 723 723 723
腐食 793 793 793 793
漏水 — 761 761 761
鉄筋露出 — — 773 773
浮き — — — 757
合計 3801 4562 5335 6092

が発生している状態,または錆が極度に進行し断面減少や腐食を生じている状態

を指す. 耐候性鋼材の場合には, 安定錆が形成されず異常な錆が生じている場合

や,極度な錆の進行により断面減少が著しい状態を指す. また,腐食が発生しやす

い個所は漏水の多い桁端部,水平材上面など滞水しやすい箇所,支承部周辺,通気

性, 排水性の悪い連結部, 泥, ほこりの堆積しやすい下フランジの上面, 溶接部等

である.

遊離石灰は,コンクリートの打継目絵やひびわれ部等から,石灰分の滲出や漏出

が生じている状態を指す. 遊離石灰は,ひびわれ,浮き,剥落など他のコンクリー

トの変状と共に発生する可能性が存在する.

鉄筋露出は, コンクリート部材の表面が剥落し, 剥落部で鉄筋が露出している

状態を指す.

剥落は,コンクリート部材の表面が剥落している状態を指す. また,剥落部で鉄

筋が露出しているものについては鉄筋露出とする.

ひびわれは,コンクリート部材の表面にひびわれが生じている状態を指す. ひび

われは,剥落や鉄筋露出などその他の変状が共に発生している可能性が存在する.

浮きは, コンクリート部材の表面付近が浮いた状態となるものを指す. コンク

リート表面に生じる膨らみなどの変状から目視で判断できない場合にも,打音検
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(a) (b)

(c) (d)

図 3.5: 変状画像の例. (a)および (c)は近景, (b)および (d)は遠景

査のいて濁音を生じることで検出できる場合が存在する. また, 浮いた部分のコ

ンクリートが剥落した場合には,剥落や鉄筋露出として扱う.

漏水は,コンクリートの打継目絵やひびわれ部等から,水の滲出や漏出が生じて

いる状態を指す. また,伸縮装置,排水施設等から雨水などが本来の排水機構によ

らず漏出している状態を指す. 漏水は,ひびわれ,浮き,剥落など他のコンクリー

トの変状と共に発生する可能性が存在する.

本体の損傷は,道路の路肩などに発生することが多い変状である.

以上より,変状の種類に応じて,視覚的な特徴が異なっていることから,変状画

像から得られる特徴を用いて変状分類手法を構築することで高精度な変状分類

の実現が期待される. また,分類する変状数Φを変更 (Φ = 5, 6, 7, 8)して実験を

行う. また,閾値 λは,学習データセットに leave-one-out法を適用することで最も

精度の高くなった時の値を採用した. FK-NNの近傍数Kも同様の処理により求

めた. さらに, mRMRアルゴリズムで選択する次元数 dは, 分類精度が最も高く
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表 3.4: 1つ目の実験で用いる比較手法.

手法 詳細
比較手法 1 SVM [23]
比較手法 2 FK-NN [36]
比較手法 3 Text-based BN
比較手法 4 Multi-feature BN [49]

なった時の値を採用した. また, SVMの正則化パラメータとカーネルパラメータ

は gridサーチ [47]により決定した.

検証方法は 5分割交差検定であり,評価指標は以下に示すRecall, Precision, F値

および正解率を用いた.

Recall =
正しく変状を推定されたサンプル数

その変状のサンプル数
(3.16)

Precision =
正しく変状を推定されたサンプル数
その変状と推定されたサンプル数

(3.17)

F値 =
2× Recall × Precision

Recall + Precision
(3.18)

正解率 =
正解数

すべてのサンプル数
(3.19)

本実験では,本手法の有効性の確認のため, 2種類の実験を行った. 1つ目の実験で

は,表 3.4に示す 4つの比較手法を用いた. 比較手法 1, 2は, Multi-feature BNの構

築の際に使われた分類器であり,ベンチマーキング手法である. また,比較手法 3,

4はそれぞれ Text-based BNとMulti-feature BNである. 2つ目の実験では,表 3.5

に示す統合手法との比較を行う. ただし,比較手法Bは,従来より広く用いられて

きた統合手法 [43]に基づく変状分類手法である. この手法は,著者が以前提案し

た手法 [48]である. 以上の比較実験を行うことで,本手法の有効性を確認する.
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表 3.5: 2つ目の実験で用いる比較手法.

手法 詳細
比較手法A Adaptive weighted fusion [50]
比較手法 B Supervised learning from multiple experts [43]に基づく手法 [48]

3.5.2 実験結果および考察

まず, 1つ目の実験結果を表 3.6と表 3.7と図 3.7にそれぞれ示す. それぞれの評

価指標の平均に注目すると,本手法は全ての比較手法を上回っていることが確認

できる. 特に,比較手法 3と 4よりも精度が高いことから, Text-based BNとMulti-

feature BNを適応的に選択することの有効性が確認された. 次に,特定の変状に注

目して考察を行う. “本体の損傷”に着目すると,比較手法 1, 2, 4に勝るものの,比

較手法 3を下回る結果が得られた. これは, “本体の損傷”が “剥落”や “鉄筋露出”

と視覚的に類似していることが原因であると考えられる. 続いて, 実際に本手法

を適用することで正解した変状画像の例を図 3.8に示す. 図 3.8 (a)-(h)は元画像

であり,図 3.8 (a’)-(h’)は領域が抽出された後の画像である. 図 3.8 (b), (c)および

(d)では,空や草などの不要な領域が含まれるものの,図 3.8 (b’), (c’)および (d’)で

はそれらが取り除かれていることが判る. したがって,顕著性マップ [35]により

変状の領域を抽出することの有効性が確認できる.
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腐食の例

遊離石灰の例

鉄筋露出の例

剥落の例

ひびわれの例
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浮きの例

漏水の例

本体の損傷の例

図 3.6: 変状画像の例.
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図 3.7: 比較手法 1から 4および提案手法の正解率の比較.

次に, 2つ目の実験結果を表 3.8と表 3.9と図 3.9にそれぞれ示す. 実験結果よ

り,本手法により多くの変状の分類精度の向上が確認された. したがって,異種の

特徴を重み付けしながら統合する手法 [50]や複数の分類器を統合する手法 [43]

よりも高精度となることから,本手法により高精度な変状分類が実現したと言え

る. また,文献 [50]の手法の精度が極めて低いことから,テキストデータから得ら

れる特徴と変状画像から得られる特徴が有する性質は互いに異なるものであり,

本手法ではそれらを協調的に用いることが可能であることも確認できる.

以上より,本手法の有効性は確認された. さらに,提案手法は,モデル選択の際,

予め学習データセットで構築した TATを参照するため,高速な変状分類が可能と

なる. 表 3.10にテストデータを分類する際に要する時間を示す. 本実験で用いた

計算機のスペックは, 3.40GHz Intel Core i7-3770であり, メモリは 16GBである.

結果より,本手法が絶対的に高速であることが確認できる. 以上より,本手法は高

精度かつ高速に変状を分類可能となることから,実際の点検業務を支援するため

に有効な手法であることが示された.
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(a)ひびわれ (b)本体の損傷 (c)遊離石灰 (d)剥落

(a’)ひびわれ (b’)本体の損傷 (c’)遊離石灰 (d’)剥落

(e)腐食 (f)漏水 (g)鉄筋露出 (h)浮き

(e’)腐食 (f’)漏水 (g’)鉄筋露出 (h’)浮き

図 3.8: 本手法により正しく分類された変状画像: (a) – (h)は元画像であり, (a’) –
(h’)は領域が抽出された後の画像である.
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表 3.8: 各手法の Recall, Precisionおよび F値 (Φ = 5).

比較手法A 比較手法 B 本手法
変状 R P F R P F R P F
ひびわれ 0.060 0.181 0.076 0.846 0.854 0.848 0.905 0.874 0.889
本体の損傷 0.325 0.562 0.386 0.992 0.988 0.990 1.000 0.977 0.988
遊離石灰 0.379 0.300 0.328 0.781 0.807 0.793 0.787 0.807 0.796
剥落 0.579 0.281 0.373 0.801 0.783 0.791 0.799 0.828 0.813
腐食 0.710 0.675 0.681 0.981 0.982 0.981 1.000 1.000 1.000
平均 0.411 0.400 0.369 0.880 0.882 0.880 0.898 0.897 0.897

表 3.9: 各手法の Recall, Precisionおよび F値 (Φ = 7).

比較手法A 比較手法 B 本手法
変状 R P F R P F R P F
ひびわれ 0.113 0.189 0.138 0.814 0.812 0.813 0.859 0.805 0.830
本体の損傷 0.137 0.090 0.093 0.933 0.863 0.897 0.935 0.870 0.901
遊離石灰 0.110 0.237 0.143 0.685 0.685 0.684 0.736 0.672 0.701
剥落 0.392 0.155 0.210 0.672 0.601 0.633 0.615 0.686 0.646
腐食 0.233 0.268 0.241 0.975 0.988 0.981 1.0 0.998 0.999
漏水 0.358 0.317 0.321 0.707 0.863 0.776 0.744 0.879 0.805
鉄筋露出 0.147 0.281 0.185 0.667 0.673 0.667 0.663 0.664 0.662
平均 0.213 0.220 0.190 0.779 0.783 0.778 0.793 0.796 0.792

表 3.10: 本手法における計算時間.

処理 計算時間 (sec)
特徴抽出 3.29

SVMと FK-NNによる分類 1.00× 10−3

モデル選択による分類 1.36× 10−4
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図 3.9: 比較手法A, Bおよび提案手法の正解率の比較.

3.6 まとめ

本章では, 2種類のベイジアンネットワークをテキストデータの組み合わせに

よって算出される信頼度に基づいて,分類器として用いるベイジアンネットワー

クを適応的に選択する手法を提案した. 具体的に,テキストデータを用いて Text-

based BNを構築し,テキストデータと変状画像を用いてMulti-feature BNを構築

する. 次に, Text-based BNから信頼度を算出する. 最後に,テストデータの持つテ

キストデータの組み合わせに基づいて得られる信頼度を用いて,入力するベイジ

アンネットワークを適応的に選択した. 以上より, 実際の維持管理業務のプロセ

スに基づき, 異種データを用いて構築した手法により, 変状分類の高精度化が実

現したことから,変状分類において異種特徴間の関連性の存在が明らかとなった.
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第4章 異種特徴の正準相関を考慮し
た変状分類

4.1 はじめに

本章では,異種特徴に正準相関分析 [21]を適用することで変状分類に有効な特

徴へ変換可能な射影を導出し,それらの特徴を用いた変状分類手法を構築する. 異

種特徴間の正準相関を最大化する射影によって変換される特徴は,分類の精度向

上に寄与するという報告 [19]に基づき,これらの相関関係を考慮可能な正準相関

分析を導入することで, 特徴間の相関最大化を実現する射影を導出する. これに

より,画像特徴とテキスト特徴の両者を互いに高相関な空間へ変換可能となり,変

換後の特徴を用いて変状分類を行うことで変換前の特徴を用いるよりも高精度な

変状分類を実現する. また, 本手法は, 図 4.1に示すように, 相関最大化のための

射影をニューラルネットワークの隠れ層に用いることで Correlation-maximizing

Weighted Extreme Learning Machine (以降, CMWELM)を構築する. まず,変状画

像から画像特徴,テキストデータからテキスト特徴を算出する. その後,それらの

特徴に正準相関分析を適用することで, 射影を算出する. これをニューラルネッ

トワークの一種であるWeighted Extreme Learning Machine (以降, WELM) [51]の

隠れ層間の重みとして設定し特徴変換および分類を行う.

以降, 4.2節で, 画像特徴とテキスト特徴の算出を行い, 4.3節で, 異種特徴間の

相関関係に基づく射影の導出を行う. つづいて, 4.4節で,特徴変換された特徴を

用いた変状分類について説明し, 4.5節で,実験を行い,最後に 4.6節で,まとめと

する.
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表 4.1: 本手法で用いる画像特徴の詳細とその次元.

特徴の詳細 次元
SIFT-BOF特徴 [39] 1000

HS histogramに基づく特徴 [38] 128
Gabor waveletに基づく特徴 [37] 48

テキスト特徴 216

4.2 画像特徴の算出およびテキスト特徴の算出

学習画像 n (n = 1, 2, ..., N ;N は学習画像数 )が与えられた際,変状画像から画

像特徴を抽出する. 具体的に, 表 4.1に示す通り, Bag of Features (BoF) 表現され

た Scale-Invariant Feature Transform (SIFT) 特徴 [39], HSヒストグラムに基づく

特徴 [38]およびGabor waveletに基づく特徴 [37]を算出する. ただし, “H”と “S”

は色相と彩度を表す. 提案手法で用いるこれらの画像特徴は, 画像認識分野にお

ける様々なタスクで用いられており,変状分類においても,その有効性が示されて

いる [52, 48].

画像特徴の算出およびその次元の削減のために,提案手法では,相互情報量に基

づく次元削減手法であるminimum-Redundancy-Maximum-Relevance (mRMR)ア

ルゴリズム [40]を採用する. mRMRアルゴリズムにより,特徴間の冗長性を低く,

特徴とクラスの関連性を高くなるような画像特徴ベクトル vin ∈ Rdiを算出する.

ただし, diは画像特徴の次元数を表す. さらに,我々は,学習画像 nに対応するテ

キストデータ (表 4.2)からテキスト特徴ベクトル vtn ∈ Rdtを算出する. ただし, dt

はテキスト特徴ベクトルの次元数である. 具体的に, テキスト特徴ベクトルはバ

イナリ値によって構成される. テキスト特徴は,各点検項目 t(t = 1, 2, ..., T )が

取りうる点検結果の種類を dtとし, ΣT
t=1St次元のバイナリベクトルとする. 対応

する値を 1,そうでない場合を 0とする.
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表 4.2: 点検データ中の点検項目の例. 表中の IDは,図 4.2の変状画像の例と対応
している.

点検項目
ID 変状 構造種別名称 構造細目名称 · · · 変状部位名称
1 ひびわれ 地覆 地覆・高欄 · · · 左・外・下
2 遊離石灰 RC床板 コンクリート上部工 · · · 主版部
3 腐食 鋼桁 鋼構造物 · · · 主桁フランジ
4 剥落 PC桁 コンクリート上部工 · · · 横桁
5 鉄筋露出 PC桁 コンクリート上部工 · · · 主桁フランジ

4.3 相関関係を考慮することによる変状に関連のある
特徴の算出

本節では, CMWELMにおいて,画像特徴とテキスト特徴間の正準相関を最大化

する変換を行う第一隠れ層の構築について説明する. これらの特徴間の関係を考

慮可能な重み行列を算出するために,画像特徴行列 V i = [vi1,v
i
2, ...,v

i
N ] ∈ Rdi×N

とテキスト特徴行列 V t = [vt1,v
t
2, ...,v

t
N ] ∈ Rdt×N に正準相関分析を適用するこ

とで,射影行列Ψvi とΨvt を算出する. CCAを計算するために,以下の目的関数

を最大化する.

(ψ̂vi , ψ̂vt) = arg max
ψvi ,ψvt

ψT
viCV iV tψvt√

ψT
viCV iV iψvi

√
ψT
vtCV tV tψvt

(4.1)

ただし, ψviとψvtは,射影ベクトルであり,

CV iV t = V iV t⊤ (4.2)

CV iV i = V iV i⊤ (4.3)

CV tV t = V tV t⊤ (4.4)
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(a)ひびわれ (ID 1) (b)遊離石灰 (ID 2)

(c)腐食 (ID 3) (d)剥落 (ID 4)

(e)鉄筋露出 (ID 5)

図 4.2: 変状画像の例. ただし,表 4.2に示す IDに対応している.

となる. 式 (4.1)を最大化するために,以下の式を解く.

L(ψvi ,ψvt) = ψ⊤
viCV iV tψvt − λvi

2
(ψ⊤
viCV iV iψvi − 1)

− λvt

2
(ψ⊤
vtCV tV tψvt − 1) (4.5)

ただし, λvi = λvt(= λ)であり, λは以下の問題の固有値に対応している.

C−1
V iV iCV iV tC−1

V tV tC
⊤
V iV tψvi = λ2ψvi (4.6)

C−1
V tV tC

⊤
V iV tC−1

V iV iCV iV tψvt = λ2ψvt (4.7)
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複数の固有値 λとそれらに対応する固有ベクトルψvi とψvt が算出されるので,

dcca次元の係数ベクトルを並べることで,射影行列Ψvi = [ψ1
vi ,ψ2

vi , ...,ψdcca

vi ]⊤ ∈

Rdcca×di および Ψvt = [ψ1
vt ,ψ2

vt , ...,ψdcca

vt ]⊤ ∈ Rdcca×dt を算出する. CMWELM

の第一隠れ層に射影行列を用いることで,以下の関係を考慮可能な射影ベクトル

ui
n ∈ Rdccaとut

n ∈ Rdccaを算出する.

ui
n = Ψvivin (4.8)

ut
n = Ψvtvtn (4.9)

多くの深層学習では,複数の隠れ層を使用することによって,画像特徴から意味

的な特徴へ変換する [53]. これらの手法では, 決定すべき隠れ層のパラメータの

数が非常に多いので,多数の学習データが必要となる [8, 24, 54]. 一方,第一隠れ

層の重みパラメータとして,画像特徴とテキスト特徴との間の正準相関を考慮可

能な CCAにより得られた射影行列を用いることで, 画像特徴から意味的な特徴

に直接変換することが可能となる. そこで, 本手法では一つの隠れ層のみを用い

て変換が可能となるため,少量の学習データを用いてネットワークを構築するこ

とができる.

4.4 得られた特徴を用いた変状分類

特徴ベクトル ui
n と ut

n が与えられたとき, xn = [ui
n
⊤
,ut

n
⊤
]⊤ ∈ Rdx (n =

1, 2, ..., N)をWELMへ入力する. ただし, dx = 2dcca である. ここで, ELMは,

以前より提案されている Random Vector Functional Link Network [55, 56]の構造

を模倣した手法である. WELMは図 4.1に示す通り, 3層から構成される. WELM

の学習の目的は,第二隠れ層と出力層間の重み行列 β ∈ RM×L (M クラス分類問

題における出力層のノード数であり, Lは第二隠れ層のノード数である)を算出す

ることにある. 重み行列 βを算出するために,学習誤差 ξn = [ξn,1, ξn,2, ..., ξn,M ]⊤
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を最小化するように最適化を行う.

min
β∈RM×L

R =
1

2
∥β∥2F +

C

2

N∑
n=1

Wnn∥ξn∥2 (4.10)

s.t. βh(xn) = tn − ξn

ただし, tn = [tn,1, tn,2, ..., tn,M ]⊤はクラスを表すベクトルであり,サンプルがクラ

スmに属する場合,それに対応する要素が 1となり,それ以外が 0となる. さらに,

Cは正則化パラメータである. W = diag{Wnn}はクラス不均衡を解決するため

に導入する重み行列である. さらに, h(xn) ∈ RLは第二隠れ層の出力ベクトルで

ある.

h(xn) = [h1(xn), h2(xn), ..., hL(xn)]
⊤

= [G(a1, b1,xn), ..., G(aL, bL,xn)]
⊤ (4.11)

ただし, h(xn)は dx次元の入力空間からL次元の隠れ層の空間へマッピングする

射影であり, Gは活性化関数である. さらに, al (l = 1, 2, ..., L)と bl (l = 1, 2, ..., L)

は活性化関数のパラメータである. 文献 [57]に基づき,式 (4.10)はKarush-Kuhn-

Tucker条件 [58]に基づく以下の最適化問題を解くことと等価である.

min
β∈RM×L

R̃ =
1

2
∥β∥2F +

C

2

N∑
n=1

Wnn∥ξn∥2

−
N∑

n=1

M∑
m=1

αn,m

{
(γm)

⊤h(xn)− tn,m + ξn,m

}
(4.12)

ただし, γm = [β1,m,β2,m, ...,βL,m]
⊤は, m番目の出力ノードと隠れ層をつなぐ重

みベクトルである. 最適な重み βを以下の式で求める.

β = TW

(
I

C
+H⊤HW

)−1

H⊤ (4.13)
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ただし,

H = [h(x1),h(x2), ...,h(xN)]

=

 G(a1, b1,x1) · · · G(a1, b1,xN)
... . . . ...

G(aL, bL,x1) · · · G(aL, bL,xN)

 (4.14)

さらに, T = [t1, t2, ..., tN ]である. WELMでは, クラス数の不均衡を考慮するた

めに,以下に示すクラス情報に基づき,重み行列W を定義する.

Wnn =
1

Pn

(4.15)

ただし, Pnは画像 nに属するクラスの画像数である. 各クラスの学習画像数で割

ることで,式 (4.10)の学習誤差の項における少数クラスに属するデータへの影響

を大きくする. 式 (4.10)によると, WELMは学習誤差を最小化するので,画像数が

少ないほど,その影響は大きくなる. また,提案手法は活性化関数として以下に示

すガウス関数を用いている.

G(al, bl,xn) = exp(−bl∥xn − al∥2)

= K(xn,al) (4.16)

ただし, K(·, ·)はカーネルを表す. Mercerの定理を用いることで,カーネル行列を

以下の通り算出する.

Ω = HTH , (4.17)

Ωn,j = h(xn)
⊤ · h(xj)

= K(xn,xj) (4.18)
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式 (4.13)は,式 (4.18)に基づき,簡潔に書き直すことができる.

β = TW

(
I

C
+ΩW

)−1

H⊤ (4.19)

以上より,ノード数 Lはあらかじめ与えられる必要はない.

新たなテストデータh(x)が与えられたとき,得られたβを用いることで,出力

ベクトル f = [f1, f2, ..., fM ]⊤が定義される.

f = TW

(
I

C
+ΩW

)−1

H⊤h(x) (4.20)

さらに,カーネル関数を用いることで式 (4.20)は以下の通り書き直される.

f = TW

(
I

C
+ΩW

)−1

 K(x,x1)
...

K(x,xN)

 (4.21)

最終結果はclass = argmaxm∈{1,...,M} fmとして算出される. 以上のように, CMWELM

に基づく変状分類が実現する. 結果的に, 効果的な特徴変換とクラス不均衡な点

検データに対処可能な分類が可能となる.

4.5 実験

本節では,提案手法の有効性を示すための実験を行う. 実験条件についてを4.5.1

で示し,提案手法の精度検証についてを 4.5.2で示す.

4.5.1 実験準備

本実験では, 東日本高速道路株式会社 (NEXCO東日本) よりご提供頂いた, 点

検データを用いた. 本実験で用いる点検データの数を表 4.3に示す. この表より,

これらの学習データはクラス不均衡である. 本実験では, 提案手法の有効性を証
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表 4.3: 本実験で用いる点検データの数.

変状 学習データ数 テストデータ数 交差検証用のデータ数
ひびわれ 2,893 100 100
遊離石灰 3,537 100 100
腐食 1,262 100 100
剥落 736 100 100

鉄筋露出 874 100 100
合計 9,302 500 500

表 4.4: パラメータの探索範囲.

パラメータ 範囲
画像特徴の次元 di {10, 40, 70, ..., 220, 250, 280}
正則化パラメータ C {2−10, 2−5, 2−1, 21, 25, 210, 220, 250}
カーネルパラメータ bl {2−50, 2−20, 2−10, 2−5, 2−1, 21, 25, 210}

表 4.5: 提案手法で用いられるパラメータの詳細.
詳細 パラメータ 値

次元数
di 280
dt 216
dx 378

正則化パラメータ C 210

カーネルパラメータ bl 2−10

クラス数 M 5

明するために, 5クラス分類問題を解く. 我々は,表 4.3に示すように,学習データ,

テストデータおよび交差検証用データの 3種類のデータを用いた. パラメータ設

定においては,交差検証用データを用い,それぞれの分類器において最も精度が良
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表 4.6: 正解のクラスと推定クラスとの間の関係.
真のクラス

対象のクラス 対象ではないクラス

推定クラス
対象のクラス TP FP

対象ではないクラス FN TN

くなる時の値を採用した. ただし, 表 4.4に示す範囲でパラメータ探索を行った.

CMWELMで用いるパラメータの詳細は表 4.5に示されている. 本実験では,以下

に示す Recall, Precisionおよび F値を用いて精度検証を行う.

Recall =
正しく分類されたサンプルの数
そのクラスのサンプル数

=
TP

TP + FN
(4.22)

Precision =
正しく分類されたサンプルの数

手法によりそのクラスに分類されたサンプル数

=
TP

TP + FP
(4.23)

F値 =
2× Recall× Precision

Recall + Precision
(4.24)

ここで,正しく分類されたサンプルとは,ある対象クラスに分類されたサンプルを

示す (true positive: TP).上記の式の要素間の関係を表 4.6に示す. Recall, Precision

および F値は機械学習分野における一般的な評価指標の一つであるので,採用し

た. Recallと Precisionは誤分類と過検出の比率を表す. しかしながら, Recallと

Precisionはトレードオフの関係を持つため, Recallと Precisionの調和平均である

F値を総合性能の評価のために用いる.

提案手法の有効性を示すために, 一般的な ELM [59], WELM [60], Multi Layer

WELM (以降, MLWELM) [61]およびCNNに基づくアプローチの一つであるFine-

tuned VGG16 [24]を用いる. WELMは文献 [51]に基づいて構築した我々の従来

手法 [60]である. WELMの改良版であるMLWELMはWELMを多層化した深層
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学習手法である. 比較手法の詳細を以下に示す. VGG16を除くすべての比較手法

の構築においては,簡便に画像特徴ベクトルとテキスト特徴ベクトルを並べた特

徴ベクトル xn = [vi
⊤
,vt

⊤
]⊤を入力として用いる.

• ELM

ELMは 3種類の層 (入力層,隠れ層および出力層)を用いることで構築する.

ELMの学習の目的は, ノード数 Lを持つ隠れ層とノード数M を持つ出力

層間の重み行列 β ∈ RM×Lを算出することである. 以下の式を満たすよう

な βを求める.

βH = T (4.25)

ただし,HとT はCMWELMと同様に求めることができる. しかしながら,

ELMの活性化関数としてシグモイド関数を用いる.

G(al, bl,xn) =
1

1 + exp(−(a⊤
l xn + bl))

(4.26)

ただし, al と bl はランダムに決定される. 最小二乗問題を解くために, 式

(4.25)は下式で解くことができる.

β = T

(
H⊤H

)−1

H⊤ (4.27)

• WELM

我々の従来手法であるWELMに基づく変状分類は 4.4節と同じ手順で構築

可能である.

• MLWELM

特徴ベクトルを z0n = xnと定義することで,我々はMLWELMを学習する.

MLWELMは入力層, K 個の隠れ層および出力層から構成される. つまり,
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MLWELMはK + 2層を有する. MLWELMの学習の目的は,隠れ層と出力

層間の重み行列を計算することである. MLWELMは特徴変換 (I) と分類

(II)の二つのステップから構成される. 具体的に, kがK + 1よりも小さい

時, WELMに基づく Auto Encoder (以降, WELM-AE) により特徴変換され

る. また, k = K + 1の時, WELMにより分類される.

(I) k = 1, 2, ..., K

MLWELMでは, k番目の隠れ層の出力行列Zk = [zk1 , z
k
2 , ..., z

k
N ]がシグモ

イド関数 Gと zkn = G(βkzk−1
n )に基づく Zk−1 によって計算される. た

だし, βk ∈ RLk×Lk−1
は k 番目と (k − 1)番目の隠れ層間の重み行列. 行

列 βk は, 3層で構成されるWELM-AEにより構成される. これらの層は,

入力ノード数は Lk−1, 隠れノード数は Lk および出力ノード数は Lk−1 で

ある. 入力ベクトル zk−1
n ∈ RLk−1

が与えられたとき, WELM-AEの隠れ

層の出力 hk
n ∈ RLk

は hk
n = G(Akzk−1

n + bk)として算出される. ただし,

Ak(Ak)⊤ = I であり, (bk)⊤bk = 1である. WELM-AEはランダム値に基

づく直交する重みAk = [ak
1,a

k
2, ...,a

k
Lk ]

⊤とランダム値に基づくバイアス

bk = [bk1, b
k
2, ..., b

k
Lk ]

⊤を持つ. WELM-AEの入力行列Zk−1と隠れ層の出力

行列Hk = [hk
1,h

k
2, ...,h

k
N ]

⊤ ∈ RN×Lk
を用いることで,重み行列 βkは以下

の通り得られる.

βk = (Zk−1)⊤W

(
I

C1

Lk∑
lk=1

KL(ρ||ρ̂lk) + (Hk)⊤HkW

)−1

(Hk)⊤ (4.28)

ただし, C1は正則化パラメータであり,W はCMWELMと同様に求められ

る. KL(ρ||ρ̂lk) = ρ log(ρ/ρ̂lk) + (1− ρ) log((1− ρ)/(1− ρ̂lk))は,スパース正

則化のための KLダイバージェンスである. KLダイバージェンスは, しば

しば活性化しているニューロンの数を制御するためのオートエンコーダの

隠れ層で使われる. ρは,予め決定されているスパースのためのパラメータ

であり,この値は低ければ低いほどスパース性が高くなることを表す. ただ
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し,本実験において ρは 0.05である. さらに, ρ̂lkは k番目の隠れ層における

lk番目のノードの平均活性を表している.

(II) k = K + 1

最終隠れ層と出力層間の出力重み行列 βK+1 ∈ RM×LK
はWELMによって

算出される. 以下の式において,学習誤差 ξn = [ξn,1, ξn,2, ..., ξn,M ]⊤を最小化

する.

min
βK+1

1

2
∥βK+1∥2F +

C2

2

N∑
n=1

Wnn∥ξn∥2 s.t. βK+1zKn = tn − ξn (4.29)

ただし, C2は, 正則化パラメータである. tnと T は CMWELMと同様に得

られる. 最後に,最適な重み βK+1は以下の式で得られる.

βK+1 = TW

(
I

C
+ (ZK+1)⊤ZK+1W

)−1

(ZK+1)⊤ (4.30)

次に,各比較手法と提案手法との比較により以下の内容が示される.

• CMWELM vs ELM

CMWELMがベースライン手法よりも効果的であることを確認する.

• CMWELM vs WELM

CCAにより得られる射影特徴を利用することの有効性を確認する.

• CMWELM vs MLELM

WELM-AEによる教師無し特徴変換よりも正準相関を考慮した特徴変換が

有効であることを確認する.

• CMWELM vs VGG16

CNNに基づく手法よりも有効であることを確認する.

さらに, ELMとWELMを比較することで, クラス不均衡を考慮することが変状

分類に有効であることを確認する.
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表 4.8: クラス均衡とクラス不均衡なデータにおける CMWELMの精度比較.

クラス不均衡 クラス均衡
変状 R P F R P F

ひびわれ 0.860 0.843 0.851 0.860 0.811 0.834
遊離石灰 0.730 0.608 0.663 0.750 0.600 0.666
腐食 1.000 1.000 1.000 1.000 1.000 1.000
剥落 0.410 0.773 0.535 0.380 0.703 0.493

鉄筋露出 0.750 0.600 0.666 0.710 0.612 0.657
平均 0.750 0.765 0.743 0.738 0.745 0.729

4.5.2 実験結果および考察

全ての手法の Recall, Precisionおよび F値を表 4.7に示す. この表より,提案手

法の Recall, Precisionおよび F値の平均が state-of-the-artであるMLWELMを含

む他の手法の精度よりも高いことが確認できる. MLWELMと提案手法を比較す

ると, 効果的な特徴変換を行うためには, 異種特徴間の正準相関を考慮すること

が多数の隠れ層を構築するよりも有効であることが示された. さらに, WELMと

提案手法とを比較することで, Recallと Precisionの調和平均である F値において

は,正準相関を最大化する第一隠れ層を構築することの有効性が示された. 特に,

学習画像の少ない剥落の精度に注目すると, 提案手法はWELMを大きく上回る

ことも確認できる. さらに, CMWELMはほぼすべての評価指標において, VGG16

を上回るため, CMWELMは CNNに基づく手法よりも少量の学習データで効果

的な学習が可能であることを確認できる. また, WELMの精度が ELMよりも高

いことから,クラス不均衡を考慮することも有効であることが示された. 最後に,

正準相関係数を図 4.3に示す. これにより,画像特徴とテキスト特徴間を高相関と

する特徴が算出されていることが確認できる.

さらに, CMWELMを用いることによるクラス不均衡データへの効果について

検証する. 表 4.3に示すように, 剥落のサンプル数である 736サンプルに揃えた
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図 4.3: 正準特徴の各次元に対応する正準相関係数.

データを用いて実験を行う. 実験結果を表 4.8に示す. クラス不均衡のデータと均

衡のデータを比較することで,クラス不均衡のデータを用いた場合の精度が高い

ことから,クラス不均衡なデータであったとしても,可能な限りデータを用いるこ

とが重要であることが確認できる.

実験結果より,提案手法の精度向上は state-of-the-artであるMLWELMと比較し

て,その差が 1%である. しかしながら,以下に示すように,この差は大きな意味を

もつ. 実際の維持管理業務におけるアプリケーションとしてCMWELMを使用す

るためには,これまでに蓄積された大量のデータで学習する必要がある. NEXCO

は約 1億 5000万のサンプルを所有しているので,「1%」の差は 150万サンプルの

差に相当する. したがって,この差が学習能力に大きな影響を与えることは明らか

である. ここでは, NEXCOには大量のデータが保存されてるが,これらのデータ

には数百種類の変状が含まれており,サンプル数が不均衡なクラスが複数存在す

る. したがって,表 4.3に示すように,不均衡が大きいために訓練データを十分に

準備することが困難な場合が多い. 本手法は, このような不均衡なデータを扱う
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表 4.9: 提案手法の混同行列.

Predicted class
True class ひびわれ 遊離石灰 腐食 剥落 鉄筋露出
ひびわれ 0.86 0.03 0 0.05 0.06
遊離石灰 0.04 0.73 0 0.02 0.21
腐食 0 0 1.00 0 0
剥落 0.05 0.31 0 0.41 0.23

鉄筋露出 0.07 0.13 0 0.05 0.75

表 4.10: WELMの混同行列.

Predicted class
True class ひびわれ 遊離石灰 腐食 剥落 鉄筋露出
ひびわれ 0.84 0.03 0 0.07 0.06
遊離石灰 0.11 0.75 0 0.02 0.12
腐食 0 0 0.99 0.01 0
剥落 0.11 0.32 0 0.33 0.24

鉄筋露出 0.08 0.18 0 0.04 0.70

ことができる. さらに,将来劣化した構造物の数が増加すると,誤分類されたデー

タの数が増加する. 実際, NEXCOは現在, 3,800キロメートル以上の高速道路を

維持管理しており, 将来的には保守点検によるデータ数の増加が明白である. 以

上のことから,提案手法は実用化に有効であることがわかる.

提案手法により正しく分類され, WELMによって誤分類された画像の例を図

4.4に示す. 提案手法では,図 4.4 (d), (f), (h)に示すように,不要な領域を含む画像

を正しく分類することができる. つまり,提案手法では,十分に高品質でない変状

画像を正しく分類可能であり, また, 撮影された画像毎に異なる質やアングルを

考慮して画像を扱うことが可能である. ただし, 本手法で使用されている変状画

像は,図 4.5のように異なる角度で撮影されているため,分類性能を十分に確保す

るためには,撮影条件を標準化することが望ましい.
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表 4.11: CMWELMとVGG16の計算時間 (sec).

処理 CMWELM VGG16
特徴算出 2.97× 10−1 -

正準相関最大化 7.37× 10−4 -
変状分類 2.59× 10−1 1.52 (特徴算出を含む)

Sum 5.56× 10−1 1.52

さらに,相関最大化アプローチの有効性を検証するために,提案手法とWELM

の混同行列を表 4.9と表 4.10にそれぞれ,示す. 行列の対角要素は,表 4.7に示す

Recallの値に対応する. これらの表から, 剥落の画像をひびわれとみなす誤分類

の割合は,提案手法により減少した. 本実験で用いた点検データにおいては,アス

ファルトまたはコンクリートにはしばしばひびわれが生じる. また, 剥落もコン

クリートでも起こる変状である. これらの変状の両方が同じ材料で発生するため,

WELMは単に画像特徴およびテキスト特徴を使用し, これらの変状を誤分類し

た. 一方,画像特徴とテキスト特徴の関係を考慮することにより,提案手法はこれ

らの画像を正しく分類することができる. 以上からも, 正準相関を考慮すること

の有効性が確認された.

最後に,提案手法の計算コストについて検証する. 各処理の計算コストを,表 4.11

に示す. CMWELMは, 3.40GHz Intel Core i7-3770と 16.0GBのメモリを有する

計算機を使用して計算した. 一方,一般的な深層学習方法であるVGG16の Fine-

tuningは, 4.00GHz Intel Core i7-4790と 32GBのメモリとGPU GeForce 1080Tiを

使用して計算した. VGG16モデルはGPUを用いて行ったが, CPUを用いて計算

した CMWELMがVGG16より速いことが確認されたことから,提案手法は一般

的な深層学習手法と比較して, 高速な分類を実現する. したがって, 提案手法は,

未知の対象物の変状をリアルタイムに分類することができるため,実際の維持管

理を支援する上で効果的である.
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4.6 まとめ

本章では,異種特徴間の相関を最大化する射影に基づく特徴を用いた変状分類

手法を提案した. 実験では, この射影を用いずに多数の隠れ層により特徴変換を

行う深層学習手法と比較して, 本手法の精度が高いことが確認できた. したがっ

て, 多数の隠れ層による特徴変換よりも, 正準相関の考慮により得られる射影を

用いた特徴変換を用いることが有効であると確認できる.
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(a)ひびわれ (b)ひびわれ

(c)遊離石灰 (d)遊離石灰

(e)遊離石灰 (f)腐食

(g)剥落 (h)鉄筋露出

(i)鉄筋露出 (j)鉄筋露出

図 4.4: 提案手法によって正しく正解された変状画像の例.
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(a) (b)

図 4.5: 異なるアングルから撮影された腐食画像の例.
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第5章 異種特徴間の関連性を考慮可
能な深層学習に基づく変状
分類

5.1 はじめに

本章では,異種特徴の相関関係を考慮可能な順伝搬型の深層学習を構築するこ

とで,高精度な変状分類を実現する手法を提案する. 具体的に, 4章で得られた射

影を隠れ層に導入した順伝搬型の深層学習として新たに Correlation-maximizing

Deep Extreme Learning Machine-local Receptive Field (以降, CMDELM-LRF)を構

築する. 順伝搬型の深層学習の隠れ層の重みとして異種特徴の相関関係を考慮し

て算出した射影を用いることで,少ない層で分類に有効な特徴への変換を可能と

することから,最適に決定すべきパラメータ数の削減が可能となる. 以上により,

異種特徴間の関連性に基づいて,高い弁別性を有する特徴への変換の枠組みを導

入した深層学習に基づく,高精度な変状分類を実現する. 本手法は,図 5.1に示す

通り, 3つのステップにより実現する. 一つ目のステップとして Local Receptive

Field (以降, LRF) [62]に基づく画像特徴の算出,二つ目のステップとして正準相

関最大化を行う層の構築, 最後に順伝搬型の深層学習の構築を行う. これらの内

容を以下の章に分けて説明する. まず, 5.2節で, LRFに基づく画像特徴とテキス

ト特徴の算出について説明し, 5.3節で,異種特徴間の相関関係に基づく射影の導

出を行う. つづいて, 5.4節で,特徴変換された特徴を用いた順伝搬型の深層学習

の構築について説明し, 5.5節で,実験を行い,最後に 5.6節で,まとめとする.
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5.2 LRFに基づく特徴抽出

学習画像 n (n = 1, 2, ..., N ;N は学習画像の数 )が与えられた時,画像 nに対応

する入力行列 In ∈ Rdh×dw から画像特徴を算出する. カラーチャネルを考慮する

ために,文献 [62]と同じ処理を行う. 図 5.1に示す通り,画像特徴を算出するため

には,提案手法は特徴マップ構築とプーリングマップの構築の二つのステップを

行う.

初めに,重み行列 Â ∈ Rr2×Φの初期値をランダムに設定する. ただし, r×rは局

所受容野のサイズを表し, Φは特徴マップの数を表す. 特異値分解 (singular value

decomposition: SVD)を用いることで,重み行列の初期値 Âを直交化し,直交ベク

トル âϕ ∈ Rr2 (ϕ = 1, 2, ...,Φ)を算出する. ただし, Â = [â1, â2, ..., âΦ]である.

r2 < Φの時, SVDにより, (Â)⊤を直交化する. そして,文献 [62]でのプロセスと

同様に,その行列の転置をとる. したがって, ϕ番目の特徴マップごとに列方向に

âϕを持つ,入力重み行列Aϕ ∈ Rr×rを算出する. 算出した入力重み行列Aϕを用

いることによって, ϕ番目の特徴マップ cϕ(In)は以下の式に基づき算出される.

cϕi,j(In) =
r∑

s=1

r∑
u=1

I(i+r−s,j+r−u)
n ×Aϕ

s,u (5.1)

i = 1, 2, ... , (dh − r + 1)

j = 1, 2, ... , (dw − r + 1)

ただし, cϕi,j(In), I
(i+r−s,j+r−u)
n と Aϕ

s,u は, cϕ(In)の (i, j)番目の要素, In の (i +

r − s, j + r − u)番目の要素, Aϕの (s, u)番目の要素を表す. 結果的に,サイズが

(dh − r + 1)× (dw − r + 1)である特徴マップ cϕ(In)を算出する.

第二に,算出された特徴マップを用いることでプーリングマップを算出する. 提

案手法で用いるプーリングサイズは e × eであり, プーリングマップのサイズは

特徴マップのサイズである (dh − r + 1)× (dw − r + 1)と同じである. 平方/平方

根プーリングを施すことで, ϕ番目の特徴マップ κϕ(In)は以下の式により算出さ
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表 5.1: テキストデータの一例およびその次元数を示す. 実際には,送電線には名
前が記録されており,塩害区分は塩害の影響を受ける地域を表す.

項目 内容 次元数
送電線 C線, D線, ... D1

鉄塔種別 E鉄塔, F鉄塔, ... D2

塩害区分 A’, B’, C’, ... D3

地域区分 G地域, H地域, ... D4

診断年月日 2015/03/10, 2014/03/03, ... 1
電圧 (kV) 66, 275, 154, ... 1
建設年度 1966, 1977, 1983, ... 1
鉄塔高さ (m) 56.4, 73.5, 72, ... 1
塗装年度 2004, 2001, ... 1
合計 - dy =

∑4
t=1Dt + 5

れる.

κϕp,q(In) =

√√√√ p+e∑
i=p−e

q+e∑
j=q−e

{
cϕi,j(In)

}2

(5.2)

p = 1, 2, ... , (dh − r + 1)

q = 1, 2, ... , (dw − r + 1)

ただし, κϕp,q(In)は κϕ(In)のの (p, q)番目の要素を表す. cϕi,j(In)はゼロパディン

グされた特徴マップである. 平方/平方根プーリングは文献 [63]においても用い

られており, その有効性が示されている. プーリングマップのそれぞれのピクセ

ル値を並べることによって特徴ベクトル x′
n ∈ R(dh−r+1)(̇dw−r+1)Φ̇を算出する. 最

後に,画像特徴ベクトルの次元x′
nが学習画像の数より多い場合,次節の処理であ

るCCAの学習において過学習が発生する可能性があるため, Principal Component

Analysis (PCA) [64]に基づき次元削減を行い,特徴ベクトルxn ∈ Rdxを算出する.
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図 5.2: テキスト特徴の算出方法の一例. 図における画像 IDは各画像を表し,それ
ぞれにテキストデータが対応している.

5.3 正準相関を最大化する隠れ層の構築

まず,テキストデータからテキスト特徴を算出する. テキストデータの例を表 5.1

に示す. 技術者は,送電線,鉄塔種別,塩害区分,地域区分,診断年月日,電圧,建設

年度,鉄塔高さおよび塗装年度をテキストデータとして記録する. そこで,本手法

では, これらのテキストデータからテキスト特徴を算出する. 算出方法の具体例
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を図 5.2に示す. 図 5.2の赤枠に示す通り,送電線,鉄塔種別,塩害区分,地域区分

に関しては,対応する次元に 1,それ以外を 0とした特徴として算出する. 一方で,

それ以外のテキストデータについては,図 5.2の青枠に示す通り,対応する値を特

徴として算出する. 最終的なテキスト特徴は, これらを一列に並べることで算出

される. つまり, 表 5.1に示すように, 送電線, 鉄塔種別, 塩害区分, 地域区分から∑4
t=1Dt次元の特徴を算出し,他の 5つのデータから 5次元の特徴を算出するこ

とで,テキスト特徴ベクトル yn ∈ Rdy (dy =
∑4

t=1Dt + 5)を算出する.

次に,画像特徴とテキスト特徴間の正準相関を最大化する隠れ層を構築する. こ

れらの特徴間の関連性を考慮可能な隠れ層の重み行列を計算するために,画像特

徴行列X = [x1,x2, ...,xN ] ∈ Rdx×N とテキスト特徴行列 Y = [y1,y2, ...,yN ] ∈

Rdy×N に正準相関分析 [21]を適用することで射影行列ΨxとΨyを算出する. 具

体的に,以下の目的関数の最大化を行う.

(ψ̂x, ψ̂y) = arg max
ψx,ψy

ψT
xCXYψy√

ψT
xCXXψx

√
ψT

yCY Yψy

(5.3)

ただし, ψxとψyは射影ベクトルである. また,　

CXY =XY ⊤ (5.4)

CXX =XX⊤ (5.5)

CY Y = Y Y ⊤ (5.6)

である. 式 (5.3)を最大化するために, ラグランジュの未定乗数法により, 以下の

式を解く.

L(ψx,ψy) = ψ
⊤
x CXXψy −

λx
2
(ψ⊤

x CXXψx − 1)

− λy
2
(ψ⊤

y CY Yψy − 1) (5.7)
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ただし, λx = λy (= λ)であり, λは以下に示す. そして,以下の固有値問題を解く.

C−1
XXCXYC

−1
Y YC

⊤
XYψx = λ2ψx (5.8)

C−1
Y YC

⊤
XYC

−1
XXCXYψy = λ2ψy (5.9)

ただし, λは上記問題における固有値を表す. 上式を解くことで,複数の固有値λと

それに対応する固有ベクトルψxおよびψyを算出されるため, dcca次元の固有ベ

クトルを並べることで,射影行列Ψx = [ψ1
x,ψ

2
x, ...,ψ

dcca
x ]⊤ ∈ 　Rdcca×dxとΨy =

[ψ1
y ,ψ

2
y , ...,ψ

dcca
y ]⊤ ∈ Rdcca×dy を算出する. 図 5.1に示すように, LRFとDELMの

間に射影行列を挿入することで, 以下の式で定義される射影特徴 x̂n ∈ Rdcca と

ŷn ∈ Rdccaを算出する.

x̂n = Ψxxn (5.10)

ŷn = Ψyyn (5.11)

多くの深層学習では,多くの隠れ層を使用することによって画像から得られた

特徴を意味的な特徴への変換を実現している. これらの深層学習では, 設定すべ

きパラメータの数が多いので,オーバーフィッティングを避けるために,大量の学

習データを用意する必要がある. 一方,画像特徴を意味的な特徴への直接変換は,

第 4章において,画像特徴とテキスト特徴間の正準相関を考慮することで実現可

能であることが示されている. したがって,最適に決定すべきパラメータの減少可

能であるため,少量の学習データを用いた深層学習を構築することが可能となる.

提案手法では, 画像特徴とテキスト特徴を使用する. 変状画像は背景などの不

要な領域を含むので,画像特徴は雑音となる情報を含むことになる.　一方,テキ

ストの特徴は技術者が記録した実際の維持管理業務に基づいてデータから算出さ

れるため, 質の高い特徴となる. 画像特徴とテキスト特徴を使用して表現能力の

高い特徴を取得するためには,これらの異種特徴を互いの相関が高くなるような

空間に投影する必要がある.　したがって,我々は CCAに焦点を当てる. CCAは
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2つの異なる特徴を比較可能な特徴空間に射影し,それらの相関最大化を可能に

する最も一般的な方法の 1つである. さらに, CCAで得られた正準相関を最大に

する射影行列を深層学習の重みとして用いることができるため,特徴変換と分類

の両方の end-to-endな学習が可能となる.

5.4 DELMの構築

本節では, DELMによる変状分類について説明する. まず, DELMのモデルを

図 5.1に示す. DELMは,入力層 (1層),隠れ層 (K層),出力層 (1層)の計K +2層

で構成されており,第 k層と第 k− 1層間の重み行列 (ただし, k = 2, 3, ..., K + 1)

を逐次算出することで学習が行われる (k = 1の時は入力層である) . 具体的に, (I)

k = 2, 3..., K までの重み行列は, Cambriaらにより提案された Extreme Learning

Machine-Auto Encoder (以降, ELM-AE) [65]を各層ごとに構築することで算出さ

れる. 一方, (II) k = K +1における重み行列は,通常のExtreme Learning Machine

(以降, ELM) [59]と同様に求められる. したがって,以降では,上述した重み行列

の算出方法について説明する.

(I) k = 2, 3, ..., K

DELMでは, k番目の隠れ層の出力行列Zk = [zk1 , z
k
2 , ..., z

k
N ]と (k − 1)番目の

隠れ層の出力行列Zk−1間の関係は以下の式で表される.

zkn = G(βkzk−1
n ) (5.12)

ただし, Zk は学習データから得られる行列であり, βk ∈ RLk×Lk−1
は, k番目と

(k − 1)番目の隠れ層間の重み行列である. さらに, Gは活性化関数として用いた

シグモイド関数を表す.

重み行列 βkを計算するために,各層ごとに ELM-AEを構築する. 入力層,　隠

れ層および出力層の三層で構成される ELM-AEモデルは図 5.1の右下に示され

る. これらの層は Lk−1個の入力ノード, Lk個の隠れノード, そして Lk−1個の出
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力ノードをもつ. ELM-AEはオートエンコーダであるため,入力特徴が出力特徴

と等しくなるように隠れ層を学習する. 入力ベクトル zk−1
n ∈ RLk−1

が与えられた

とき, ELM-AEの隠れ層の出力 hk
n ∈ RLk

は以下の式で得られる.

hk
n = G(W kzk−1

n + bk) (5.13)

W k(W k)⊤ = I (5.14)

(bk)⊤bk = 1 (5.15)

ELM-AEはランダム値に基づく直交重みW k = [wk
1 ,w

k
2 , ...,w

k
Lk ]

⊤とランダムバ

イアス bk = [bk1, b
k
2, ..., b

k
Lk ]

⊤ をもつ. 以上より, ELM-AEへの入力行列 Zk−1 と

ELM-AEの隠れ層における出力行列Hk = [hk
1,h

k
2, ...,h

k
N ]

⊤ ∈ RN×Lk
を用いるこ

とで,出力重み βkが以下の式で算出される.

βk =

(
I

C1

Lk∑
lk=1

KL(ρ||ρ̂lk) + (Hk)⊤Hk

)−1

(Hk)⊤(Zk−1)⊤ (5.16)

ただし, KL(ρ||ρ̂lk) = ρ log ρ
ρ̂
lk
+ (1 − ρ) log 1−ρ

1−ρ̂
lk
はKLダイバージェンスを表し,

C1は正則化パラメータを表す. 隠れ層の表現をスパースとする制約を設けるこ

とで,オートエンコーダは高い表現能力を持つ特徴の算出が実現すると報告され

ている [66]. KLダイバージェンスは,しばしばオートエンコーダのスパース表現

のための制約として用いられる. パラメータ ρ̂lk は k番目の隠れ層における lk番

目の隠れノードにおける全学習データの平均活性値を表す. 予め設定したスパー

ス性を決定するパラメータ ρに基づき, KLダイバージェンスにおける平均活性

値 ρ̂lkを小さくするように隠れ層が構築される. KLダイバージェンスは隠れ層の

ノードを除去するのではなく,　ノードの活性化を制御するため,入力画像に応じ

て活性化されるノードが変化する. どのノードが重要であるかを抽出できるため,

表現能力が向上する [66].

結果的に, DELMにおけるそれぞれの層の出力重みβk (k = 1, 2, ..., K)はELM-

AEの出力重み βkを用いることで算出可能となる. 一般的な深層学習手法では,
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誤差逆伝搬法により膨大な数のパラメータを設定するために, 大量の学習画像

と膨大な計算時間を必要とするが,提案手法では各層ごとに教師無し学習である

ELM-AEを構築することでパラメータを決定する. 加えて,パラメータW kと bk

はランダム値に基づき算出される. したがって,提案手法では,少量の学習データ

による学習が可能となり,計算コストの削減も可能となる.

(II) k = K + 1

K番目の隠れ層と出力層間の重み行列βK+1は教師あり学習である通常のELM

と同様に求めることが可能である具体的には,学習誤差 ξn = [ξn,1, ξn,2, ..., ξn,M ]⊤

(M はM クラス分類問題における出力ノード数を表す)と重み行列の大きさをを

最小化するように最適化を行う.

min
βK+1∈RM×LK+1

R =
1

2
∥βK+1∥2F +

C2

2

N∑
n=1

∥ξn∥2 (5.17)

s.t. βK+1zK+1
n = tn − ξn

ただし, tn = [tn,1, tn,2, ..., tn,M ]⊤は,真のクラスがmの時にm番目の要素が1,他の

要素が 0となるベクトルである. さらに, C2は正則化パラメータである. 文献 [57]

によると,式 (5.17)はKarush-Kuhn-Tucker条件に基づき,以下の式を解くことと

等価となる.

min
βK+1∈RM×LK+1

R̃ =
1

2
∥βK+1∥2F +

C2

2

N∑
n=1

∥ξn∥2

−
N∑

n=1

M∑
m=1

αn,m

{
(γK+1

m )⊤zK+1
n − tn,m + ξn,m

}
(5.18)

ただし, γK+1
m = [βK+1

1,m ,βK+1
2,m , ...,βK+1

LK+1,m
]⊤ は m番目の出力ノードと隠れ層を

つなげる重みベクトルである. γK+1
m , ξn および αn を用いることで, 最適な重

み βK+1 は下式により得られる. ただし, α = [α1,α2, ...,αN ]
⊤ であり, αn =
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[αn,1, αn,2, ..., αn,M ]⊤である.

βK+1 = T (ZK+1)⊤
(
I

C2

+ZK+1(ZK+1)⊤
)−1

(5.19)

ただし, T = [t1, t2, ..., tN ]である. 結果的に,重み行列 βK+1の算出が実現する.

テストデータzK+1が与えられたとき, βK+1を用いることで,出力値v = [v1, v2, ..., vM ]⊤

は下式により得られる.

v = βK+1zK+1 (5.20)

さらに,最終結果は class = argmaxm∈{1,...,M} vmとして算出される.

結果的に,画像特徴とテキスト特徴間の正準相関を考慮可能なCMDELM-LRF

により高精度な変状分類が実現する.

5.5 実験

本節では,提案手法の有効性を確認するための実験を行う. 以降, 5.5.1において

実験準備を説明し, 5.5.2において実験結果と考察を示す.

5.5.1 実験準備

提案手法の有効性を検証するために,東京電力ホールディングス株式会社から

ご提供頂いたデータを用いる. このデータセットには, 送電鉄塔における実際の

維持管理業務において技術者が撮影した変状画像を記録したテキストデータが含

まれている. データセットには, クラス A,クラス B,クラス Cの 3つのレベルが

ある. ただし,クラスCは腐食が著しいものである. 本実験で用いる画像数の詳細

は, 表 5.2に示す. 実験では, 層数K, 正則化パラメータ C1と C2, および PCAを

使用して選択された次元数である次元 dxは,検証データセットにおいて最良のパ

フォーマンスを出力した際の値を採用した. ELMに基づく手法では,シグモイド
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表 5.2: 本実験で用いる画像数.

画像数
クラスA 1,044
クラス B 1,351
クラス C 748
合計 3,107

関数のパラメータはランダムな値に設定される. パラメータの詳細は,表 5.3に示

す. 検証方法は, 5分割交差検定を用いた. 以下に示される, Recall, Precisionおよ

び F値を用いることで提案手法の有効性を検証する.

Recall =
正しく分類されたサンプルの数
そのクラスのサンプル数

Precision =
正しく分類されたサンプルの数

手法によりそのクラスに分類されたサンプル数

F値 =
2× Recall× Precision

Recall + Precision
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表 5.3: 提案手法で用いるパラメータの詳細.
詳細 パラメータ 値

入力画像サイズ
dw 50
dh 50

LRFの窓サイズ r 5
LRFのプーリングサイズ e 3

次元数
dx 471
dy 364

正則化パラメータ
C1 215

C2 215

スパース性を決めるパラメータ ρ 0.05
LRFで算出するチャネル数 Φ 35

隠れ層の数 K 4

隠れ層のノード数

L1 394
L2 591
L3 472
L4 377
L5 301

クラス数 M 3
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表 5.4: 本実験で用いる手法の詳細.

元の特徴 射影後の特徴
手法 詳細 画像 テキスト 画像 テキスト

提案手法 CMDELM-LRF - - ✓ ✓
比較手法 1 CMDELM-LRF - - ✓ -
比較手法 2 CMDELM-LRF - - - ✓
比較手法 3 DELM-LRF [67] ✓ - - -
比較手法 4 DELM-LRF - ✓ - -
比較手法 5 DELM-LRF ✓ ✓ - -
比較手法 6 CCA + ELM-LRF - - ✓ ✓
比較手法 7 CCA + ELM-LRF - - ✓ -
比較手法 8 CCA + ELM-LRF - - - ✓
比較手法 9 ELM-LRF [62] ✓ - - -
比較手法 10 DELM [65] ✓ - - -
比較手法 11 KELM [68] ✓ - - -
比較手法 12 ELM [59] ✓ - - -
比較手法 13 SVM [23] ✓ - - -
比較手法 14 CaffeNet-CNN [69] ✓ - - -
比較手法 15 VGG16-CNN [24] ✓ - - -
比較手法 16 多層パーセプトロン - - ✓ ✓
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また,この実験では,表5.4に示すように, 16の比較方法を使用した. DELM-LRF

は我々が,以前に報告した [67]の方法である. その方法は,変状画像およびテキス

ト特徴を直接深層学習に入力することで構築されている. DELM, KELM, ELM,

SVMは, Caffe-Net [69]から抽出された画像特徴に基づいて構築される. さらに,

提案手法の有効性を検証するために, CNNに基づく方法と比較した. 送電鉄塔で

は,十分な数の学習画像を作成することが難しいため,比較方法として ImageNet

で学習済の CNNに対し,本手法で用いるデータで Fine-tuningを行う手法を採用

する. 具体的には, Caffe-Netモデル [69]とVGG16モデル [24]を採用した. 特に,

VGG16モデルは一般的で強力な深層学習方法の 1つである. さらに、我々は,最

も一般的な深層学習手法の一つである多層パーセプトロンに基づく深層学習を使

用した. さらに,提案手法および比較手法の隠れ層の詳細は,表 5.5に示されてい

る. この表から, CMDELM-LRFは,深層学習でベンチマークな比較手法 14, 15と

比較して,隠れ層が少ないことが確認できる.



第 5章 異種特徴間の関連性を考慮可能な深層学習に基づく変状分類 76

表
5.

6:
全
て
の
手
法
に
お
け
る

R
ec

al
l,

Pr
ec

is
io

n
お
よ
び

F
値

.

ク
ラ
ス

A
ク
ラ
ス

B
ク
ラ
ス

C
平
均

手
法

R
P

F
R

P
F

R
P

F
R

P
F

提
案
手
法

0.
98

5
0.

90
2

0.
93

9
0.

79
9

0.
95

6
0.

86
3

0.
92

2
0.

81
9

0.
86

3
0.

90
2

0.
89

2
0.

88
8

比
較
手
法

1
0.

97
8

0.
88

1
0.

92
3

0.
75

1
0.

93
7

0.
82

6
0.

90
0

0.
78

0
0.

83
4

0.
87

7
0.

86
6

0.
86

1
比
較
手
法

2
0.

49
6

0.
51

1
0.

49
8

0.
42

4
0.

58
1

0.
48

8
0.

59
5

0.
40

3
0.

47
9

0.
50

5
0.

49
9

0.
48

8
比
較
手
法

3
0.

98
7

0.
89

0
0.

93
3

0.
59

3
0.

95
2

0.
72

1
0.

91
2

0.
62

1
0.

73
3

0.
83

1
0.

82
1

0.
79

6
比
較
手
法

4
0.

76
5

0.
59

4
0.

66
8

0.
51

2
0.

79
2

0.
62

0
0.

70
3

0.
59

1
0.

63
7

0.
66

0
0.

65
9

0.
64

2
比
較
手
法

5
0.

85
1

0.
64

7
0.

73
5

0.
60

9
0.

85
4

0.
70

8
0.

76
3

0.
73

4
0.

74
2

0.
74

1
0.

74
5

0.
72

8
比
較
手
法

6
0.

97
0

0.
91

3
0.

93
7

0.
78

3
0.

93
1

0.
84

0
0.

89
6

0.
79

3
0.

83
0

0.
88

3
0.

87
9

0.
86

9
比
較
手
法

7
0.

95
9

0.
91

3
0.

93
1

0.
81

0
0.

92
0

0.
84

7
0.

87
0

0.
80

5
0.

82
3

0.
88

0
0.

87
9

0.
86

7
比
較
手
法

8
0.

56
1

0.
70

0
0.

61
9

0.
62

0
0.

71
4

0.
66

2
0.

77
0

0.
51

9
0.

62
0

0.
65

1
0.

64
4

0.
63

4
比
較
手
法

9
0.

88
0

0.
85

6
0.

86
2

0.
68

8
0.

85
7

0.
74

5
0.

81
4

0.
65

1
0.

71
4

0.
79

4
0.

78
8

0.
77

4
比
較
手
法

10
0.

49
8

0.
42

7
0.

46
0

0.
33

1
0.

52
2

0.
40

5
0.

51
1

0.
36

2
0.

42
4

0.
44

7
0.

43
7

0.
43

0
比
較
手
法

11
0.

46
4

0.
40

1
0.

43
0

0.
34

7
0.

46
3

0.
39

7
0.

43
0

0.
35

4
0.

38
8

0.
41

4
0.

40
6

0.
40

5
比
較
手
法

12
0.

48
5

0.
41

4
0.

44
6

0.
32

1
0.

47
6

0.
38

3
0.

44
8

0.
33

7
0.

38
4

0.
41

8
0.

40
9

0.
40

5
比
較
手
法

13
0.

12
7

0.
54

6
0.

20
4

0.
90

9
0.

43
2

0.
58

5
0.

03
4

0.
28

8
0.

06
0

0.
35

7
0.

42
2

0.
28

3
比
較
手
法

14
0.

51
7

0.
36

2
0.

42
6

0.
36

3
0.

46
4

0.
40

7
0.

16
3

0.
20

7
0.

18
2

0.
34

7
0.

34
4

0.
33

8
比
較
手
法

15
0.

83
5

0.
70

7
0.

76
5

0.
61

1
0.

76
3

0.
67

9
0.

76
2

0.
69

5
0.

72
7

0.
73

6
0.

72
2

0.
72

4
比
較
手
法

16
0.

94
4

0.
81

8
0.

87
2

0.
59

2
0.

89
6

0.
70

8
0.

92
0

0.
69

3
0.

78
8

0.
81

9
0.

80
2

0.
78

9



第 5章 異種特徴間の関連性を考慮可能な深層学習に基づく変状分類 77

5.5.2 実験結果および考察

Recall, Precision, F値は,表 5.6に示されている. 表 5.6により,提案手法が比較

手法 5よりも優れており,比較手法 7が比較手法 9よりも優れていることが確認で

きる. したがって,画像特徴とテキスト特徴との間の正準相関を最大にする CCA

による特徴変換の有効性が示された. 加えて,提案手法は比較手法 1および 2に勝

ることから, 射影された特徴が本分類問題に有効であることがわかる. 提案手法

と比較手法 6の精度が比較手法 9と 11-13を含む他の手法の精度よりも高い. し

たがって, 深層学習に基づく手法の有効性が示された. 提案手法が比較手法 6を

上回ることから,隠れ層を追加することが精度向上に貢献していることがわかる.

以上により, CCAによる特徴変換は,深層学習手法であるDELMの隠れ層による

特徴変換よりも有効であることが確認できる. さらに, CMDELM-LRFと比較手

法 14-16を比較することで,多数の隠れ層を持つ他の深層学習手法よりも優れて

いることが確認される. 特に,表 5.5に示す通り,比較手法 15は提案手法と比較し

て多くの隠れ層を持つが, 提案手法はその比較手法よりも高いことがわかる. し

たがって, CCAに基づく特徴変換の有効性が確認された.

表 5.6より, 比較手法 6と 7がクラス Aにおいて有効であることがわかる. 比

較手法 6と 7は ELM-LRFと CCAを組み合わせた手法である. 本実験では, ク

ラス Aに属する画像は変状を含まない画像であるが, クラス Bおよび Cの画像

は変状を含んでいる. そこで,クラス Bやクラス Cのような隣接するクラスを分

類するためには,その小さな差を判別できる表現能力の高い特徴量を算出する必

要がある. しかしながら,比較手法 6と 7は浅いニューラルネットワークであり,

CMDELM-LRFのような深層学習に比べて表現能力が低い. これにより, クラス

Bおよびクラス Cの分類性能が低下する. さらに,この実験では, F値の平均値が

高くなるように隠れ層のパラメータが決定されるため,分類困難なクラスBとク

ラス Cの精度よりも,クラスAと他のクラスとを区別するように調整される. し

たがって,比較手法 6および 7はクラスAで高い性能を達成すると考えられる.

提案手法では,ランダム値に基づくβkを用いるため,分類精度を比較すること

で間接的に βk の正しさを評価する. 具体的に, CMDELM-LRFと誤差逆伝搬法
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(a)クラスA (b)クラスA (c)クラスA (d)クラス B (e)クラス B

(f)クラス B (g)クラス C (h)クラス C (i)クラス C

図 5.3: 提案手法によって正しく推定された画像の例. ただし,本実験では,画像中
央から 50× 50 (= dw × dh)ピクセルを用いている.

表 5.7: それぞれの手法における計算コストを示す.
処理 計算量 CMDELM-LRF 比較手法 14 比較手法 15

畳み込み O(Φk−1dkhd
k
wΦ

krk
2
) ✓ ✓ ✓

プーリング O(Φk−1dkhd
k
we

k2) ✓ ✓ ✓
PCA O(d2inN) ✓ - -
CCA O(d2inN) ✓ - -
正規化 O(Φk−1dkhd

k
w) - ✓ -

ELMに基づく全結合層 O(Lk2Lk−1) ✓ - -
一般的な全結合層 O(dindout) - ✓ ✓
誤差逆伝搬法 O(EpN

∑K
k L

k−1Lk) - ✓ ✓

に基づき構築される多層パーセプトロンに基づく深層学習手法 (比較手法 16)と

提案手法とを比較する. 誤差逆伝搬法は最適なパラメータ βkを算出することが

可能であるが,最適解を得るためには,大量の学習データが必要である. したがっ

て,本実験で用いられる学習データ数が少ないため,分類精度向上に限界がある.

表 5.6に示す通り, CMDELM-LRFの精度が比較手法 16の精度よりも高いことが

確認できる. つまり, βkの算出のためには, 学習データ数が限られている状況に

おいて, ELM-AEが誤差逆伝搬法よりも有効であることを意味している.

提案手法により正しく推定された画像の例 [70]を図 5.3に示す. 図 5.3から,送

電鉄塔の画像には多くのバリエーションがあることがわかる. 図 5.3 (b), (d)およ
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表 5.8: 提案手法, Caffe-NetおよびVGG16の学習時間 (sec).

処理 提案手法 Caffe-Net VGG16
特徴算出 5.01× 101 - -

正準相関最大化 2.62× 10−1 - -
分類器の構築 4.49× 10−1 1.44× 104 2.16× 103

合計 5.08× 101 1.44× 104 2.16× 103

表 5.9: 提案手法, Caffe-NetおよびVGG16のテスト時間 (sec).
手法 計算時間
提案手法 7.35× 10−1

Caffe-Net 1.31

VGG16 2.06

び (h)は遠景画像であり, それ以外は近景画像を表す. また, 図 5.3 (a)と (c)に示

すように,対象物体の角度は異なる. このように,提案手法は,様々な種類の画像

を正しく分類することができる. 一般的な分類手法 [6]では,そのようなバリエー

ションに対処するために,画像中の対象物体が表す領域を手動で切り取ることで

分類を行うため, これらは半自動的な手法である. 一方で, 提案手法は元画像を

CMDELM-LRFに直接入力することができるため,完全に自動分類可能な手法で

ある. したがって,実際のアプリケーションに用いることを考慮しても,提案手法

が有効であることが示された.

さらに, 提案手法と比較手法 14と 15の計算時間を比較する. 隠れ層の構成は

表 5.5に示されており,各プロセスの計算コストを表 5.7に示す. 表 5.7において,

kは各層のインデックスを表し, Kは層の総数を表す. Φkは k番目の層のフィルタ

数を表す. Φk−1は (k−1)番目の層の入力チャネルの数を表す. dkhとdkwは出力する

特徴マップのサイズである. rkと ekは畳み込みフィルタとプーリングフィルタの

サイズをそれぞれ表す. dinと doutは入力特徴と出力特徴の次元数をそれぞれ表す.
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さらに, Lkは k番目の層におけるノード数を表す. Nは画像数を表し, Epはネット

ワークの学習エポック数を示す. この表から,学習ステップにおいて,比較手法 14

と 15では,学習のために多くの計算コストを必要とする誤差逆伝搬法を採用して

いるため,これらの計算コストはO(
∑Kc

kc
Φkc−1dkch d

kc
w Φkcrkc

2
+ EpN

∑K
k L

kLk−1)

である. ただし, Kc は畳み込み層の数を表し, kc は畳み込み層のインデックス

を表す. 表 5.7に示すように, 畳み込みや誤差逆伝搬法は他のプロセスよりも複

雑であるため, 計算オーダーの算出においては, 他のプロセスを無視することが

できる. 効果的な深層学習手法を学習するために, 比較手法 14と 15は多くのエ

ポック数 Epを必要とする. さらに, 表 5.5に示す通り, 隠れ層の数は比較的多い

ので, これらの手法の計算コストは高くなる. 一方で, 提案手法の計算コストは,

O(
∑Kc

kc
Φkc−1dkch d

kc
w Φkcrkc

2
)であり,畳み込み層が一層なので, Kc = 1となる. そ

のため,提案手法では,入力画像のサイズ dkch × dkcw とフィルタサイズ rkcは小さく

なる. 以上より, 学習ステップにおいて, 提案手法は, 比較手法 14と 15よりも高

速に学習可能であることが示された. また, 実測時間を表 5.8に示す. 実際に, 表

5.8に示すように,提案手法の実測時間は,比較手法 14と 15にような一般的な深

層学習手法よりもはるかに低いことが確認できる. 具体的に,提案手法, CaffeNet

およびVG16の計算時間は, 5.08× 101秒, 1.44× 104秒および 2.16× 103秒であ

る. 提案手法はCPU演算を行っており,動作させた計算機のスペックは, 3.40GHz

Intel Core i7-3770であり, メモリは 16GBである. CaffeNet-CNNは GPU演算を

行っており,計算機のスペックは, 2.30GHz Intel Xeon E5-2699 v3であり,メモリ

は 512GBである. また, GPUは Nvidia Tesla K80である. この表より, DELMの

学習コストは CPU演算であるにもかかわらず高速であることがわかる. この理

由として, ELM-AEが各層で構築される教師無し学習であり, ランダム値でパラ

メータが設定されることが挙げられる.

さらに,テストステップでは,提案手法と比較手法 14と 15の計算コストは畳み

込み層の数に依存するため,計算コストの違いはわずかである. しかしながら,提

案手法は一つの畳み込み層で構成されており,比較手法 14と 15は多くの畳み込

み層から構成される. したがって,表 5.9に示す通り,提案手法の実測時間は低い
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ことから,計算コストの削減を実現した. 以上の議論により, CMDELM-LRFが変

状分類に有効であることが示された.

最後に, CCAによって得られた射影特徴が分類性能の向上に寄与する理由につ

いて考察する. 一般的な分類問題においては, ラベルと特徴間の相関関係が高く

なればなるほど,弁別性の高い特徴が算出可能であることが報告されている [71].

したがって,予測性能と射影された特徴または元の特徴との間の関係を評価する

ために,学習データにおける特徴とラベルとの間のピアソンの相関係数を計算し

た. 具体的には,クラスラベルと各特徴の各次元の間の相関係数を計算し,図 5.4

と図 5.5のようにヒストグラムを作成した. ただし, それぞれのヒストグラムの

ビンの値は対象特徴の次元数によって正規化されている. 例えば, 図 5.4(a)の場

合,元の画像特徴の次元 dxは 471であるため, 471個の係数の頻度が表示される.

図 5.4は元の特徴とラベルの間の相関係数のヒストグラムを示す. 図 5.4 (a), (b)

および (c)は,比較手法 3, 4, 5の結果に対応する. 図 5.5は, CCAにより射影され

た特徴とラベルとの間の相関係数のヒストグラムを示す. 図 5.5 (a), (b)および (c)

は, 提案手法, 比較手法 1および 2に対応している. これらの画像は, 横軸におい

て±1に近い値の数が多いほど, ラベルとの相関が高いことを意味する. さらに,

これらの図の結果を定量的に比較するために, 相関係数 (Var)の分散と絶対係数

値 (AveA)の合計の平均を計算した. これらの値が大きいほど,特徴とラベルの間

の相関が高くなることを意味する.

• 図 5.4 (a)と図 5.5 (a)の比較

“Var”と “AveA”の値とこれらの図に示される通り, 射影された画像特徴と

ラベルとの間の相関がより高いことを確認することができる. また,比較手

法 1と 3の実験結果から明らかなように,射影された画像特徴は,元の画像

特徴よりも効果的であることがわかる.

• 図 5.4 (b)と図 5.5 (b)の比較

一方で, 図 5.4 (b)と図 5.5 (b)に示す通り, 射影されたテキスト特徴とラベ

ルとの間の相関が低いことが確認できる. さらに,上述の関係と同様に,射
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影されたテキスト特徴を用いて構築された比較手法 2もまた低いことが確

認された.

上記の二つの点より,各特徴間の相関関係と分類精度と間に関係が存在すること

が確認された.

• 図 5.4 (c)と図 5.5 (c)の比較

図 5.4 (c)は図 5.4 (a)と図 5.4 (b)を単純に合成することで得られるヒスト

グラムである. 同様に,図 5.5 (c)は図 5.5 (a)と図 5.5 (b)を単純に合成する

ことで得られるヒストグラムである. 図 5.4 (c) と図 5.5 (c)に示す通り, 射

影された画像特徴と射影されたテキスト特徴を並べた特徴がラベルと高い

相関があることが確認できる. さらに, 射影特徴の “Var”と “AveA”の値は

元の特徴の値よりも高い.　加えて,提案手法は比較手法 5よりも高い精度

である. CCAは, 2種類の特徴間の相関が最大化されるように射影を計算す

る方法であり,特徴とラベルとの間の相関を高くするプロセスを含まない.

それにも関わらず, CCAにより得られた射影された特徴 [x̂n
⊤, ŷn

⊤]⊤がラベ

ルとの相関が高いことから, CCAにより得られる射影は,画像特徴とテキス

ト特徴間の正準相関の最大化のみならず, 弁別性の高い特徴の算出が可能

となることがわかる. 結果的に,提案手法の有効性が確認された.

上記の議論により, “Var”と “AveA”が新たに,元画像とCCAにより射影された特

徴の選択のための指標になりえることが確認された. 言い換えると, これらの指

標を用いることで,分類精度向上に寄与する特徴を選択することが可能となるこ

とも期待できる.

以上より, 異種特徴間の関連性を考慮可能な深層学習により, 少量の画像を用

いた場合であっても,高精度な変状分類が実現する.

5.6 まとめ

本章では,異種特徴の相関関係を考慮可能な順伝搬型の深層学習を構築するこ

とで,高精度な変状分類を実現した. 本手法では,相関最大化を行う射影を順伝搬
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型の深層学習の隠れ層に導入することで,弁別性の高い特徴への変換と同時に最

適に決定すべきパラメータ数の削減が可能とした. 以上より, 少量の学習画像を

用いた変状分類の高精度化が実現された.
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(a)画像特徴 xnとクラスラベルとの相関
Var : 2.25× 10−3, AveA : 1.73× 10−2

(b)テキスト特徴 ynとクラスラベルの相関
Var : 2.22× 10−3, AveA : 2.67× 10−2

(c)画像特徴とテキスト特徴を並べた特徴 [xn
⊤,yn

⊤]⊤とクラスラベルとの相関
Var : 2.24× 10−3, AveA : 2.16× 10−2

図 5.4: 元特徴とクラスラベルとの間のピアソンの相関係数を示す. また, “Var”は
係数の分散を表し, “AveA”は係数の絶対値の和の平均を表す. (a), (b)および (c)
は比較手法 3, 4および 5にそれぞれ対応している.
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(a)正準画像特徴 x̂nとクラスラベルとの相関
Var : 9.40× 10−2, AveA : 2.49× 10−1

(b)正準テキスト特徴 ŷnとクラスラベルとの相関
Var : 5.27× 10−5, AveA : 7.27× 10−3

(c)正準画像特徴と正準テキスト特徴を並べた特徴 [x̂⊤
n , ŷ

⊤
n ]

⊤とクラスラベルとの相関
Var : 4.70× 10−2, AveA : 1.28× 10−1

図 5.5: 正準特徴とクラスラベルとの間のピアソンの相関係数を示す. また, “Var”
は係数の分散を表し, “AveA”は係数の絶対値の和の平均を表す. (a), (b)および (c)
は比較手法 1, 2および提案手法にそれぞれ対応している.
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第6章 結論

6.1 本研究の総括

本論文では,実際の維持管理業務で撮影される変状画像と記録されるテキスト

データの異種データから算出される異種特徴を用いて,分類に有効な弁別性の高

い特徴へ変換可能な枠組みを導入した深層学習による変状分類手法を提案した.

以下に,本論文における各章の概要について述べる.

第 2章では,構造物の維持管理支援を目的とした,機械学習に基づく従来研究に

ついて紹介し,本論文で解決すべき課題を明らかにした. 第 3章では,異種特徴と

変状を変数とみなすことで,それらの因果関係を確率値として表現可能なベイジ

アンネットワークに基づく変状分類手法を構築した. 具体的に, 実際の維持管理

業務において,変状画像とテキストデータが技術者の判断に有効であることに着

想を得て,維持管理業務を模擬した枠組みにより変状分類を行った. 実験により,

異種特徴間の関連性の存在を明らかにした. 第 4章では, 異種特徴に正準相関分

析を適用することで変状分類に有効な特徴を算出し,それらの特徴を用いた変状

分類手法を構築した. 実験により, 正準相関分析を適用した後の特徴を用いるこ

とで変状分類の精度向上が確認できたことから,異種特徴の相関関係に基づいて

算出した射影を用いることの有効性が確認された. 第 5章では, 得られた射影を

隠れ層に導入した順伝搬型の深層学習として新たにCorrelation-maximizing Deep

Extreme Learning Machine-local Receptive Fieldを構築した. 順伝搬型の深層学習

の隠れ層の重みとして異種特徴の相関関係を考慮して算出した射影を用いること

で,少ない層で分類に有効な特徴への変換を可能とした.　以上により,最適に決

定すべきパラメータ数の削減も可能となることから,少量の学習画像を用いた高

精度な変状分類手法の構築が実現した.
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6.2 本研究の今後の課題

本論文では,実際の維持管理業務で撮影される変状画像と記録されるテキスト

データの異種データから算出される異種特徴を用いて,分類に有効な弁別性の高

い特徴へ変換可能な枠組みを導入した深層学習による変状分類手法を構築するこ

とで,少量の学習画像を用いた高精度な変状分類を実現した. 近年の,構造物の維

持管理支援を目的とした研究では,変状分類だけではなく変状の発生している領

域 (以降,変状領域)も推定可能な手法が提案されているため,今後は,異種特徴を

用いた変状領域推定への手法拡張が求められる. また,近年の画像分類では,人間

から得られる視線や脳波などの生体情報を活用することで,分類精度の向上が実

現することが報告されているため [72],維持管理業務の際の技術者の視線情報を

取得することで, 変状分類の更なる高精度化や, 変状領域推定の実現が可能にな

ると考えられる. 以上より, 視線などの生体情報を導入した変状分類の高精度化

および変状領域推定の実現が本研究の今後の課題としてまとめられる.
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