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1

第1章 序論

1.1 本研究の背景
近年，スポーツ映像はテレビ放送に加えてインターネットによる映像配信サー
ビスにより視聴可能となっている1．これに伴い，DAZNに代表されるスポーツ
競技を対象とした映像配信サービスでは，チームや選手に関する情報などが，映
像とともに提供されている．特に，サッカー競技の市場規模は団体スポーツ競技
の中で最も大きく [2]，競技に関する知識量が視聴者によって大きく異なること
から，視聴者の理解を助ける情報の生成に関する技術が必要であり，その実現の
ための研究が活発に進められている [3–8]．視聴者がサッカー映像の内容を十分
に理解するためには，選手や競技ルールに加えて，選手の動きやフォーメーショ
ンなどの戦術に関する専門知識が必要となる．したがって，視聴者のサッカー競
技への理解を促すためには，サッカー映像からの戦術解析技術の構築が必要不可
欠である．
サッカー競技で用いられる戦術は主に，個人戦術，グループ戦術，およびチー
ム戦術の３つに大別される [1, 9]．まず，個人戦術はシュートやドリブルなどの
個人に着目した戦術である．グループ戦術は，パスやオフサイドトラップなど，
攻撃と守備において複数の選手が連携することで行われる戦術である．最後に，
チーム戦術は，チームメンバー全員で個人戦術またはグループ戦術を用いて攻撃
や守備を行う戦術であり，試合状況に応じて変化する．従来より，サッカー映像
から選手やボールを抽出し，個人戦術またはグループ戦術の推定を可能にする
手法が提案されている [10–22]．また，近年，実際のスタジアムに設置されたセ
ンサ2により多くの選手・ボール位置データが高精度に取得可能となったことか

1https://www.dazn.com/や https://www.hulu.jp/など
2TRACAB image tracking system (https://chyronhego.com/products/sports-tracking/)
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ら，個人・グループ戦術に加えて，チーム戦術を推定する研究の注目度が高まっ
ている．チーム戦術は試合状況に応じて複雑に変化するため，学習データから自
動で識別器の構築が可能な機械学習による解析が行われてきた [23–30]．具体的
に，選手・ボールの位置に関するデータから算出した選手・ボールの動きに関す
る特徴と，専門家が付与したチーム戦術に関するラベル情報を組とした学習デー
タを用いて，チーム戦術の推定を可能にする識別器の構築が行われている．さら
に近年では，深層学習に関する研究が活発に行われており [31–34]，その導入に
よるチーム戦術推定の高精度化が期待されている．
深層学習は多層のニューラルネットワークによる機械学習手法であり，入力
データと対応する出力ラベルの組を用いて入力データの特徴を学習することで，
隠れ層のパラメータが決定される．深層学習の精度向上には，一般に多数の隠
れ層が必要であり，最適に決定すべきパラメータ数が多くなるため，大量の学習
データが必要となる．しかしながら，チーム戦術は個人・グループ戦術よりも専
門性が高いため，学習データの出力ラベルの付与には膨大な時間と労力を要し，
十分な量のデータを収集することは困難である．加えて，選手や監督の入れ替
わりによりサッカー戦術が変化することから，対象のチームの選手・ボール位置
データを大量に取得可能となった場合においても，そのデータの全てをチーム戦
術推定に用いることが難しい．このため，深層学習に基づいた戦術解析について
は，未だ高精度なチーム戦術の推定手法が実現されていない．
これまでに，深層学習の分野では学習データ量が不足する場合，学習データを
加工・変形させ，データ量を人工的に充足するデータ拡張手法 [31,32,34,35]や，
他のデータで学習を行った深層学習のモデルに対して対象分野のデータを追加し
学習を行う転移学習 [36–38]など，少量データからの学習を行う手法が様々提案
されてきた．しかしながら，サッカー競技における戦術解析を対象とした場合，
単純な処理によって学習データを充足することは容易ではなく，また，転移学習
を行うための他の学習データにより構築されたモデルも存在しない状況にある．
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1.2 本研究の目的
本論文では，少ない学習データ量においてもサッカー映像における戦術解析を
可能とする新たな深層学習手法を提案する．具体的に，少量データからの学習を
可能にする手法の導入を行い，その後，戦術等のサッカー競技に関する知識の導
入に基づく高度化を行うことで，深層学習に基づいた高精度なチーム戦術の推定
を実現する．本論文では，１）フィードフォワード型学習の導入によって少量の
学習データにおいてもモデルパラメータの最適化を可能にする深層学習手法の実
現，２）チームの戦術の関係性に基づく推定の高精度化，３）サッカー経験者の
競技に関する専門知識に基づく戦術解析の実現の 3つのアプローチにより，従前
に存在した問題の解決を試みる．まず，１）では，誤差逆伝搬法に基づかず，大
量の学習データを必要としない識別器Deep Extreme Learning Machine（DELM）
[39]を戦術解析に導入し，選手・ボール位置データから算出したチーム戦術に関す
る特徴を用いて学習を行う．これにより，少量の学習データ量においてもDELM

のパラメータが最適化され，従来のチーム戦術の推定手法と比較して高精度化が
実現されることを示す．次に，２）では，１）で構築した深層学習手法に，新た
にチームの戦術の関係性に基づいた制約を導入することで戦術に関する専門知識
に基づいて戦術の推定結果を補正する．これにより，対戦する２チームの戦術の
組み合わせに基づく最適な補正が可能となり，チーム戦術推定の高精度化が実現
される．最後に，３）では，サッカー映像を視聴する経験者の視線の動きが競技
に関する専門知識と高い関連性を有していることに着目し [40, 41]，これを深層
学習に導入する．以上のように，本論文では，戦術や競技に関する専門知識を導
入した深層学習を構築することで，少量の学習データからの戦術解析を実現する．
上記の本研究における課題とその解決方策および章構成の関係を図 1.1に示す．

1.3 本論文の構成
本論文は，6章から成り，以下に各章の概要を述べる. 第 1章では，研究背景と
目的について述べた. 第 2章では，本研究の関連研究としてサッカー映像からの
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図 1.1: 本研究における課題とその解決方策，および章構成の関係

戦術解析に関する従来研究を紹介し，本論文で解決すべき課題を明らかにする．
第 3章では，DELMに基づいて少量の学習データから高精度なチーム戦術の推定
を可能にする手法を提案する．第 4章では，チームの戦術の関係性に基づく制約
を導入したチーム戦術の推定手法を提案し，推定結果の補正に基づく高精度化が
実現されることを示す．第 5章では，サッカー経験者から取得した映像視聴時の
視線データを用いた戦術解析手法を構築することで，サッカー競技に関する専門
知識を導入することの有効性を示す．したがって，少量データからの学習を可能
にする深層学習モデルを構築することで，サッカー映像からの高精度な戦術解析
をする．第 6章では，本論文の結論を示し，今後の課題について述べる.
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第2章 サッカー映像からの戦術解析
に関する従来研究

2.1 はじめに
本章では，サッカー映像において戦術解析を行う従来研究を説明する．これ
までに，スポーツ映像の解析では，サッカーやバスケットボール，テニスなどの
様々な映像を解析する研究が行われてきた [10–30, 42–78]．図 2.1にスポーツ映
像解析の従来研究のマップを示す．2010年頃までは，基本的な画像・音響信号
解析に基づく映像の解析に着目した研究が種々行われてきた．具体的には，選手
やボールの検出・追跡手法 [42–47]や映像要約，および映像検索・シーン検出手
法 [53–60,63–67]などの手法が種々提案されている．2011年以降は，実際のスタ
ジアムに設置されたセンサ1により多くの選手・ボール位置データが高精度に取
得することが可能となったことに伴い，この位置データの活用による映像中の選
手やチームの行動に着目した映像解析が多く行われている．特に各スポーツ競技
の戦術に関する解析が多く行われ，位置データを用いて機械学習により様々な戦
術が解析されてきた [10–30,73–78]．また，基本的な映像解析においても 2011年
以降も継続的に研究が進められており，ミニブログの Twitter2から取得した試合
映像に関する投稿文章を用いて映像を要約する手法 [61]や深層学習を用いた映
像解析手法も種々提案されている [48–52,62]．これらの手法によって，基本的な
映像解析では精度向上が実現された．
以降では，本論文と強く関連しているサッカー映像の戦術解析に関する従来研
究を説明する．本章の構成を以下に示す．2.2では，個人戦術解析に関する従来

1TRACAB image tracking system (https://chyronhego.com/products/sports-tracking/)
2https://twitter.com/
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研究を説明する．2.3では，グループ戦術解析に関する従来研究を説明する．2.4

では，チーム戦術解析に関する従来研究を説明する．2.5では，従来研究より考
えられる課題と本論文の解決方法を示す．
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スポーツ映像解析

グループ戦術の解析
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○ Liu et al. [56] (CHN, 2009)
◇ Jiang et al. [57] (TWN, 2009)
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△ 大内 et al. [72] (JPN, 2017)
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● Chang et al. [45] (USA, 2002)
○ Leonardi et al. [46] (ITA, 2004)
● Lie et al. [47] (TWN, 2005)

○ Huang et al. [48] (TWN, 2006)
○ Su et al. [49] (TWN, 2006)
□ Zhang et al. [52] (CHN, 2007)
○ Refaey et al. [53] (USA, 2008)
● Nitta et al. [55] (JPN, 2009)

○ Li et al. [66] (CHN, 2015)● Nichols et al. [64] (USA, 2012)

□ Nepal et al. [43] (AUS, 2001)
■ Babaguchi et al. [44] (JPN, 2002)

● Babaguchi et al. [51] (JPN, 2007)
○ D’ Orazio et al. [59] (ITA, 2009)
◆ Lu et al. [60] (CAN, 2009)

○ Poppe et al. [61] (BEL, 2010)
○ Dao et al. [62] (JPN, 2010)

○ Decroos et al. [73] (BEL, 2017)
○ Haruyama et al. [77] (JPN, 2020)
○ Cioppa et al. [78] (FR, 2020)

□ Shah et al. [69] (USA, 2016)
□ Wang et al. [70] (CAN, 2016)
□ Pecev et al. [68] (SRB, 2016)
■ 林 et al. [71] (JPN, 2016)
◇ 黒瀬 et al. [74] (JP
◆  Liu et al. [75] (CAN 2018)N, 2017)

○ Baccouche et al. [10] (FRA, 2010)
○ Alipour et al. [11] (IRN, 2012)
○ Perin et al. [12] (CAN, 2013)
○ Burenius et al. [13] (SWE, 2013)

○ Tsunoda et al. [14] (JPN, 2017)
○ Decroos et al. [15] (BEL, 2019)
○ Decroos et al. [16] (BEL, 2019)

○ Vercruyssen et al. [22] (BEL, 2016)○ Takahashi et al. [19] (JPN, 2013)
○ Perl et al. [20] (DEU, 2013)
○ Knauf et al. [21] (DEU, 2014)

○ Zhou et al. [27] (CHN, 2015)
○ Warnakulasuriya et al. [28] (AUS, 2015)
○ Wu et al. [29] (CHN, 2018)
○ Decroos et al. [30] (BEL, 2018)

○ Ohnuki et al. [23] (JPN, 2012)
○ Wei et al. [24] (AUS, 2013)
○ Lucey et al. [25] (USA, 2013)
○ Bialkowski et al. [26] (USA, 2014)

○ 三須 et al. [17] (JPN, 2005)
○ Zhu et al. [18] (CHN, 2009)

図 2.1: 研究マップ
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2.2 個人戦術解析に関する従来研究
これまでに，個人戦術を解析する手法が種々提案されている [10–16]．これら
の手法では，サッカー映像に対して画像解析や音響信号解析を適用することで，
シュートやドリブルシーンなどを検出可能としている．加えて，CNNネットワー
クをはじめとした近年の深層学習技術の発展により，サッカー映像に撮像される
選手の骨格に関する情報を高精度に取得可能となったため，シュートやドリブル
のフォーム解析も行われている．以降では，これまでに取り組みが行われてきた
個人戦術を解析する手法についてそれぞれ説明を行う．

文献 [10]

文献 [10]では，深層学習手法の一つである，Long Short-Term Memory (LSTM) [79]

を用いて個人戦術の分類を行っている．本手法により，ゴールキックやシュー
トシーンを高精度に分類することを可能とした．

文献 [11]

選手がシュートするシーンを検出する手法が提案されている．特に，サッカー
映像から画像および音響特徴量を算出して，ベイジアンネットワーク [80]

により高精度にシュートシーンを検出した．

文献 [12]

文献 [12]では，個人の選手に着目してその選手の走行距離や，パス回数な
どサッカー競技の統計的なデータを用いて解析および可視化を行っている．

文献 [13]

多視点カメラにより得られたサッカー映像から個人戦術を行う際の選手の
3次元姿勢を推定している．具体的に，多視点の映像より関節の位置をベ
イジアンネットワークに基づきそれぞれ検出し，関節角度の制約に基づい
た人の骨格に関するモデル生成により，姿勢推定が可能となった．これに
より，一般的な CNNに基づく姿勢推定手法 [81]と比較して，高精度な推
定が実現された．
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文献 [14]

サッカー映像に撮像される複数選手の個人戦術を，階層的な LSTMに基づ
いて分類している．具体的に，第一段階において，撮像される各選手ごとに
LSTMを構築しパスやシュート，およびドリブルなど個人が行っている行
動を分類する．第二段階において，各 LSTMの出力を統合してボールの画
像特徴量に加えて新たな LSTMに入力することにより，個人戦術の高精度
な分類が可能となった．これにより，通常の LSTMに基づく分類手法 [82]

と比較して，高精度化を実現しまた映像に撮像される選手数の増加による
遮蔽に対しても頑健に分類を可能とした．

文献 [15]

ボール位置のイベントデータを用いて，個人戦術を用いる各選手の評価を
定量的に行っている．イベントデータはパス，ドリブル，ファウル，および
シュート等の行動が発生した時刻とその行動を行った選手の IDにより構成
され手動で作成されている．具体的に，イベントデータから選手の行動によ
り得点および失点となる確率をそれぞれ算出し，確率値を各イベントに関す
る特徴量として用いる．その後，機械学習手法の一つであるCatBoost [83]

を用いて確率値の算出を行うことで選手の評価が行われる．本手法により，
ロジスティック回帰やランダムフォレストなどの一般的な機械学習手法 [84]

よりも高精度に確率値が算出可能となった．

文献 [16]

イベントデータを用いて，個人戦術を用いる選手のプレースタイルを分析
している．具体的に，各フィールド位置において個人戦術を用いた頻度を
それぞれ算出し，非負行列因子分解 [85]に基づき次元削減を行うことで，
選手の特徴ベクトルを構築する．本手法により，多様な選手のプレースタ
イルに関するデータを特徴ベクトルとして構築することが実現され，機械
学習によるチーム戦術の分析に対する応用が示唆された．
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2.3 グループ戦術解析に関する従来研究
これまで，グループ戦術を解析する手法が種々提案されている [17–22]．これ
らの手法では，個人戦術解析と同様にサッカー映像に対して画像解析や音響信号
解析を適用することで解析が行われてきた．これにより，オフサイドトラップ [1]

のオフサイドライン検出など，映像に撮像される複数の選手位置の活用によりグ
ループ戦術を解析することが可能となった．また，選手・ボール位置データの取
得技術の発展に伴い，映像に撮像される選手・ボールの位置を 2次元空間上に変
換した位置データを機械学習を用いて分析することにより，パスの可能領域や攻
撃的戦術を使用する選手のクラスタリング等を実現可能としている．以降では，
これまでに取り組まれてきたグループ戦術の解析手法についてそれぞれ説明を
行う．

文献 [17]

文献 [17]では，グループ戦術の一つであるオフサイドトラップのオフサイ
ドラインを検出する手法を構築した．本手法では，サッカー映像中の選手
の位置座標を算出し，さらに色に関する情報に基づきチームの分類を行う．
次に，チームのフォーメションを解析することで，オフサイドラインを高
精度に検出可能とした．

文献 [18]

チームの攻撃シーンにおける選手の攻撃パターンに関する分析が行われて
いる．本手法では，パターン認識技術に基づいて攻撃の方向や攻撃を行っ
ているフィールドの位置を算出することで，攻撃シーンのチームの攻撃パ
ターンを明らかとした．

文献 [19]

文献 [19]では，サッカー映像におけるパスが可能な領域の算出手法が提案
されている．本手法では，選手およびボールの位置を用いて，エネルギー
最小化原理に基づいた，動的な 3次元の格子モデルのActive Grid [86]によ
りパス可能領域推定を実現する．
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文献 [20]

文献 [20]では，グループ戦術に注目した戦術推定手法とその推定結果を可
視化する解析システムを構築している．特に，複数の選手により構成され
るグループのフォーメーションとその位置に基づいてパターン認識により
グループ戦術を推定する．さらに，推定されたグループ戦術と併せて 1試
合の選手位置，選手のスピードやグループのフォーメーションの変化など
の統計的なデータ分析をシステムにより可能としている．

文献 [21]

選手・ボール位置データを用いて，グループ戦術を行っている選手をクラ
スタリングする手法である．具体的に，選手位置の軌道を用いてカーネル
化したK-Medoids法 [87]に基づき選手のクラスタリングを行う．これによ
り，集合間の距離を示すハウズドルフ距離に基づいて各選手をクラスタリ
ングする手法 [88]と比較して，攻撃的な選手と守備的戦術を行う選手群の
高精度なクラスタリングを実現した．

文献 [22]

選手・ボールの位置データから，パスの受け手を予測する手法を構築して
いる．具体的に，選手・ボールの位置と選手の移動ベクトルから各選手の
支配領域 [89]を算出し，その時間変化から各選手がボールの受け手となる
確率値を定性的空間表現 [90]に基づき予測する．これにより，パスの受け
手を 42%で予測可能とした．

2.4 チーム戦術解析に関する従来研究
これまで，チーム戦術を解析する手法が種々提案されている [23–30]．上記の手
法は，主に選手・ボールの位置データやイベントデータを用いてチームの戦術が
解析されている．多くの文献では，位置データやそのデータから算出した特徴と
専門家によって付与されたチーム戦術に関するラベルを用いて機械学習手法の一
つであるクラスタリングを適用することにより，チーム戦術の分類が可能となっ
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ている．また，対象チームの 1年間のイベントデータからチーム戦術の使用頻度
等の分析により，チームごとのプレースタイルを明らかとする研究も種々行われ
ている．以降では，従来のチーム戦術の解析手法についてそれぞれ説明を行う．

文献 [23]

文献 [23]では，チーム戦術を推定する手法が構築されている．本手法では，
選手位置から取得されるフォーメーションに関する特徴量を用いて教師な
し機械学習手法の Fuzzy C-means [91]によりチーム戦術推定を実現する．

文献 [24]

文献 [24]では，選手・ボールの時系列データを用いたクラスタリングによ
るセットプレイの分類手法が構築されている．本手法により，セットプレ
イに分類されるコーナーキック，フリーキック，スローイン等の高精度な
分類が実現された．

文献 [25]

イベントデータを用いてチームの k近傍法 [92]に基づきチーム戦術を分類
している．1年間のプレミアリーグのチームのイベントデータを分析するこ
とで，ホームでプレーしているチームはボールの保持率が高く，シュート
数や得点数がアウェーの試合と比較し多くなることが明らかとなっている．

文献 [26]

文献 [26]では，選手・ボール位置データに基づくフォーメーションを視覚
化する手法が構築されている．本手法によって，試合の戦況を視覚的に把
握可能な情報提示が実現された．

文献 [27]

文献 [27]では，選手がパスを行い連携を取りながら攻撃を行っているフィー
ルド領域を判別分析に基づき分類を行い，フィールド領域を用いて機械学
習により戦術の分類を行った．

文献 [28]
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選手・ボール位置データを用いて，チーム戦術をクラスタリングにより分
類することでゴールとなる期待値を各時刻で算出している．具体的に，k-

means [93]に基づきチーム戦術の分類を行い，その値を用いてExpected Goal

Value Model（EGVモデル） [94]に基づき，各選手で期待値を算出する．こ
れにより，様々なチームの得点シーン時の選手移動に関する類似度を算出
可能としている．

文献 [29]

文献 [29]では，選手位置の時系列変化を用いて選手間の連携をネットワー
クとして表現している．これにより，サッカー映像の攻撃や守備シーンを
高精度に検出することを可能とした．

文献 [30]

ボール位置のイベントデータを用いて，ゴールキック，コーナーキック，お
よびセットプレイ等のチーム戦術を自動分類する手法を構築している．具
体的に，イベントデータからチームが攻撃および守備を行っている区間を
分割し，分割されたイベントデータをクラスタリングによりチーム戦術の
分類を行っている．本手法により，試合で用いられる各チーム戦術の割合
が算出となり，様々なチームのプレースタイルを明らかとした．

2.5 本論文で解決すべき課題と解決方法
本節では，少ない学習データ量においてもサッカー映像におけるチーム戦術の
解析を可能とする新たな深層学習技術を実現を目的として，本論文で解決すべき
課題を明確にする．先に述べた従来研究では，サッカー戦術を解析を行うために，
様々な手法が構築されている．2.2では，個人戦術の解析を行うために，特に映
像に撮像される選手に着目した映像解析が行われている．また，深層学習等の機
械学習技術の発展により，これらの手法を適用することで個人戦術を行う選手の
フォーム等を解析することが可能となった．次に，2.3では，グループ戦術を解
析するために，サッカー映像に加えて選手・ボールの位置データを用いた解析が
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種々行われている．サッカー映像に撮像される選手の位置に着目した解析や，選
手・ボール位置データを用いた機械学習に基づくグループ戦術の解析を可能とし
た．次に，2.4では，チーム戦術を解析するために，主に選手・ボール位置デー
タを用いて機械学習手法の一つであるクラスタリングが行われている．特に，こ
れらの手法では，選手・ボールの位置に関するデータから算出した選手・ボール
の動きに関する特徴と，専門家が付与したチーム戦術に関するラベル情報を組と
した学習データを用いて，チーム戦術の解析を可能としている．しかしながら，
チーム戦術は個人およびグループ戦術よりも専門性が高く選手の位置が複雑とな
るため，学習データの出力ラベルの付与には，膨大な時間および労力を要し，十
分なデータ量を確保することが困難である．このため，チーム戦術を深層学習に
基づき解析する手法は現在提案されておらず，機械学習を用いたチーム戦術解析
の精度の向上には，限界が存在する．これまでに，深層学習の分野では学習デー
タ量が不足する場合，学習データを加工・変形させ，データ量を人工的に充足す
るデータ拡張手法 [31,32,34,35]や，他のデータで学習を行った深層学習モデルに
対して，対象分野のデータを追加しパラメータの最適化を行う転移学習 [36–38]

など，少量データからの学習を可能とする手法が様々提案されている．しかしな
がら，解析対象をチーム戦術とした場合，単純な処理によって学習データを充足
することが困難であり，また，転移学習を行うための他の学習データにより構築
されたモデルも存在しない状況にある．
そこで本論文では，少ない学習データ量においてもサッカー映像における戦術
解析を可能とする新たな深層学習手法を提案する．具体的に，少量データから
の学習を可能にする深層学習手法の導入および，戦術に関する知識の導入によっ
て，深層学習に基づいたチーム戦術の高精度な推定が可能になると考えられる．
まず，3章で，少量データにおいてもモデルパラメータの最適化を行う深層学習
に基づいた手法を構築することで，チーム戦術の推定が高精度化されることを示
す．続いて，4章では，3章で構築した手法に対して，新たに戦術に関する知識
としてチームの戦術の関係性に基づく制約を導入することで，戦術に関する知識
がチーム戦術推定に有効であることを示す．さらに，5章で，戦術に関する知識
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としてサッカー経験者から取得した映像視聴時の視線データを用いて深層学習モ
デルを構築し戦術の解析を行うことで，サッカー競技に関する専門知識を導入す
ることの有効性を示す．実験により，少量の学習データ量においても，高精度に
チーム戦術が推定可能となることを確認する．

2.6 まとめ
本章では，本論文と関連したサッカー映像からの戦術解析を行う従来研究に関
する説明を行った．加えて，従来研究の課題を述べ，チーム戦術解析の高精度化
のために，本論文で解決すべき課題を明確にした．
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第3章 Deep Extreme Learning
Machineに基づくチーム戦術
の推定

3.1 はじめに
本章では，学習データが少量の場合でもモデルのパラメータの最適化を可能
とする深層学習手法を実現するため，深層学習手法の一つである Deep Extreme

Learning Machine （DELM） [39]に基づき，サッカー映像における基本戦術を
推定する手法を構築する．チーム戦術は，主に表 3.1に示す 5つの基本的な戦術
（以降，基本戦術） [1]に構成される．特に，基本戦術は試合状況に応じて変化す
る選手の位置や動きによって決定される選手のフォーメーションに基づいてそれ
ぞれ定義されている．DELMは Extreme Learning Machine（ELM） [95]の隠れ
層を多層化したフィードフォワード型の深層学習手法である．DELMは学習デー
タが少量の場合においても高精度な識別が可能であるため，本研究に導入する
ことで基本戦術の推定精度の向上が期待できる．これらより，選手のフォーメー
ションに基づいた特徴量（以降，フォーメーション特徴量） [96]を選手の位置
データから算出し，この特徴量を用いたDELMの学習により基本戦術の高精度
な推定が実現される．
そこで，本文では，DELMを用いた基本戦術の推定手法について述べる．具
体的に，まず，選手位置データからフォーメーション特徴量を算出する．次に，
フォーメーション特徴量を用いてDELMを学習することで基本戦術の推定を行
う．以上により，少量データを用いた基本戦術の推定モデルの構築が可能となり，
高精度な基本戦術推定が実現される．
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なお、表 3.1のセットプレイは，主にボールを止めた後，審判がホイッスルを
吹くことで行われるイベントである．ホイッスル音の検出手法 [97]とボールの
追跡手法 [98]を用いることで，セットプレイを高精度に検出することが可能と
なっている．既存の手法によりサッカー映像からセットプレイを個別に検出する
ことが可能となっているため，本論文では，「リトリート」，「フォアチェック」，
「ビルドアップ」，および「速攻」の 4種類の基本戦術の推定に焦点を当てた．
以降，3.2で，選手の位置データからフォーメーション特徴量を算出し，3.3で，
フォーメーション特徴量を用いてDELMを学習することで基本戦術を推定する．
続いて 3.4で，実験を行い，最後に 3.5で，まとめとする．

表 3.1: 基本戦術の概要 [1]
基本戦術 概要

リトリート（Ret） 自陣で陣形を整えながら守る戦術
フォアチェック（FC） 相手ボールとなった直後に，ボール奪取を試みる守備戦術
セットプレイ（Set） コーナーキックやフリーキックなどの戦術
ビルドアップ（Poss） フォーメーションを整えながら，時間をかけて攻撃する戦術

速攻（Sw） ボール奪取後に，短い時間で攻撃する戦術

3.2 選手位置データからのフォーメーション特徴量の
算出

本節では，表 3.2に示すフォーメーション特徴の算出について説明する．サッ
カー競技で使用される基本戦術は選手のフォーメーションに基づいてそれぞれ
定義されており，選手の位置や動きに基づいている．フォーメーション特徴量は
「選手陣形の変化に関する特徴量」と「選手の移動に関する特徴量」により構成
されており，選手の位置や動きを反映している．
以降では，「選手陣形の変化に関する特徴量」および「選手の移動に関する特
徴量」の詳細について説明をする．



第 3章 Deep Extreme Learning Machineに基づくチーム戦術の推定 18

表 3.2: フォーメーション特徴量の概要
選手陣形の変化に関する特徴量 次元数
選手間の距離とその平均および分散 47
選手間距離の変化量の平均 1
サッカーフィールドの各場所における選手の人数 15
選手の移動に関する特徴量 次元数
選手の移動方向とその平均および分散 24
選手の走る速さとその平均および分散 12
選手の加速度の大きさとその平均値および分散 12
合計 111

3.2.1 選手陣形の変化に関する特徴量
選手陣形の変化に着目した特徴量を算出するために，ゴールキーパーを除いた
サッカーフィールド上の選手同士の距離と選手の分布に注目する．各基本戦術は
フィールド上の選手位置の分布が異なり，その選手間距離も異なっている．これ
らの選手間距離と選手の分布は基本戦術に依存するため，基本戦術の推定に有効
であると考えられる．具体的に，選手陣形の変化に関する特徴量として「選手間
の距離とその平均および分散 udist」，「選手間距離の変化量の平均 uvdist」，「サッ
カーフィールドの各場所における選手の人数 uarea」の 3種類を算出する．上述
したこれらの特徴量は以下に示す式で定義される．

udist = [dist(1), dist(2), . . . , dist(45),mean(dist), var(dist)]T (3.1)

uvdist = mv (3.2)

uarea = [area(1), area(2), . . . , area(15)]T (3.3)

ただし，上式において，dist(·)は，ゴールキーパーを除いた 2人の選手間の距離
であり，その選手の組み合わせの総数は 45（10C2 = 45）となる．また，mean(·)

と var(·)は，選手間距離の平均と分散を示す．さらに，mvは，選手間距離の変
化量の平均を示し，area(m)（m = 1, 2, . . . , 15）は，サッカーフィールドを分割
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図 3.1: 15つに分割されたサッカーフィールド

した際に各領域に存在する選手数を示している．本手法では，図 3.1に示す通り
サッカーフィールドを均等な 15つのエリアに分割している．図において，xと
yはサッカーフィールド内の水平および垂直方向の位置座標軸を示している．ま
た，サッカーフィールドの大きさは国際サッカー連盟（International Federation of

Association Football）の規定に従っている [99]．最終的に，D1(= 47+ 1+ 15)次
元の選手陣形の変化に関する特徴量が算出される．

3.2.2 選手の移動に関する特徴量
選手の移動に関する特徴量を算出するために，ゴールキーパーを除いた選手の
動きに注目する．具体的に，選手の移動方向，速度，加速度に基づいて特徴を算
出する．攻撃と守備の基本戦術において，選手の移動方向など，選手の動きが大
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きく異なる．加えて，フォアチェックでは，選手は素早い動きで守備をすること
が多い．また，リトリートは一定速度で守備を行うなど，守備戦術や攻撃戦術同
士においても選手の動きが異なるため，選手の移動に関する特徴量は基本戦術
の推定に有効である．特に，本手法では選手移動に関する特徴量として，「選手
の移動方向とその平均および分散 umov」，「選手の走る速さとその平均および分
散 uvel」，「選手の加速度の大きさとその平均値および分散 uacc」の 3種類を算出
する．上述の特徴量は以下に示す式で定義される．

umov = [movx(1),movx(2), . . . ,movx(10),mean(movx), var(movx),

movy(1),movy(2), . . . ,movy(10),mean(movy), var(movy)]
T (3.4)

uvel = [vel(1), vel(2), . . . , vel(10),mean(vel), var(vel)]T (3.5)

uacc = [acc(1), acc(2), . . . , acc(10),mean(acc), var(acc)]T (3.6)

ただし，

movx(p) = posx(p)− pos−1
x (p) (3.7)

movy(p) = posy(p)− pos−1
y (p) (3.8)

vel(p) =

√
{movx(p)}2 + {movy(p)}2 (3.9)

acc(p) = vel(p)− vel−1(p) (3.10)

ここで，p は選手を表す（p = 1, 2, 10;10 はゴールキーパーを除いた選手数），
posx(·)および posy(·)は各選手のxおよび y座標の位置，pos−1

x (·)および pos−1
y (·)

は一フレーム前の位置である．また，movx(·)およびmovy(·)は選手の移動方向
を示し，vel(·)および acc(·)はそれぞれ選手の走る速さと加速度の大きさを示し，
vel−1(·)は一フレーム前の速度に対応する．最終的に，D2(= 24 + 12 + 12)次元
の選手の移動に関する特徴量が算出される．
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3.3 Deep Extreme Learning Machineによる基本戦術
の推定

本節では，DELMによる基本戦術の推定方法について述べる．本手法では，3.2

で得られた特徴量を活用してDELMの学習を行う．具体的に，「選手陣形の変化
に関する特徴量」および「選手の移動に関する特徴量」を結合した特徴ベクト
ル xi ∈ RD1+D2(i = 1, 2, . . . , N ;N は映像のフレームの総数 )を用いる．図 3.2で
は，提案手法で用いるDELMのネットワークが示されている．DELMはExtreme

Learning Machine（ELM） [95]の隠れ層を多層化したフィードフォワード型の深
層学習手法である．DELMは，1層の入力層，K層の隠れ層，1層の出力層の合計
K+2層により構成されている．学習は第k層および第k−1層間の重み行列αkを
逐次計算することより行われる．具体的に，（I）k = 1, 2, . . . , Kの重み行列αkは教
師なし学習手法であるExtreme Learning Machine-Auto Encoder（ELM-AE）[39]

を各層で構築することにより算出される．一方で，（II）k = K + 1の重み行列
αK+1は，ELMと同様に教師あり学習 [95]によって算出される．以降では，上
記で述べたそれぞれの重み行列を算出する方法を説明する．
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（I）k = 1, 2, . . . , Kの場合
k番目における隠れ層の出力Hk = [hk

1,h
k
2, . . . ,h

k
N ]

T ∈ RN×Lk と（k − 1）番
目における隠れ層の出力Hk−1 ∈ RN×Lk−1との関係は，次式により得られる．

Hk = g
(
Hk−1

(
αk

)T)
(3.11)

ここで，αk ∈ RLk×Lk−1は k番目の隠れ層および（k− 1）番目の隠れ層間の重み
を示し，g(·)は活性化関数を示す．ただし，Lkは（k − 1）番目の隠れ層のノー
ド数を示す．また，k − 1 = 0は入力層を示し，H0は前節で得られた特徴ベク
トル xiにより与えられる．重み行列 αk を算出するために，本手法では各層に
ELM-AEを構築する．ELM-AEでは，入力ベクトルhk−1

i を与えたとき，出力wk
i

が下式のように算出される．

wk
i = g

(
Akhk−1

i + bk
)

(3.12)

ここで，Ak = [ak
1,a

k
2, . . . ,a

k
Lk ]

T ∈ RLk×Lk−1 は直交する重み付きランダム行列
を示し，bk = [bk1, b

k
2, . . . , b

k
Lk ]

T ∈ RLk は ELM-AEのランダムなバイアスを示
す．重み行列αkの算出は，ELM-AEの入力の行列Hk−1と各隠れ層の出力の行
列W k = [wk

1 ,w
k
2 , . . . ,w

k
N ]

T ∈ RN×Lk を用いて以降の 2つのパターンで算出さ
れる．
（I-A） Lk ̸= Lk−1の場合
第 k層のノード数Lkと第 k− 1層のノード数Lk−1が異なる場合は下式によりαk

が算出される．

αk =

 I

C1

Lk∑
lk=1

KL (ρ∥ρ̂lk ) +
(
W k

)T
W k

−1 (
W k

)T
Hk−1 (3.13)

KL(ρ∥ρ̂lk ) = ρ log
ρ

ρ̂lk
+ (1− ρ) log

1− ρ

1− ρ̂lk
(3.14)
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ここで，KL(ρ∥ρ̂lk）はKLダイバージェンス，ρは平均活性度の目標値を示すパ
ラメータ（ρ = 0.05），ρ̂lk は ELM-AEの各ノード lkにおける活性度の平均であ
る. また，Iは単位行列，C1は正規化パラメータである．
（I-B） Lk = Lk−1の場合
LkとLk−1が等しい場合は，以下に示す直交プロクラステス問題 [100]を解くこ
とによりαkを算出する．

αk = argmin
Ω

||Ω(Hk−1)T − (W k)T||F

subject to ΩTΩ = I (3.15)

ここで，∥ · ∥F はフロベニウスノルムを示す．具体的に，式 4.5を文献 [101]に基
づいて下式により特異値分解することでαkを算出する．

αk = UV T (3.16)

(W k)THk−1 = UΓV T (3.17)

ここで，U ∈ RLk×Lk および V ∈ RLk−1×Lk−1 は直行行列であり，Γ ∈ RLk×Lk−1

は特異値の行列，および (αk)Tαk = I である．以上より，ELM-AEの隠れ層の
出力行列αkを算出する．
（II） k = K + 1の場合
第K 層-出力層間の重み行列αK+1は ELMと同様に，教師あり学習により算出
する．具体的に，αkは下式によって算出される．

αk = THk

(
I

C2

+Hk(Hk)T
)−1

(3.18)

ここで，T = [t1, t2, . . . , tN ] ∈ RS×N および tn = [ti,1, ti,2, . . . , ti,S]
T は教師ラ

ベルを含む．また，C2 は正規化パラメータを示している．正解ラベル hk
i が s
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（s = 1, 2, . . . , S;Sは基本戦術数）の場合は，ti,s = 1となり，他の要素の値は 0

となる．
以上より，DELMの学習が行われる．テストフェーズでは，新たな特徴ベクト
ル xiをDELMに入力することで各基本戦術の推定値 vRet

i , vFCi , vPossi , vSwi を算出
する．最終的に，下式に基づいて値が最大となる基本戦術を推定結果として取得
する．

labeli = arg max
q∈{Ret,FC,Poss,Sw}

vqi (3.19)

以上の処理をサッカー映像のそれぞれのフレームに適用することで，基本戦術が
推定される．

3.4 実験
本章では，提案した基本戦術の推定手法の有効性を確認するために実際のサッ
カー映像を用いて基本戦術を推定する実験を行う. 以降，まず 3.4.1では，実験
条件として，データセット，評価の方法および比較手法について説明する. 次に，
3.4.2において，実際のサッカー映像に提案した基本戦術の推定手法を適用する
ことにより，手法の有効性を示す．

3.4.1 実験条件
本実験では，サッカー映像（4,611秒，5fps）を用いた．具体的に，サッカー
映像では，表 3.3に示す通り基本戦術の推定対象とするチームAはリトリートを
1,541秒，フォアチェックを 613秒，ビルドアップを 2,045秒，速攻を 412秒用い
て競技を行った．本実験では，文献 [14,20]の他手法と比較して，多くの映像フ
レーム数で実験を行っている．Ground-truth（GT）は 10年以上の経験がある 3

名のサッカー経験者により付与された．提案手法で用いるパラメータは推定精度
が最も高くなる時の値を採用した. 5分割交差検定により検証を行い，次式に示
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す再現率（Recall），適合率（Precision），および F値を用いて推定精度の評価
を行った.

再現率 =
推定結果とGTが一致したフレーム数
実際に戦術が用いられたフレーム数 (3.20)

適合率 =
推定結果とGTが一致したフレーム数
推定手法より戦術を推定したフレーム数 (3.21)

F値 =
2×再現率×適合率
再現率+適合率 (3.22)

さらに，比較手法として，提案手法で用いるDELMを機械学習手法の一つであ
る Support Vector Machine（SVM） [102]に置き換えた手法を用いて本手法の有
効性を示す．

表 3.3: 実験で用いたデータの詳細

基本戦術 秒数
リトリート 1,541
フォアチェック 613
ビルドアップ 2,045
速攻 412
合計 4,611

提案手法で用いたパラメータの一覧を表 3.4に示す．ただし，提案および比較手
法のパラメータは，それぞれの性能が最も高くなるように決定した．
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表 3.4: 提案手法で用いたパラメータの詳細
詳細 パラメータ 値

入力ノード数 d 111
隠れ層の数 K 6

正規化に関するパラメータ C1 −210

C2 −210

隠れ層のノード数

L1 131
L2 131
L3 171
L4 131
L5 111
L6 151

出力ノード数 S 4
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3.4.2 実験結果
実験の結果を表 3.5に示す．表 3.5において，提案手法の全評価指標の平均が
比較の精度を上回っていることが確認されたため，提案手法で用いたDELMの
有効性が確認された. 続いて，定性評価を行う．提案および比較手法を用いて基
本戦術を推定した結果の一部を図 3.3に示す．ただし，本実験では，図に示され
るチームAの基本戦術を推定している．図より，提案手法が比較よりも正しく基
本戦術を推定可能としていることが確認でき，その結果がGTに最も近くなって
いる．具体的には，比較手法は正解がリトリートである区間をフォアチェックや
ビルドアップとして多く誤推定しているのに対して，提案手法は正しくリトリー
トを推定している．以上のことから，DELMにより，基本戦術の推定精度を大幅
に向上させることを可能とした．

表 3.5: 各手法の再現率（Recall），適合率（Precision），および F値

提案手法 比較手法
基本戦術 再現率 適合率 F値 再現率 適合率 F値
リトリート 0.888 0.853 0.870 0.847 0.860 0.853
フォアチェック 0.807 0.801 0.804 0.759 0.766 0.762
ビルドアップ 0.878 0.889 0.888 0.811 0.854 0.831

速攻 0.747 0.786 0.766 0.769 0.804 0.786
平均 0.830 0.835 0.832 0.797 0.821 0.808

3.5 まとめ
本章では，DELMに基づくことで少量の学習データにおいても高精度に基本
戦術を推定することを可能とした．具体的に，提案手法では，選手位置データを
用いてフォーメーション特徴量を算出した．次に，深層学習手法のDELMを用
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Team A
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提案手法
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リトリート フォアチェック ビルドアップ 速攻

Team A

比較手法 Team A

図 3.3: 提案および比較手法によって得られた基本戦術の推定結果

いて基本戦術を推定した. 以上により，少量の学習データにおいてもパラメータ
が最適化され，従来の基本戦術の推定手法と比較して高精度化が実現された．
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第4章 チームの戦術の関係性に基づ
く制約を導入したチーム戦術
の推定

4.1 はじめに
本章では，チームの戦術の関係性に基づく制約を導入したサッカー映像におけ
る基本戦術を推定する手法について述べる．提案手法では，表 4.1に示すチーム
の戦術の関係性とボールの保持率に着目して基本戦術の推定することで精度の向
上を可能とする．図 4.1に提案手法の概要を示す．まず，はじめに 2チームそれ
ぞれのフォーメーション特徴量を算出する．次に，得られたフォーメーション特
徴量を用いて，前章において提案したDELMのパラメータを学習し，テストに
おけるフォーメーション特徴量をそれぞれ構築したDELMに入力することで推
定値を取得する．その後，競い合う 2チームの両方が攻撃または守備の戦術にな
らないことに着目して，表 4.1に基づき 2チームの基本戦術の組み合わせを算出
する．最後に，選手とボール位置より算出したボールの保持率からチームがボー
ルを保持した区間を算出し，その区間に基づいて基本戦術の組み合わせの更新を
行う．以上により，サッカーの戦術の関係性に基づいて基本戦術を推定すること
が可能となり，精度の向上が期待される．本章の最後では，実験により，チーム
の戦術の関係性を用いない手法や基本戦術を推定する等の最新手法との比較によ
り，チームの戦術の関係性を用いて基本戦術を推定する手法の有効性の確認を行
う．ただし，本章では，3.2と同様に「リトリート」，「フォアチェック」，「ビルド
アップ」，および「速攻」の 4種類の基本戦術の推定に焦点を当てた．
以降，4.2において，フォーメーション特徴量の算出について述べ，4.3におい
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て，DELMに基づく基本戦術の推定値を算出する方法について述べる．その後，
4.4において，チームの戦術の関係性に基づいて基本戦術を補正する手法につい
て述べ，4.5において，提案手法の有効性を検証するために，実際のサッカー映
像に手法を適用し基本戦術を推定する実験を行う.

表 4.1: 2チームにおける戦術の関係性．Ret，FC，Set，Poss，Swはそれぞれリ
トリート，フォアチェック，セットプレイ，ビルドアップ，速攻を示す．

チームA
基本戦術 Ret FC Set Poss Sw

Ret - - - ✓ ✓
FC - - - ✓ ✓

チーム B Set - - ✓ - -
Poss ✓ ✓ - - -
Sw ✓ ✓ - - -
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4.2 前処理：フォーメーション特徴量の算出
本節では，TRACAB image tracking system1により事前に取得した選手位置デー
タを用いてフォーメーション特徴量を算出する．フォーメーション特徴量は選手
間の距離や選手の速さ，加速度の大きさ，移動方向などの計 111次元の特徴量
により構成される．ただし，フォーメーション特徴量の算出は 3.2と同様の手法
で行われる．提案手法では，各チームの選手位置から特徴ベクトル xj

i ∈ R111

（i = 1, 2, . . . , N ; j ∈ {teamA, teamB};Nはサッカー映像の総フレーム数)をそれ
ぞれのチームごとに算出する．

4.3 DELMに基づく基本戦術の推定値の算出
本節では，フォーメーション特徴量を用いてDELMによって基本戦術の推定
値の算出方法について述べる．DELMは，1層の入力層，K層の隠れ層，1層の
出力層の合計K + 2層により構成されている．学習は第 k層および第 k− 1層間
の重み行列（ただし，k = 1, 2, . . . , K+1）を逐次計算することより行われる．具
体的に，（I）k = 1, 2, . . . , Kの重み行列αk

j は ELM-AEを各層ごとに構築するこ
とにより取得される．一方で，（II）k = K +1の重み行列αK+1

j は，ELMと同様
に教師あり学習によって算出される．以降では，上記で述べたそれぞれの重み行
列を算出する方法を説明する．
（I）k = 1, 2, . . . , Kの場合

k番目における隠れ層の出力Hk
j = [hk

1,j,h
k
2,j, . . . ,h

k
N,j]

T ∈ RN×Lk と（k − 1）
番目における隠れ層の出力Hk−1

j ∈ RN×Lk−1との関係は，次式により得られる．

Hk
j = g

(
Hk−1

j

(
αk

j

)T)
(4.1)

ここで，αk
j ∈ RLk×Lk−1は k番目の隠れ層および（k− 1）番目の隠れ層間の重み

を示し，g(·)は活性化関数を示す．ただし，Lkは（k − 1）番目の隠れ層のノー

1https://chyronhego.com/products/sports-tracking/
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ド数を示す．また，k − 1 = 0は入力層を示し，H0
j は前節で得られた特徴ベク

トル xi,j により与えられる．重み行列 αk
j の計算を行うために，提案手法では，

各層にELM-AEが構築される．ELM-AEは入力ベクトル hk−1
i,j を与えたとき，出

力 wk
i,jが下式のように算出される．

wk
i,j = g

(
Akhk−1

i,j + bk
)

(4.2)

ここで，Ak = [ak
1,a

k
2, . . . ,a

k
Lk ]

T ∈ RLk×Lk−1 は直交する重み付きランダム行列
を示し，bk = [bk1, b

k
2, . . . , b

k
Lk ]

T ∈ RLk は ELM-AEのランダムなバイアスを示
す．重み行列 αk

j の算出は，ELM-AEの入力の行列Hk−1
j と各隠れ層の出力の行

列W k
j = [wk

j,1,w
k
j,2, . . . ,w

k
j,N ]

T ∈ RN×Lk を用いて以降の 2つのパターンで算出
される．
（I-A） Lk ̸= Lk−1の場合
第 k層のノード数 Lkと第 k − 1層のノード数 Lk−1が異なる場合は，αk

j が下式
のように算出される．

αk
j =

 I

C1

Lk∑
lk=1

KL (ρ∥ρ̂lk ) +
(
W k

j

)T
W k

j

−1 (
W k

)T
Hk−1

j (4.3)

KL(ρ∥ρ̂lk ) = ρ log
ρ

ρ̂lk
+ (1− ρ) log

1− ρ

1− ρ̂lk
(4.4)

ここで，KL(ρ∥ρ̂lk )は KLダイバージェンス，ρは平均活性度の目標値を示すパ
ラメータ（ρ = 0.05），ρ̂lk は ELM-AEの各ノード lkにおける活性度の平均であ
る. また，Iは単位行列，C1は正規化パラメータである．
（I-B） Lk = Lk−1の場合
LkとLk−1が等しい場合は，以下に示す直交プロクラステス問題 [100]を解くこ
とによりαk

j が算出される．

αk
j = argmin

Ω
||Ω(Hk−1

j )T − (W k
j )

T||F
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subject to ΩTΩ = I (4.5)

ここで，∥ · ∥F はフロベニウスノルムを示す．具体的に，式 4.5を文献 [101]に基
づいて下式により特異値分解することでαk

j を算出する．

αk
j = UV T (4.6)

(W k
j )

THk−1
j = UΓV T (4.7)

ここで，U ∈ RLk×Lk および V ∈ RLk−1×Lk−1 は直行行列であり，Γ ∈ RLk×Lk−1

は特異値の行列，および (αk
j )

Tαk
j = I である．以上より，ELM-AEの隠れ層の

出力行列αk
j を算出する．

（II） k = K + 1の場合
第K層および出力層間の重みαK+1

j は ELMと同様に，教師あり学習により算出
する．具体的に，αk

j は次式によって算出される．

αk
j = TjH

k
j

(
I

C2

+Hk
j (H

k
j )

T

)−1

(4.8)

ここで，Tj = [tj,1, tj,2, . . . , tj,N ] ∈ RS×N および tj,n = [ti,j,1, ti,j,2, . . . , ti,j,S]
Tは教

師ラベルを含む．また，C2は正規化パラメータを示している．正解ラベル hk
i,j

が s（s = 1, 2, . . . , S;Sは基本戦術数）の場合は，ti,j,s = 1となり，他の要素の
値は 0となる．
以上より，DELMの学習が行われる．テストフェーズにおいては，新たな特徴ベ
クトルxi,jをDELMへ入力することにより基本戦術の推定値 vRet

i,j , vFCi,j , v
Poss
i,j , vSwi,j

が各チームで算出される．
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4.4 チームの戦術の関係性に基づく基本戦術の推定結
果の補正

本節では，サッカー競技における戦術の特徴を考慮することで基本戦術を更
新する手法について述べる．本手法は，前節で得られた基本戦術の推定値に対
して，以降で示す 2つの処理を適用することにより，より正確な基本戦術の更
新を試みる．具体的に，両チームの戦術の関係から基本戦術の組み合わせを算
出し （4.4.1），ボール保持率に基づく試合状況の変化により基本戦術を修正す
る（4.4.2）．1つ目の処理では，両チームの基本戦術の関係性が表 4.1に示す 8

つのパターンに限定されることに着目して基本戦術の推定値からこれらの組み合
わせを算出する．これにより，例えば，両チームの基本戦術が守備となるような
誤った推定結果を防ぐことが可能となる．続いて，2つ目の処理は，試合状況に
おける時間的変化がボールを保持しているチームの変化に基づいていることに
着目して，この保持チームに基づき基本戦術の推定結果の修正を行う．以上によ
り，基本戦術における時間的変化の正確な把握が可能となり推定の高精度化が実
現される．以降では，上述した提案手法について述べる．

4.4.1 2チームの戦術の関係性に基づく基本戦術の組み合わせの算
出

本手法では，2つのチームの戦術の関係性に基づいて，基本戦術の組み合わせ
が算出される．提案手法では，図 4.1の第二段階における「セットプレイ」以外
の組み合わせに対応する2チームの8種類の値 zc(c ∈ Comb)を算出する．ただし，
Comb = {(Ret,Poss), (Ret, Sw), (FC,Poss), (FC, Sw), (Poss,Ret), (Poss,FC), (Sw,

Ret), (Sw,FC)}である．zcの値は，DELMにより得られた推定値を用いて表に
対応する基本戦術の出力値を加算することで取得される．例えば，Aチームが
「リトリート」および Bチームが「速攻」の場合は組み合わせが (Ret, Sw)とな
り，vRet

i,teamAに vSwi,teamBを加算することで z(Ret,Sw)が算出される．最終的に，次式
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によって基本戦術の最適な組み合わせを算出する．

Label = arg max
c∈Comb

zc (4.9)

本手法では，瞬間的な誤推定を防ぐために基本戦術の組み合わせの結果に対
し，投票処理を各フレームで適用する．具体的には，対象フレームの前後のMフ
レームについて，式（4.9）の推定結果に対して投票を行う．以上により，表 4.1

に示す 2チームの戦術の関係性に基づいた両チームの推定結果が取得される．

4.4.2 ボール保持率を用いた試合状況の変化に基づく推定結果の
更新

ボール保持率による試合状況の変化に基づき推定結果を更新する方法について
説明をする．処理の概要を図 4.2に示す．本手法では，ボール保持チームに基づ
いて，チームに用いられる基本戦術が変化した点を推定し，その結果に基づき前
節において得られた基本戦術推定の結果を更新する．具体的にまず，ボールと選
手の位置データを用いて，対象フレーム lのボール保持率Balllを算出する．ボー
ル保持率は片方のチームがボールを保持している度合いを示す．続いて，ボール
保持率が 0を超えたとき，もしくは 0を下回った場合のフレーム lを変化点とす
る．最後に，変化点に基づいてその隣接するフレームの基本戦術推定の結果を修
正することにより，最終的な推定結果を得る．以降では，Balllの算出について
述べる．
Balllは，各対象フレームにおける選手のボール保持状況に基づいて算出され
る．具体的に，文献 [103,104]に基づき，ボール保持選手は以降に示す 4つの条
件を満たす．
条件 1:

ボールを持っている選手は，全選手の中で最もボールに近い．
条件 2:

最もボールに近い選手とボールとの距離が r[m]以内である．
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条件 3:∣∣|bl| − |bl−1|
∣∣ < Thminもしくは

∣∣|bl| − |bl−1|
∣∣ > Thmaxを満たす．

条件 4:
bl·bl−1

|bl||bl−1|
< Thaを満たす．

ただし，blは，l番目のフレームと (l+ 1)番目のフレーム間におけるボールの位
置変化を表すベクトルである．またThmin，Thmax，Thaは閾値である．
以上の条件に基づいたボール保持選手の算出結果を用いて，以下のBalllを算
出する．

Balll =
1

T

l∑
l′=l−T

f(l′) (4.10)

f(l′) =

{
1 if Bl′ = teamA

−1 Otherwise
, (4.11)

ここで，Bl′ は，フレーム l′内でのボール保持チームを示す．以上により，サッ
カー競技におけるチームの戦術の関係性に基づきDELMによって戦術推定が実
現される．
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図 4.2: ボールの保持率に基づいた推定結果の更新方法
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4.5 実験
本節では，提案した基本戦術の推定手法の有効性を確認するために実際のサッ
カー映像を用いて基本戦術を推定する実験を行う. 4.5.1では，実験の条件を述
べ，4.5.2では，実験の結果および考察について述べる．

4.5.1 実験条件
本実験では，サッカー映像（4,611秒，5fps）を用いてリトリート，フォアチェッ
ク，ビルドアップ，速攻の 4つの戦術の推定を行う．表 4.2において，用いるデー
タセットの概要が示されている．ここで，文献 [14, 20]等の他手法と比較して，
多くの映像フレーム数で実験を行っている．Ground-truth（GT）は 10年以上の
競技経験がある 3名のサッカー経験者が付与した．5分割交差検定により検証を
行い，次式に示す再現率（Recall），適合率（Precision），および F値を用いて
推定精度の評価を行った.

再現率 =
推定結果とGTが一致したフレーム数
実際に戦術が用いられたフレーム数 (4.12)

適合率 =
推定結果とGTが一致したフレーム数
推定手法より戦術を推定したフレーム数 (4.13)

F値 =
2×再現率×適合率
再現率+適合率 (4.14)

以降に示す 10つの比較手法（比較手法 1 -比較手法 10）を用いることで提案手
法の有効性を定量的かつ定性的に示す．

• 比較手法 1は基本戦術推定の最新手法である [96]．具体的に，フォーメー
ション特徴量を用いてMultiple Kernel Fuzzy C-Means（MKFC） [91]に基
づき推定をする．

• 比較手法 2は基本戦術推定の最新手法である [105]．具体的に，フォーメー
ション特徴量と映像特徴の両方を用いて SVM [102]により基本戦術を推定
し，その結果をDecision Level Fusion [106]に基づき統合する．
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• 比較手法 3は，比較手法 1のMKFCを Random Forest [107]に置き換えた
推定方法である．

• 比較手法 4は，比較手法 1のMKFCをK-Nearest Neighbor（K-NN）アルゴ
リズム [92]に置き換えた推定方法である．

• 比較手法 5では，提案手法と同じフレームワークで異なる特徴量を用いて
いる．具体的には，提案手法のフォーメーション特徴量を選手位置データ
に置き換えた手法である．

• 比較手法 6は，提案手法のDELMを SVMに置き換えた推定手法である．

• 比較手法 7は，提案手法のDELMを比較手法 5と同様に ELM [95]に置き
換えた推定手法である．

• 比較手法 8は，提案手法の第二段階を適用せずに，第一段階のみによる推
定が行われる．

• 比較手法 9では，CNNに基づいたベンチマーク手法の一つであるVGG16

モデル [32]のファインチューニングにより基本戦術を推定している．

• 比較手法10では，CNNに基づいたベンチマーク手法の一つである Inception-

V3モデル [108]のファインチューニングにより基本戦術を推定している．

比較手法の妥当性を以下に示す．
提案手法 vs比較手法 1および比較手法 2

提案手法が基本戦術推定の最新手法と比較して有効となることの検証を行
う．
提案手法 vs比較手法 3および比較手法 4

提案手法が従来の機械学習に基づいた推定手法よりも有効となることの検証
を行う．
提案手法 vs比較手法 5

フォーメーション特徴量の有効性を示す．
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表 4.2: 実験で用いたデータの詳細

基本戦術 秒数
リトリート 1,541
フォアチェック 613
ビルドアップ 2,045
速攻 412
合計 4,611

提案手法 vs比較手法 6および比較手法 7

DELMの有効性を示す．
提案手法 vs比較手法 8

チームの戦術の関係性に基づく推定結果の補正の有効性を示す．
提案手法 vs比較手法 9および比較手法 10

提案手法がCNNに基づいた基本戦術の推定手法よりも有効となることの検
証を行う．

表 4.3には，提案手法で使用したパラメータの詳細が示されている．ただし，各
手法のパラメータは，それぞれの推定手法の精度が最大になるように決定した．
比較手法 9と比較手法 10では，推定精度の公平な比較のために，Tensorflow [109]

において実装が行われている，VGG16モデルと Inception-V3モデルを用いた．ま
た，誤差が 0.2以上になるまで最大 50エポックで学習を行った．加えて，検証用
のデータセットの推定精度に基づいて，最適なネットワークを選択した．
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表 4.3: 提案手法で用いたパラメータの詳細
詳細 パラメータ 値

入力ノード数 d 111
隠れ層の数 K 6

正規化に関するパラメータ C1 −210

C2 −210

隠れ層のノード数（Team A）

L1 131
L2 131
L3 171
L4 131
L5 111
L6 151

隠れ層のノード数（Team B）

L1 131
L2 111
L3 171
L4 171
L5 111
L6 151

出力ノード数 S 4
投票処理のフレームサイズ M 21

ボール保持率に関するパラメータ

r 2.0
Thmin 0.3
Thmax 1.2
Tha cosπ

6

T 15
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表 4.4: 提案および比較手法 8を 50試行した際の平均と分散
手法 平均 分散

提案手法 0.865 9.62×10−4

比較手法 8 0.816 9.09×10−4

4.5.2 実験結果
表 4.5では，全手法の定量評価を行った結果が示されている．これらより，提
案手法が他手法よりも最も優れていることが示された．具体的には，基本戦術推
定の最新手法が従来の機械学習に基づく手法（比較手法 1～比較手法 4）と比較
しても高い精度となっていることが示されている次に，提案手法と比較手法 5を
比べることで，フォーメーション特徴量の有効性が示された．さらに，提案手法
と比較手法 6，および比較手法 7との比較により，DELMを使用することの有効
性が示されている．また，提案手法の推定精度が比較手法 8と比較して高くなっ
ていることから，推定結果の補正の有効性が示された．最後に，提案手法と，比
較手法 9および比較手法 10の結果を比較することで，本手法が隠れ層数が非常
に多いCNNネットワークを含む深層学習に基づいた手法よりも優れていること
が示された．この結果から，CNNに基づいた手法は学習に用いるデータ量が少
ない場合には不向きであることが示されている．加えて，DELMが SVMと比較
して性能が良くなることがDELMの文献にて報告されており [39]，本実験にお
いても同様の傾向となることが確認できる．さらに，提案した基本戦術の推定手
法の統計的有意差を確認するために，提案手法および比較手法 8においてウェル
チの t検定 [110]による有意差検証を行った．表 4.4に各手法を 50試行した時の
平均と分散を示す．有意差検証より P値が 0.01以下となり，1%で優位であるこ
とが確認された．
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表 4.5: 提案および比較手法における基本戦術推定の精度．R，P，Fはそれぞれ
再現率（Recall），適合率（Precision），および F値を示している．

提案手法 比較手法 1 比較手法 2
基本戦術 R P F R P F R P F
リトリート 0.928 0.917 0.923 0.780 0.394 0.523 0.683 0.670 0.676
フォアチェック 0.871 0.830 0.850 0.408 0.658 0.504 0.611 0.651 0.630
ビルドアップ 0.928 0.945 0.936 0.653 0.471 0.547 0.699 0.720 0.709
速攻 0.791 0.812 0.801 0.112 0.565 0.187 0.637 0.644 0.640
平均 0.880 0.876 0.878 0.488 0.522 0.440 0.658 0.671 0.664

比較手法 3 比較手法 4 比較手法 5
基本戦術 R P F R P F R P F
リトリート 0.657 0.672 0.665 0.600 0.616 0.608 0.877 0.825 0.850
フォアチェック 0.660 0.628 0.644 0.605 0.581 0.593 0.633 0.779 0.699
ビルドアップ 0.671 0.672 0.671 0.617 0.612 0.615 0.881 0.827 0.854
速攻 0.664 0.647 0.656 0.610 0.592 0.601 0.643 0.752 0.693
平均 0.663 0.655 0.669 0.608 0.600 0.604 0.759 0.796 0.774

比較手法 6 比較手法 7 比較手法 8
基本戦術 R P F R P F R P F
リトリート 0.878 0.860 0.869 0.856 0.837 0.847 0.888 0.853 0.870
フォアチェック 0.776 0.766 0.771 0.805 0.755 0.779 0.807 0.801 0.804
ビルドアップ 0.822 0.854 0.838 0.868 0.894 0.881 0.878 0.899 0.888
速攻 0.789 0.804 0.796 0.676 0.843 0.751 0.747 0.786 0.766
平均 0.816 0.821 0.818 0.802 0.832 0.814 0.830 0.835 0.832

比較手法 9 比較手法 10
基本戦術 R P F R P F
リトリート 0.790 0.835 0.812 0.697 0.873 0.775
フォアチェック 0.771 0.683 0.724 0.880 0.427 0.575
ビルドアップ 0.819 0.831 0.825 0.695 0.876 0.775
速攻 0.807 0.638 0.713 0.692 0.860 0.767
平均 0.797 0.747 0.768 0.741 0.759 0.723
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続いて，定性評価を行う．図 4.3では，提案および比較手法による推定結果の
一部が示されている．図 4.3により，提案が最も精度良く推定可能としているこ
とが示され，その結果はGTに最も近くなっていることが示されている．具体的
に，比較手法 8は推定される戦術が両チームで同じになることに対して，提案は
チーム戦術を関係性に基づいて両チームの戦術を矛盾なく推定可能としている．
以上より，チームの基本戦術の関係を用いることで，推定の精度が向上すること
が示された．
さらに，表 4.6と表 4.7に提案と比較手法 8の推定結果の混同行列が示されて
いる．この表から，推定結果の補正を導入することで，推定の精度が向上するこ
とが示されている．具体的には，「リトリート」と「ビルドアップ」を正しく推定
することを可能とする．一般的に，これらの基本戦術はフォーメーションが類似
している．提案では，ボール保持率に基づくことで，これらの基本戦術の推定結
果を正しく更新することが可能となった．以上より，提案手法の新規性が基本戦
術の高精度な推定に大きく寄与したことが示された．
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図 4.3: 提案および比較手法における基本戦術の推定結果
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表 4.6: 提案手法における基本戦術の最適な組み合わせに基づく補正を適用する
前の推定結果から得られた混同行列．これらの結果は，比較手法 8と対応する．
GtはGround-truthを表す．

推定結果
Ret FC Poss Sw

Ret 1,396 48 110 19
Gt FC 31 510 39 52

Poss 152 67 1,720 20
Sw 57 12 44 334

表 4.7: 提案手法における基本戦術の最適な組み合わせに基づく補正を適用した
後の推定結果から得られた混同行列．これらの結果は，提案の結果と一致する．
GtはGround-truthを表す．

推定結果
Ret FC Poss Sw

Ret 1,425 43 50 17
Gt FC 9 527 22 47

Poss 80 54 1,897 14
Sw 40 11 38 337
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4.6 まとめ
本章では，チームの戦術の関係性に基づいた制約の導入により，高い精度で基
本戦術の推定を可能とした．本手法では，フォーメーション特徴量によりて学習
されたDELMにより各チームの基本戦術の推定値を算出し，チームの戦術の関
係性に基づいた制約を導入して戦術の推定結果を補正した．これにより，対戦す
る 2チームの戦術の組み合わせに基づく最適な補正が行われ，基本戦術推定の高
精度化が達成された．
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第5章 サッカー映像視聴時の経験者
の視線データを用いた戦術
解析

5.1 はじめに
本章では，サッカー競技に関する専門知識を導入することの有効性を示すため
に，サッカー経験者より取得した映像視聴時における視線データを用いた戦術解
析手法を構築する．具体的に，選手位置データとサッカー映像視聴時における視
線データに基づいた選手のネットワーク（以降，選手ネットワーク）を生成し，そ
のネットワークの解析により選手の重要度を推定する手法を提案する．重要度は
パスによる他の選手との連携の度合いを示す指標である．例えば，重要度が高い
選手は他の選手よりもパスを受ける可能性が高いなど，重要度推定によってチー
ム戦術において，重要な役割を果たす選手の抽出を可能とする．提案手法では，
競技の知識を導入し，その知識に基づいた深層学習手法の構築により，少量の学
習データからの戦術解析を可能とする．本手法では，2つの段階により実現しそ
の概要が図 5.1に示されている．まず，第一段階では，経験者の視線追跡データ
を用いて学習した注視位置の推定モデルと選手位置に基づき選手ネットワークを
生成する．このとき，各選手が最も早く到達可能な領域（先着領域） [111]を選
手位置から算出し，先着領域の隣接関係に基づいて選手をノードとする選手ネッ
トワークを生成する．また，注視位置の推定モデルは経験者の視聴時の視線デー
タを Long Short-Term Memory（LSTM） [112]によって学習し構築する．これに
より，ボール保持選手と推定された注視位置に近い選手間にネットワークを生成
する．第二段階では，生成した選手ネットワークに対して，HITSアルゴリズム
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（Hypertext Induced Topic Selection） [113]を適用することで，各選手の重要度が
推定される．以上により，サッカー経験者の注視位置が未知であるサッカー映像
のフレームに対しても，経験者の専門知識に基づいた選手ネットワークを生成可
能とし選手の重要度推定が実現される．
以降，5.2で，選手ネットワークの生成手法について述べし，5.3において，HITS

アルゴリズムに基づいた選手の重要度の推定手法について述べる．その後，5.4

では，実験条件および結果について述べ，最後に 5.5で，まとめを行う．



第 5章 サッカー映像視聴時の経験者の視線データを用いた戦術解析 52

選
手
の

重
要
度

選
手
と

ボ
ー
ル
位
置

視
線
デ
ー
タ

(G
ro

u
n
d
 t

ru
th

)

テ
ス
ト
デ
ー
タ

学
習

特
徴
量
の
算
出

特
徴
量
の
算
出

選
手
ネ
ッ
ト
ワ
ー
ク

H
IT

S
ア
ル
ゴ
リ
ズ
ム

先
着
領
域
の

生
成

注
視
位
置
の

推
定
モ
デ
ル

選
手
と

ボ
ー
ル
位
置

学
習
デ
ー
タ

H
I
T
S
ア
ル
ゴ
リ
ズ
ム
に
基
づ
く

選
手
の
重
要
度
の
推
定

選
手
ネ
ッ
ト
ワ
ー
ク
の
生
成

図
5.

1:
提
案
手
法
の
概
要
．
提
案
手
法
で
は
，

2
つ
の
段
階
か
ら
構
成
さ
れ
る
．
ま
ず
，
第
一
段
階
で
は
，
先
着
領
域
（

5.
2.

1）
と
注
視
位
置

推
定
モ
デ
ル
（

5.
2.

2）
に
基
づ
く
選
手
ネ
ッ
ト
ワ
ー
ク
（

5.
2）
を
生
成
す
る
．
続
い
て
，
第
二
段
階
で
は
，

H
IT

S
ア
ル
ゴ
リ
ズ
ム
を
用
い
た

重
要
度
の
推
定
（

5.
3）
を
行
う
．



第 5章 サッカー映像視聴時の経験者の視線データを用いた戦術解析 53

5.2 選手ネットワークの生成
本章では，選手ネットワークを生成する手法に関する説明をする．具体的に，サ

ッカーフィールド上の攻撃チームの選手を pmt および pnt（m,n = 1, 2, . . . , 11;m ̸=

n|t = 1, 2, . . . , T ;T は総フレーム数）としたとき，選手ネットワークは次式で定
義される選手同士の隣接行列Lt = [Lmn

t ]により表す．

[Lmn
t ] =

α lmn
t

dmn
t

+ (1− α)wmn
t (m ̸= n)

0 (otherwise)
(5.1)

ここで，lmn
t は先着領域における選手 pmt と選手 pnt 間の境界辺の長さを示し，dmn

t

は選手間の距離を示す．wmn
t は推定された注視位置に基づくエッジ重みを示し，

α(0 ≤ α ≤ 1)は調整を行うパラメータを示している．式（5.1）における右辺で
は，第一項目が先着領域に基づいたエッジ重み示し，第二項目が推定された注視
位置に基づいたエッジ重みを示している．
以降では，先着領域および推定された注視位置に基づいてエッジ重みを算出す
る手法について，それぞれ述べる．

5.2.1 先着領域に基づくエッジ重みの算出
本節では，先着領域に基づいた選手ネットワークにおけるエッジ重みの算出方
法について述べる．先着領域は，各選手がピッチに最初に到着する領域として定
義される [111]．先着領域は各選手の速度と位置から，フィールド上の任意の地
点への最短到着時間により計算される．先着領域を生成するための選手 pmt の運
動モデルは，以下に示す通り定義される．

mplayer
d

ds
vm = F − kvm (5.2)

ここで，mplayerは選手の質量， d
ds
vmは選手の速度 vmの時間 sの微分，F は選手

の最大推進力のベクトル，kは抗力定数である．さらに，F は Feであり，F は
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最大推進力，eは単位ベクトルである．ただし，右辺の第二項目は，時間ととも
に速度が無限にならないように，文献 [114]に基づいた選手の動きに対する抵抗
力を示している．続いて，式（5.2）は次式に示すように書き換えられる．

xm − xm
t = Vmax

(
s− 1− e−βs

β

)
+

1− e−βs

β
vm
t (5.3)

ここで，上式は，式（5.2）の微分方程式の解であり，xmは選手の位置，xm
t は

pmt の現在位置，Vmaxは選手の最大速度，vm
t は pmt の現在速度である．さらに，

β は抵抗の大きさを表す．式（5.2）より，vm < F
k
が満たされるため，式（5.3）

では，速度 vm
t で xm

t にいる選手が，時間長 sで点 xmに到達できることを示し
ている．最終的に，選手 pmt が他の選手よりも早く到着できる先着領域Dは，下
式によって算出される．

D(pmt ) = {xpnt ∈ R2|ts(xpnt, pmt ) ≦ ts(x
pnt, pnt ),m ̸= n} (5.4)

ここで，ts(x
pnt, pmt )は，選手 pmt が任意の位置 xpntに到着するまでの最短時間

を示す．一般に，同じチームに属する２人の選手の先着領域が隣接する際には，
パスが成功となる能性が高くなる．したがって，先着領域の境界線が長く，か
つ，２人の選手間の距離が小さい場合には，パスが成功となる可能性が高くなる．
そこで，提案手法では，先着領域によって算出される lmn

t および dmn
t を用いて，

選手ネットワークのエッジ重みの算出により，選手ネットワークが生成される．
図 5.2に先着領域と lmn

t と dmn
t の例を示す．ただし，青点と赤点はそれぞれ攻撃

チーム選手と守備チーム選手に対応しており，黒点はボールを示している．黒線
で囲まれた領域が先着領域となる．
提案手法では，少ないパス回数で得点をするための戦術を用いる際に重要とな
る選手の推定に着目した．そのため，先着領域による選手ネットワークを生成で
は，バックパスを考慮しない．したがって，選手 pnt が選手 pmt の後ろに存在す
る場合，この二人の選手間でのパスの可能性は低くなる．この場合は，[Lmn

t ]は



第 5章 サッカー映像視聴時の経験者の視線データを用いた戦術解析 55

図 5.2: 先着領域の例
0である．ただし，パスの受け手および出し手の候補者との関係が，推定された
注視位置に基づいた選手ネットワークにより表現される場合があるため，クロス
ボール [1]によるバックパスを考慮することも可能となっている以降では，これ
らの詳細を以下に示す．

5.2.2 推定された注視位置に基づくエッジ重みの算出
本節では，注視位置の推定モデルに基づいた選手ネットワークのエッジ重みの
算出方法を説明する．一般的にサッカー経験者がサッカー映像を視聴する際は，
サッカーの戦術に注目する．具体的には，サッカー経験者は，戦術と密接に関係
している選手の動きや位置，スペースなどを，未経験者よりも注目していること
が述べられている [40, 41]．このため，経験者の視線データはパスの受け手およ
び出し手の関係を決定させるのに有効であると考えられる．そこで提案手法で
は，経験者の注視位置を正解データとし，選手・ボール位置データから算出した
特徴量により，深層学習に基づた注視位置を推定するモデルのパラメータを学習
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表 5.1: 特徴量とGround-truthの詳細
特徴量 : ut 次元数
選手位置 44
ボール位置 2
フォーメーション特徴量 [96] 111
Ground-truth : dt

視線データからの注視位置 2

する．表 5.1に正解データと特徴量の詳細が示されている．提案する推定モデル
の構築により，経験者が未視聴のサッカー映像に対しても注視位置の推定が実現
される．提案手法では，特徴量を推定モデルに入力して得られた注視位置を用い
て，選手ネットワークにおけるパスの出し手および受け手との間のエッジ重みが
算出される．以上により，経験者の戦術に関する知識を考慮した選手ネットワー
クの生成が実現される．
以降では，まず特徴量を算出する方法について述べる．その後，LSTMに基づ
いた注視位置の推定モデルを構築する手法について述べる．最後に，推定された
注視位置に基づいた選手ネットワークの生成について述べる．

A.注視位置と特徴量の算出
まず，表 5.1に示すように，選手・ボール位置から特徴量 ut ∈ R(44+2+111)を抽
出する．続いて，視聴時の S人の経験者から視線データ dt ∈ R2を得る．提案手
法では，得た特徴量とGrount-truthから，注視位置の推定モデルを学習する．た
だし，経験者の注視位置は，文献 [115]に基づいて，サッカー映像のスクリーン
座標系から選手・ボール位置データと同じ座標系に変換している．

B. LSTMに基づく注視位置の推定モデルの構築
近年，再帰型ニューラルネットワーク（RNN）は，映像認識，自然言語処理，音
声認識など多くの系列データの学習において高い精度となることが示されてい
る [82,116,117]. RNNは系列データのパターン認識に関する深層学習のモデルで
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あり，ネットワーク内部に閉路を持つことで一時的に情報を記憶することを可能
とする．このため，系列データの学習が可能となる．視線データは系列データで
あるため，本手法では，サッカー映像における注視位置の推定モデルをRNNを
用いて構築する．具体的に，RNNの一つであるLSTM [112]を用いて注視位置を
推定する．図 5.3にLSTMのネットワーク構成が示されている．LSTMは入力判
断ゲート it，出力判断ゲート ot，忘却判断ゲート ft，およびメモリセル ctによ
り構成される．具体的に，下式によりそれぞれ算出される．

it = σ(Zuiut +Zhiht−1 +Zcict−1 + bi) (5.5)

ft = σ(Zufut +Zhfht−1 +Zcfct−1 + bf ) (5.6)

ct = ftct−1 + ittanh(Zucut +Zhcht−1 + bc) (5.7)

ot = σ(Zuout +Zhoht−1 +Zcoct + bo) (5.8)

ht = ottanh(ct) (5.9)

ここで，utおよび htはそれぞれ入力ベクトルと出力ベクトルを示し，it,ft, ct,ot

は各ゲートの出力を示す．Z••は各ゲート間の重み行列である．例えば，Zuiは
入力 utと入力判断ゲート it間の重み行列を示す．加えて，b•はバイアス重み，
σ(·)はシグモイド関数を示す．提案手法では，特徴量と視線データにより 2次元
の回帰を実行することで，注視位置推定のモデルを学習する．以下に示す平均二
乗誤差（MSE） [118]に基づいてコスト関数 Cを設定する．

C =
1

T

T∑
t=1

||ht − dt||2. (5.10)

本手法では，各ゲート間の重みを Backpropagation Through Time [119]に基づい
て学習する．以上により，LSTMに基づいた注視位置の推定モデルを学習する．
テストフェーズでは，上記で構築したモデルに新たな特徴量 utを入力すること
により，LSTMの出力層から対象フレームに対応する注視位置の推定結果 utが



第 5章 サッカー映像視聴時の経験者の視線データを用いた戦術解析 58

× アダマール積tanh( )・

×

×

×

出力判断
ゲート

忘却判断ゲート

メモリセル

入力判断
ゲート

図 5.3: LSTMのネットワーク構造

式 5.9により算出される．加えて，瞬間的な誤差の補正のために，推定された注
視位置結果する投票処理を適用する．具体的には，対象フレームの前後のM フ
レームに対して投票処理を行う．これにより最も頻度が高い位置が注視位置の推
定結果となる．

C.注視位置に基づく選手ネットワークの生成
推定された注視位置を用いてエッジの強さ wmn

t を算出する手法について述べる．
ここで，経験者と未経験者の視覚能力に違いがあることが文献 [120]において述
べられている．具体的に，経験者は未経験者に比べて周辺視野の動きの知覚範囲
が広いことが示されている．本手法では，この周辺視野を考慮するために，注視
位置と注視位置周辺に位置する各選手との距離に基づいて，複数の選手に対して
ネットワークを生成する．具体的に，過去の T ′フレームに基づいて推定された
注視位置 htを用いて，エッジ重み wmn

t を次式に示すように算出する．

wmn
t =

1

T ′

T ′∑
j=0

zmn
t−j (5.11)
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zmn
t−j =

γmn
t−j

dis(ht−j,xn
t−j)

(0 < dis(ht−j,x
n
t−j) ≤ R) (5.12)

ここで，dis(ht−j,x
n
t−j)は，注視位置 ht−jと選手 pnt の位置 xn

t−j間のユークリッ
ド距離であり，γmn

t−j は dis(ht−j,x
n
t−j)を [0, 1]内に収める正規化パラメータであ

る．zt−jは，ht−jが中心の半径Rの円形領域に位置する選手 pnt のエッジの強さ
が，ht−jと xn

t−j間のユークリッド距離に応じて減少することを示す．図 5.4は，
先着領域と注視位置を用いて選手ネットワークを生成する例を示している．ただ
し，赤色の矢印は先着領域で生成された選手ネットワークを示し，オレンジ色の
矢印は推定された注視位置から生成した選手ネットワークを示している．また，
htは推定された注視位置を示す．これらより，周辺視野に基づいて注視位置の周
囲の選手に対して重みをつけたネットワークを生成可能とする．
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ボール

図 5.4: 先着領域および推定された注視位置に基づいて生成されたネットワーク
の例
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5.3 HITSアルゴリズムに基づく選手の重要度の推定
本節では，HITSアルゴリズムに基づいた選手ネットワークにおける各選手の
重要度の推定について説明する．HITSアルゴリズムは，リンク分析に基づき対
象ネットワークに含まれる各ノードの authorityスコアと hubスコアを算出する
手法である [113]．authorityスコアが高いノードは，より多くのノードからリン
クされる．一方，hubスコアが高いノードは，より多くの authorityノードからリ
ンクされる．HITSアルゴリズムは，これらのスコアの利用により重要なノード
を発見することが可能となる．本手法では，パスの受け手候補となる各選手の重
要度を authorityスコアと定義し，この authorityスコアを活用することで重要度
の推定が実現される．5.2で得られた選手ネットワーク Ltに対するHITSアルゴ
リズムの適用により，各選手の重要度が算出される．具体的に，選手 pmt の重要
度 authc

t(m)（c = 1, 2, . . . , C;Cは総反復回数）は，次式で示される．

authc
t(m) = εt

11∑
n=1

Lnm
t hubc−1

t (n) (5.13)

hubc
t(m) = ηt

11∑
n=1

Lmn
t authc

t(n) (5.14)

ここで，hubc
t(m)は hubスコア，εtおよび ηtは正規化項を示す．ただし，authority

スコア auth0
t (m)およびhubスコア hub0

t (m)の初期値は1となる．本手法では，選
手毎に authorityスコアと hubスコアの更新を繰り返すことで，全選手の authority

スコア authC
t (m)が算出される．

以上により，先着領域と推定された注視位置から生成された選手ネットワーク
に対するHITSアルゴリズムの適用により，各選手の重要度推定が実現される．
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5.4 実験
本節では，提案した選手の重要度推定手法の有効性を確認するために実際の
サッカー映像を用いて重要度を推定する実験を行う. 以降では，5.4.1で実験条件
を示し，5.4.2で実験の結果および考察を行う．

5.4.1 実験条件
実験では，サッカー映像と TRACAB image tracking system1により取得した選
手・ボール位置データ（3,322秒，30 fps）を使用した．また，Tobii Eye Tracker

4C2を用いて，攻撃のポジションでサッカー経験を行った 10年，7年，3年の被験
者 3名（S = 3）から視線データを取得した．この時，少ない被験者数において
も全被験者の注視位置の差を小さくするために，攻撃的な視点で視聴する簡単な
タスクを設定した．具体的には，攻撃チームのゴールに貢献する次のパスの受け
手を探しながらサッカーの映像を視聴するよう被験者に指示した．注視位置の推
定モデルは，NVIDIA GeForce GTX 2080 Ti GPUを 1つ用いて，2,943秒のサッ
カー映像を学習して構築した．テストデータは，サッカー映像から抽出したパス
シーン（D = 57）を用いた．各シーンの平均時間は 8秒，合計時間は 379秒で
ある．実際にパスを受けた選手をGround-truthとしている．定量的に提案手法の
有効性を示すために，次式の Recall@kを用いた．

Recall@k =
rk
D

(k = 1, 2, . . . , K), (5.15)

ここで，rkは，実際にボールを受け取った選手が重要度の高い k上位の選手に含
まれていた場面の数である．kは解析対象となる選手の数である．今回の実験で
は，攻撃シーンが対象であることから，kをゴールキーパーを除いた攻撃選手数
の半分の 5とした．

1https://chyronhego.com/products/sports-tracking/
2https://tobiigaming.com/eye-tracker-4c/
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1つの理想的な手法および 6つの比較手法により比較を行い提案手法の有効性
を示す．ただし PMは提案手法である．
理想的な手法（IM） [121]

先着領域と経験者の視線データに基づいて生成された選手ネットワー
クに対して，HITSアルゴリズムを適用した本手法の理想的な手法で
ある．選手ネットワークは，実際の経験者の視線データを用いて生成
している．PMと比較を行うことで，注視位置推定モデルの再現性を
示す．

比較手法 1（CM1） [122]

先着領域のみに基づいて生成された選手ネットワークを用いた手法で
ある．PMとの比較により，LSTMモデルに基づいて推定された注視
位置の利用の有効性を示す．

比較手法 2（CM2）
フォーメーション特徴量を用いずに，選手とボール位置データを用い
て学習した LSTMから推定した注視位置と，先着領域に基づいて生
成された選手ネットワークを利用した手法である．PMとの比較によ
り，フォーメーション特徴量の有効性を示す．

比較手法 3（CM3）
提案手法の LSTMを Tensorflow [109]による多変量回帰モデル [123]

に置き換えた手法である．PMと比較することで，LSTMを用いるこ
との有効性を示す．

比較手法 4（CM4）
PMからM フレームの投票処理を除いた手法である．PMとの比較
により，注視位置の推定におけるM フレームの投票の有効性を検証
する．

比較手法 5（CM5）
経験者の実際の注視位置に最も近い選手を，重要度の高い選手として
選択する手法である．

比較手法 6（CM6）
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表 5.2: 提案手法で用いたパラメータの詳細
詳細 パラメータ 値

調整パラメータ α 1
3

先着領域の生成に関するパラ
メータ

Vmax 7.8
β 1.3
s 3.9

各系列の長さ - 180
LSTMの入力ノード数 ut 157
LSTMの隠れ層の数 - 3

LSTMの隠れ層のユニット数 - 256
LSTMの出力ノード数 ht 2

投票処理のフレームサイズ M 21
注視位置を用いたネットワーク
生成に関するパラメータ

T ′ 60
R 3

HITSアルゴリズムの反復回数 C 50

LSTMから推定される注視位置に最も近い選手を重要度の高い選手と
して選択する方法である．

CM5とCM6により先着領域に基づいて生成された選手ネットワークとHITSア
ルゴリズムの有効性を示す．表 5.2には，提案手法で用いたパラメータの詳細が
示されている．各手法のパラメータは，各手法の性能が最も高くなるように決定
されている．

5.4.2 実験結果
表 5.3に全手法のRecall@kを示す．表より，PMの Recallが IMに最も近いこ
とから，比較手法よりも PMが優れていることが示された．具体的には，PMお
よび CM1の結果の比較により，LSTMに基づいて推定した注視位置の有効性を
確認した．次に，PMおよび CM2の結果の比較により，フォーメーション特徴
量を用いることの有効性が示された．加えて，PMがCM3よりも値が高いため，
LSTM導入の有効性が示された．また，CM4および PMの結果を比較すること
で，M フレーム投票処理が提案手法の性能の向上に有効であることが示された．
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表 5.3: 各手法のRecall@k
k = 1 k = 2 k = 3 k = 4 k = 5

IM 0.807 0.842 0.877 0.895 0.912
PM 0.684 0.719 0.737 0.772 0.807

CM1 0.614 0.667 0.684 0.702 0.719
CM2 0.667 0.702 0.737 0.754 0.789
CM3 0.579 0.614 0.649 0.667 0.667
CM4 0.667 0.684 0.719 0.754 0.807
CM5 0.649 0.649 0.649 0.649 0.649
CM6 0.509 0.509 0.509 0.509 0.509

最後に，IMおよび PMがそれぞれCM5とCM6よりも値が高いことから，HITS

アルゴリズムを用いて選手の重要度を推定するために用いた，注視位置と先着領
域による選手ネットワークの有効性を確認した．
次に，αの重要性を検証するために，図 5.5には，αを 0，1

3
，1
2
，2
3
，1に変更して

得られた提案手法のRecall@kが示されている．図 5.5において，αの値 1と 0の
際は，CM1と推定された注視位置のみから生成した選手ネットワークを活用し
て選手の重要度を推定する手法にそれぞれ対応する．得られた結果から，α = 1

3

の際に，提案の値が最良になることが確認された．このことから，推定された注
視位置に基づいた重み付き選手ネットワークの重要性が示された．
続いて，推定された注視位置の推定精度が「選手の重要度推定の成否」に及ぼ
す影響に関して考察を行うために，注視位置の推定性能の観点から，選手の重要
度推定が成功した映像数と失敗した映像数の差に着目した．具体的には，表 5.4

に「推定された注視位置と実際の注視位置の差」と「選手の重要度推定の成功・
失敗」の関係が示されている．表 5.4において，距離は提案手法により推定され
た注視位置と実際の注視位置のユークリッド距離を示す．得られた結果から，推
定された注視位置が正確でない場合，失敗した映像数が多くなっていることが示
されている．一方，注視位置が正しく推定されている場合には，成功した映像数
が増加している．
最後に，図 5.6-5.9に PM，IM，および比較手法を用いて得られた選手の重要
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図 5.5: 提案手法の αを変化させた場合のRecall@k

度の推定結果が示されている．この図では，（a）は入力フレーム，（b）-（g）は各
手法による重要度の推定結果である．図（b）-（g）は，先着領域によって生成
され選手ネットワークを赤矢印，注視位置によって生成された選手ネットワーク
をオレンジ色の矢印で示している．また，黒円で示された選手は，推定された重
要度が高い選手であることを示しており，図（b）-（c）,（e）-（g）の紫色の領
域は，実際の注視位置または推定された注視位置を中心とした式 5.12に基づく
半径Rの円が複数重ねられている．この映像では，選手 p11t が選手 p8t からパス
を受け取り，ゴールを決めた．得られた結果から，提案は IMと同様に選手 p11t

の重要度が高くなることが示されている．具体的には，推定された注視位置から
新たに選手 p11t へのリンクが生成されたため，選手の重要度の正確な推定が実現
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表 5.4: 「推定された注視位置と実際の注視位置の差」と「選手の重要度推定の
成否」の関係

距離 [m] 成功したフレーム数 失敗したフレーム数
0 - 1 4 2
1 - 2 11 1
2 - 3 8 3
3 - 4 5 0
4 - 5 4 0
5 - 6 0 0
6 - 7 3 1
7 - 8 1 0
8 - 9 0 0

9 - 10 1 2
10 - 15 1 1
15 - 20 0 2
20 - 25 0 5
25 - 30 1 1

された．以上の通り，提案手法における推定された注視位置は，選手の重要度の
推定に強く寄与していることが示された．
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Ball

（a）入力フレーム

（b） IM

図 5.6: 入力フレームと比較手法（IM）から得られた重要度の推定結果
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（c） PM

（d） CM1

図 5.7: 提案手法と比較手法（CM1）から得られた重要度の推定結果
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（e） CM2

（f） CM3

図 5.8: 比較手法（CM2および CM3）から得られた重要度の推定結果
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（g） CM4

図 5.9: 比較手法（CM4）から得られた重要度の推定結果
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5.5 まとめ
本章では，映像視聴時におけるサッカー経験者の視線データを用いて，攻撃選
手の重要度を算出する手法を提案した．本手法では，サッカー経験者の視線デー
タを導入し，先着領域とその視線データによる注視位置推定モデルから選手ネッ
トワークを生成した．その後，HITSアルゴリズムの適用により，攻撃チームの
選手重要度を算出可能とした．最後に，サッカー映像を用いて重要度を推定する
実験により提案手法の有効性が示された．したがって，サッカー競技に関する専
門知識を戦術解析に導入することの有効性が示された．
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第6章 結論

6.1 本研究の総括
本論文では，サッカー戦術や競技に関する知識を導入した深層学習手法の構築
により，少量の学習データからの戦術解析を可能とする手法を新たに提案した．
以降では，本論文の各章の概要を示す．
第 2章では，サッカー映像からの戦術解析に関する従来研究を，本研究の関連
研究として説明し本論文において解決すべき課題を明らかにした．第 3章では，
誤差逆伝搬法に基づかず，大量の学習データを必要としない識別器Deep Extreme

Learning Machine（DELM）による戦術解析手法を構築した．具体的に，選手・
ボール位置データから算出したチーム戦術に関する特徴量による学習によって，
少量の学習データ量においてもDELMのパラメータが最適化され，従来のチー
ム戦術の推定手法と比較して高精度化が実現されることを明らかとした．第 4章
では，チームの戦術の関係性に基づく制約を導入したチーム戦術の推定手法を構
築した．具体的に，第 3章で構築した深層学習手法に，新たにチームの戦術の関
係性に基づいた制約を導入して戦術の推定結果を補正する．これにより，対戦す
る２チームの戦術の組み合わせに基づいた最適な補正が実現され，チーム戦術推
定の高精度化が可能となった．第 5章では，サッカー経験者から取得した映像視
聴時の視線データを用いた戦術解析手法を構築した．具体的に，サッカー映像を
視聴する経験者の視線の動きが競技に関する専門知識と高い関連性を有している
ことに着目し，これを深層学習に導入した．これにより，サッカー競技に関する
専門知識を導入することの有効性が示された．以上により，少量データからの学
習を可能にする深層学習モデルを構築することで，サッカー映像からの高精度な
戦術解析が実現した．
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6.2 本研究の今後の課題
本論文では，サッカー戦術や競技に関する知識を導入した深層学習手法を提案
することで，少量の学習データからのチーム戦術を解析することを可能とする手
法を実現した．チーム戦術推定では，2次元の選手位置データを用いて基本戦術
を推定した．一方で，個人戦術やグループ戦術解析の一部は，サッカー映像に撮
像される選手の動きや姿勢に着目した解析が行われている．個人およびグループ
戦術はチーム戦術との包括関係にあることから，パスやドリブルの姿勢など個人
およびグループ戦術の解析結果等をチーム戦術を推定する深層学習の学習に活用
することで，チーム戦術推定の更なる高精度化が実現されると考えられる．
また，他の団体スポーツ競技においても戦術解析の手法が種々提案されている
が，機械学習における学習データの出力ラベル付与の観点から，サッカー競技と
同様に解析に使用可能なデータ量が限られている．このため，今後は，本論文で
構築した少量データにおける戦術解析手法を他の団体スポーツ競技に対しても適
用することが求められる．
以上の 2点が本研究における今後の課題としてまとめられる．
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